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1. INTRODUZIONE  

1.1 Obiettivi del Position Paper 

Il tema dell’Intelligenza Artificiale, nonostante sia una “wave” che il mercato sta cavalcando solo negli ultimi 

anni, è in realtà un fenomeno che affonda le sue radici nel passato: basti pensare a tutti quei ricercatori che 
iniziarono a indagare se fosse possibile l’apprendimento dei computer a partire dai dati. È questo l’assunto 

alla base del Machine Learning (o apprendimento automatico), ossia che i computer – pur senza essere 
programmati – possano imparare ad eseguire dei task semplicemente osservando le relazioni esistenti tra i 

dati, imparando dai dati con una efficacia tanto maggiore quanto maggiore è la disponibilità di informazioni a 

disposizione. 

Negli ultimi anni il Machine Learning e, più in generale, il mondo dell’Intelligenza Artificiale, sta acquisendo 

un nuovo slancio grazie alla crescita del volume e della varietà dei dati, a processi di elaborazione / 
strumenti con elevata potenza computazionale oltre agli spazi per l'archiviazione dei dati sempre più a buon 

mercato (es. cloud).  

Come si traduce tutto questo per le banche? È ora possibile realizzare modelli statistici su una maggior 
quantità di dati elaborando velocemente risultati sempre più accurati anche su larga scala, identificando in 

questo modo nuove opportunità di business o intercettando (e limitando) rischi non adeguatamente 
preventivati. In due parole, vuol dire essere una banca “data driven”, ossia una banca capace - attraverso 

l’applicazione di algoritmi di Machine Learning e di Robotic Process Automation (RPA) - di governare e 

valorizzare il proprio patrimonio informativo e trarre beneficio da quello dei clienti, acquisendo vantaggi 
competitivi, ottimizzando i propri processi decisionali e il proprio modello operativo, nonché sviluppando 

nuovi prodotti e modelli di business. 

Quanto però tutto questo, che da un punto di vista teorico è inattaccabile, è applicato / applicabile nel 

mondo del Risk Management delle banche italiane?  

È esattamente questo il motivo per cui è stata creata la commissione AIFIRM “Intelligenza Artificiale: 

l’applicazione del Machine Learning e del predictive analytics nel Risk Management”.  

In particolare, la Commissione ha predisposto il presente position paper proponendosi di analizzare la 
situazione as is del sistema bancario italiano, con focus specifico in ambito Risk Management, in tema di 

applicabilità delle nuove tecniche di Intelligenza Artificiale con l’obiettivo di identificare le best practices e le 
principali prospettive evolutive che dovrebbero caratterizzare i prossimi anni. 

In particolare, gli obiettivi del position paper sono: 

 approfondire le tecniche di Machine Learning necessarie per l’analisi della grande mole di dati in 

possesso degli istituti bancari, che rappresentano una grande opportunità per la valutazione dei 
principali rischi aziendali (Credito, Mercato, Operativo); 

 dare una rappresentazione di sintesi dello stato dell’arte del Risk Management bancario italiano 

individuando le possibili best practices di mercato; 
 percorrere i potenziali campi di applicazione all’interno del Risk Management, valutando sia le 

tecniche di apprendimento supervisionato sia quelle di apprendimento non supervisionato; 

 approfondire la comprensione degli aspetti chiave legati all’utilizzo di tali metodologie statistiche, 

nonché coglierne le principali sfide implementative alla luce della complessità di scenario e del 
contesto normativo in evoluzione. 
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1.2 Commissione AIFIRM 

A febbraio 2018 è stata costituita la Commissione AIFIRM incaricata di approfondire l’applicazione delle 

tecniche di Machine Learning e Predictive Analytics nel Risk Management, nonché di contribuire alla 
predisposizione del presente position paper. 

Il Gruppo di Lavoro della Commissione ha visto la partecipazione, nei diversi incontri organizzati, di molte tra 
le più importanti realtà bancarie italiane1 e di professionisti e consulenti interessati ad approfondire lo stato 

dell’arte dell’utilizzo delle tecniche di Machine Learning e di Predictive Analytics nell’attuale contesto bancario 

italiano. 

Il coordinamento del Gruppo di Lavoro, nonché della stesura del presente position paper, è stato affidato a 

Paola Cerchiello (Università di Pavia), Pier Giuseppe Giribone (Carige), Stefano Bonini (Accenture) e Giuliana 
Caivano (Accenture). 

Si ringraziano di seguito anche tutti i partecipanti ai sottogruppi di lavoro identificati all’interno della 

Commissione che hanno contribuito fattivamente alla stesura del presente position paper. In particolare: 

 Sottogruppo di lavoro sul Rischio di Credito (con il coordinamento di S. Bonini e G. Caivano – 

Accenture): C. Caprara, L. Carvelli, P. Merella, D. Vergari; 

 Sottogruppo di lavoro sui Rischi Finanziari (con il coordinamento di P. G. Giribone - Carige): A. 

Agosto, G. Canobbio, A. Ottini, F. Stivoli; 
 Sottogruppo di lavoro sui Rischi Operativi e altri ambiti (con il coordinamento di P. Cerchiello – 

Università di Pavia): G. Mariani, A. Monaco, P. Giordano, C. Pasquini, F. Petri, M. Trova. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                                                

1 ABI, IntesaSanpaolo, Banca Popolare dell’Emilia Romagna, Credem, Carige, Banca Popolare di Bari, Banca Imi, Fiditalia, Banco BPM, 
UBI Banca 
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2. RISULTATI DELLA SURVEY  
 

Il presente capitolo ha l’obiettivo di presentare i risultati della survey sottoposta ai principali player italiani, 
riportando le evidenze sul livello di conoscenza, interesse ed esperienza e le attuali e future applicazioni 

dell’Intelligenza Artificiale nel panorama bancario italiano. 

La Commissione AIFIRM incaricata di approfondire lo stato dell’arte dell’Intelligenza Artificiale nel mondo 
bancario, si basa su una survey somministrata a 21 istituti bancari dei quali il 62% sottoposti a vigilanza BCE 

ed il 38% da Banca d’Italia, come si può osservare in Figura 1. 

Le principali aree di indagine del questionario e oggetto del presente documento sono stati: 

 Il livello di conoscenza ed esperienza riguardante il Machine Learning; 

 Gli ambiti di attuale applicazione del Machine Learning nelle seguenti aree: 

o Rischio di Credito; 

o Rischio di Mercato; 

o Rischio Operativo e altri rischi; 

 Le future evoluzioni in ambito di adozione del Machine Learning. 

Figura 1 - Composizione del panel di partecipanti alla survey 

 

 

La prima parte della survey ha indagato il livello di conoscenza generale e di eventuale esperienza delle 

banche riguardo il Machine Learning, per poi approfondire le attuali applicazioni in ambito di rischio di 

credito, mercato e rischio operativo.  

Infine, nel caso in cui il Machine Learning non fosse mai stato adottato dalla banca, è stata approfondita 

l’intenzione ad implementarne le tecniche in futuro; per le banche che intendono portare avanti progetti che 
prevedono l’adozione di tecniche di intelligenza artificiale si è andato ad approfondire in quali ambiti si ritiene 

possano dare un supporto significativo mentre, in caso di mancata intenzione, sono state approfondite le 
motivazioni sottostanti. 

2.1 Grado di Conoscenza ed Esperienza 

La prima parte della Survey ha l’obiettivo di indagare il livello di conoscenza e di esperienza delle banche 
italiane in materia di Intelligenza Artificiale. Sebbene infatti l’applicazione di tecniche di Machine Learning 

può portare numerosi benefici, le competenze necessarie sono specifiche e complesse. 

Tale criticità emerge dai risultati sul livello di conoscenza generale delle banche intervistate, come da Figura 
2; tuttavia, la maggior parte delle banche italiane dichiara di avere una buona o elevata conoscenza 
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generale delle tecniche di Machine Learning (52%); il resto degli intervistati dichiara di avere scarse o nulle 

conoscenze. Da tale analisi, emerge inoltre un marcato divario tra banche vigilate BCE e non, in termini di 
interesse e volontà di aggiornamento sui recenti sviluppi in ambito Machine Learning; infatti, la maggior 

parte delle banche che dichiara di possedere una buona o elevata conoscenza in ambito Machine Learning è 

sottoposta a vigilanza BCE. 

Figura 2 - Grado di conoscenza del Machine Learning 

 

Nonostante il grado di interesse e conoscenza tra le banche italiane sia incoraggiante, l’Intelligenza Artificiale 

è ancora un campo abbastanza inesplorato tra i principali player bancari come emerge dalla scarsa 

applicazione pratica delle tecniche di Machine Learning. 

Alla luce delle risposte degli intervistati, la maggior parte delle banche italiane (oltre l’85%) dichiara di non 

avere esperienza diretta con tecniche di Machine Learning come si evince in Figura 3. 

 

Figura 3 - Grado di Esperienza del Machine Learning 

 

Anche in questo caso, emerge un marcato divario tra banche vigilate e non; infatti, del 15% delle banche 
che dichiarano di avere una buona o elevata esperienza, tutte sono sottoposte a vigilanza BCE. 
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2.2 Attuali Ambiti di Applicazione 

 

I risultati ottenuti evidenziano l’uso di tecniche di Machine Learning per lo più con il fine di sviluppare modelli 
interni in ambito di Rischio di Credito. I vantaggi largamente riconosciuti apportati dal Machine Learning in 

questo settore hanno portato il 25% dei player bancari ad adottare tecniche di Machine Learning per la 
stima dei modelli interni come si osserva in Figura 4 ed il 19% per l’ottimizzazione delle scale di rating, come 

mostra Figura 5.  

 

Figura 4 - Rischio di Credito: Stima dei modelli Interni 

 

 

Figura 5 - Rischio di Credito: Ottimizzazione Scale di Rating 

 

 

Poche sono ancora le banche che implementano soluzioni di Machine Learning per effettuare gli stress test 

come si può vedere da Figura 6 e per la gestione degli NPL (8%), come illustrato in Figura 7;  tuttavia, il 

62% dei rispondenti che non applicano ancora Machine Learning le reputa potenzialmente utili ed intendono 
adottarle.  

25,0% 

52,4% 

15,0% 
7,6% 

0%

20%

40%

60%

SI No, ma No, non N/A

Stima dei modelli interni 

19,3% 

59,1% 

13,5% 
8,1% 

0%

20%

40%

60%

SI No, ma No, non N/A

Scale di Rating 



 

 

 

<AIFIRM> | RISULTATI DELLA SURVEY 11 

 

Figura 6 - Rischio di Credito: Stress Test 

 

 

Figura 7 - Rischio di Credito: Gestione Non Performing Loans 

 

 

Sempre in ambito di Rischio di Credito ma da un punto di vista gestionale, l’impiego di tecniche di Machine 

Learning risulta ancora poco diffuso ma in via di crescita: al momento il 10% delle banche intervistate 

implementa soluzioni Machine Learning ai fini di Data Quality come osservabile da Figura 8,  

 

Figura 8 - Rischio di Credito: Data Quality 
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il 7% lo utilizza per soluzioni di Early Warning come riportato in Figura 9 

 

Figura 9 - Rischio di Credito: Early Warning 

 

 

e circa l’8,6% del campione lo ha adottato per la segmentazione della clientela come da Figura 10. 

 

Figura 10 - Rischio di Credito: Segmentazione della Clientela 

 

 

Anche nelle applicazioni gestionali nell’area rischio di credito, la maggior parte di chi non adotta soluzioni di 
Machine Learning le reputa potenzialmente utili ed è intenzionata ad implementarle in futuro.  

Per quanto concerne il Rischio Mercato, le applicazioni sono lievemente meno diffuse.  

Tra i player bancari intervistati, nessuno di essi implementa modelli di Machine Learning negli ambiti proposti 

del Rischio Mercato (Data Quality, Tassi di interesse, Anomalie del mercato e Curve dei rendimenti), ma si 

prospetta un forte incremento nell’adozione di queste nuove tecniche dato che in media più del 70% ha 
reputato il Machine Learning utile ed applicabile in futuro come rappresentato da Figura 11 a Figura 14 .  
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Figura 11 - Rischio di Mercato: Data Quality 

 

 

Figura 12 - Rischio di Mercato: Tassi di Interesse 

 

 

Figura 13 - Rischio di Mercato: Anomalie 
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Figura 14 - Rischio di Mercato: Curve dei Rendimenti 

 

 

Infine, per quanto riguarda il Rischio Operativo, si segnala l’implementazione di soluzioni Machine Learning 

nel fraud management più che nell’individuazione delle attività di riciclaggio visibile in Figura 15 : 

 

Figura 15 - Rischio Operativo: Anti Money Laundering 

 

 

in particolare, risulta che circa il 14% degli intervistati adotta soluzioni di Machine Learning per 
l’intercettazione di frodi, visibile in Figura 16. 
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Figura 16 - Rischio Operativo: Frodi 

 

 

Inoltre, diversi player hanno evidenziato interesse nell’adozione del Machine Learning non solo nelle aree 
precedentemente elencate, ma anche in altri due settori quali il rischio informatico e l’analisi delle perdite. 

Questo avvalora ulteriormente le previsioni di un incremento nell'uso del Machine Learning in futuro. 

2.3 Prossimi Passi 

 

Sebbene il Machine Learning sia ancora un campo poco esplorato nel panorama italiano per diversi motivi, 

come mostra Figura 17, forte è la volontà del mondo bancario di metterne in pratica le tecniche in futuro. 

 

Figura 17 - Motivazione di non adozione del Machine Learning 
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(87%) dichiara di avere intenzione di adottarle in futuro e ci si aspetta una piena implementazione intorno al 

2020; inoltre, quasi la metà delle banche (41%) intervistate ha già avviato le prime attività esplorative 

osservabile in Figura 18. 
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Figura 18 - Adozione Machine Learning 

 

 

 

Il Machine Learning può portare notevoli benefici in termini di efficienza e risparmio di tempistiche e risorse 
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applicazioni sulla clientela retail per via della grande quantità di dati a disposizione, l’Anti Money Laundering 

e la validazione dei modelli regolamentari, in cui possono essere raggiunti importanti traguardi in termini di 
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3. LETTERATURA  

3.1 Rischio di Credito 

3.1.1 Modelli di Misurazione del Rischio di Credito 

L'analisi del rischio di credito è uno degli argomenti più importanti nella gestione dei rischi finanziari ed è una 
delle principali preoccupazioni degli istituti finanziari. 

Il progresso tecnologico ha reso disponibili nuove opportunità che consentono di facilitare il superamento 

delle sfide che il Risk Management deve fronteggiare, come l’aumento della potenza dei software e la 

disponibilità sempre maggiore di dati. 

Ciò ha creato terreno fertile per l’applicazione di tecniche di Machine Learning tipicamente utilizzate in diversi 

campi della scienza, come ad esempio l’ingegneria, accostandole ai metodi tradizionali di stima dei fattori di 

rischio basati sulla statistica tradizionale. 

Al contrario dei modelli tradizionali, i modelli di Machine Learning sono nella maggior parte non parametrici, 
fattore molto importante poiché permette di cogliere caratteristiche e pattern di dati che non possono essere 

colti sottostando ai vincoli e alle assunzioni parametriche sui dati.  

Inoltre, queste tecniche sono state create appositamente per gestire al meglio grandi moli di dati e per 
facilitare l’adattamento e la ricalibrazione dovuta a un loro continuo aggiornamento. 

La gestione e la regolamentazione bancaria in materia di Rischio di Credito ruota attorno alla stima di tre 

componenti chiave: 

 la Probability of Default (PD), ossia la probabilità che una controparte passi allo stato di default 

entro un orizzonte temporale di un anno;  

 la Loss Given Default (LGD), ossia il valore atteso del rapporto tra la perdita a causa del default e 

l’importo dell’esposizione al momento del default (EAD) 

 l'Exposure at Default (EAD), ossia il valore delle attività di rischio per cassa e fuori bilancio. 

 

Negli ultimi anni sono state molte le tecniche di Machine Learning pensate per la stima di variabili binarie, in 
molti campi della scienza. È stata dunque semplice e rapida l’applicazione di queste nuove tecniche ai 

problemi di credit scoring e di stima della componente PD. 

Una di queste innovazioni è la Rete Neurale, un modello che mette in comunicazione le variabili esplicative 
con quella target tramite diversi strati di variabili latenti, detti strati nascosti, costituite da combinazioni delle 

variabili di input trasformate.  

La valenza delle Reti Neurali come modello di credit scoring è stata presentata in molti studi, enfatizzando la 
capacità di questo strumento di adattarsi ai dati grazie a una vasta gamma di impostazioni, come il numero 

di strati nascosti e di nodi all’interno di ogni singolo strato e i valori dei pesi e dei parametri con cui 

inizializzare la macchina da addestrare (Khashman A., 2010).  

Combinando questo potente modello a un’accurata ottimizzazione della distribuzione dei dati, in modo tale 
da bilanciare il numero di istanze all’interno del dataset, problema tipico della stima della probabilità di 

default, si è in grado di ottenere prestazioni molto più elevate rispetto all'utilizzo di modelli statistici standard 
riportati nella letteratura pertinente più recente (Zhao Z. et al, 2015)  

Diversi studi hanno infatti dimostrato come le reti neurali siano in grado di produrre stime di PD molto più 

accurate rispetto sia allo standard di mercato della regressione logisitica sia a tecniche di Machine Learning 
più estreme (Lessmann, S. et al, 2015) 

Grazie alle alte prestazioni che riesce a ottenere, questa tecnica è diventata molto popolare attirando 

l’attenzioni di molti studiosi che hanno cercato di proporre versioni del metodo di Intelligenza Artificiale 
sempre più complessi. Uno di questi è la Random Subspace Neural Network che ha lo scopo di ridurre la 
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correlazione tra gli stimatori addestrandoli su campioni casuali di variabili anziché sull'intero set a 

disposizione (Nanni L., Lumini A., 2009). 

 

Un altro modello tipico del Machine Learning sono gli Alberi Decisionali (CART), una tecnica adattabile sia a 
problemi di natura regressiva che di classificazione.  

Con questo metodo si è in grado di ottenere stime accurate tramite divisioni consecutive e dipendenti dello 

spazio dei dati basate su valori soglia delle singole variabili esplicative. 

I CART, nonostante la loro struttura semplice, risultano essere uno strumento particolarmente potente, oltre 
che intuitivo e di facile interpretazione, in grado di ottenere elevate performance predittive (Khandani A.E. et 

al 2010). 

Inoltre, i modelli ad albero non solo ottengono risultati più accurati rispetto alle metodologie statistiche 
classiche, ma producono anche risultati maggiormente stabili rispetto a quelli ottenuti con i modelli basati su 

Reti Neurali Multistrato (Addo P., Guegan D., Hassani B., 2018). 

Le tecniche CART risultano particolarmente utili dove è richiesta una particolare comprensione del problema, 
permettendo una selezione automatica delle variabili migliori e consentendo di superare il problema di 

dataset incompleti (Strobl, C., Boulesteix, A., Augustin, L.T., 2007). 

 

Una diretta evoluzione dei modelli CART sono le tecniche Random Forest. Esse derivano da una 
combinazione di più modelli ad albero costruiti in modo diverso, come ad esempio su un sottoinsieme di dati 

e/o con un numero di variabili diverse. Questa aggregazione può migliorare la stima ottenuta da ogni singolo 

CART sia in termini di accuratezza sia in termini di stabilità. 

In letteratura, le Random Forest, insieme alla Nearest Neighbors, un'altra tecnica di stima non parametrica, 
ottengono risultati estremamente consistenti nelle stime probabilistiche (Malley J.D. et al 2012) e sono 

spesso state oggetto di confronto con i metodi parametrici classici testandoli su diversi tipi di dati.  

Per quanto riguarda il rischio di credito, tale confronto è stato effettuato stimando la probabilità di default da 
ampio set di dati storici di credito (Kruppa J. et al 2013); gli ottimi risultati ottenuti con le Random Forest 

mostrano la validità del loro utilizzo soprattutto nel caso la numerosità campionaria sia particolarmente 
elevata, rendendo questi modelli un’alternativa viabile ai modelli basati sulla statistica tradizionale. 

Inoltre, come nel caso dei CART, le Random Forest sono molto utili per superare problemi di alta 

dimensionalità dei dati, potendo ottenere un sottoinsieme di variabili determinato da una particolare misura 

di importanza. Questo è uno dei motivi per cui spesso sono utilizzate anche in studi legati alla genetica, in 
cui il numero di variabili è molto più elevato di quello delle osservazioni. (Schwarz D.F., König I.R., Ziegler 

A., 2010) 

Un’altra tecnica di stima, applicabile sia a problemi di regressione che di classificazione, che deriva da 
un’evoluzione dei modelli CART è il Boosting. Si tratta di un metodo che si basa sull’unione iterata di 

stimatori molto semplici, come ad esempio Alberi Decisionali formati da un singolo nodo, al fine di crearne 
uno che abbia migliore accuratezza e alte performance. 

L’innovazione di questo modello sta nell’introduzione di una funzione (“pseudo-loss”) che forza ogni nuovo 

stimatore a focalizzare la propria attenzione sulla porzione di dati che non è stata stimata correttamente al 
passo precedente, cercando quindi di colmarne gli errori. Il modello Boosting si completa tramite la 

combinazione pesata di ogni singolo albero binario, dipendentemente dalla loro accuratezza. (Freund Y., 

Schapire R.E., 1996) 

Anche in questo caso, molto si è discusso delle alte prestazioni di questa particolare tecnica e molte proposte 
ad essa ispirate possono essere trovate in letteratura. Due particolari modelli sono diventati più noti, 

l’Adaptive Boosting (o AdaBoost) e il Gradient Boosting, il secondo dei quali ha trovato l’applicazione in 
problemi di Credit Scoring e nel calcolo della Probabilità di Default, mostrando la capacità di gestire la stima 

di valori estremi. (Fonseca P.G., Lopes H.D., 2017) 
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Come già detto, la combinazione di più modelli dello stesso tipo permette di migliorare le stime dei singoli sia 

in termini di performance che di stabilità. In alcuni studi si è provato ad applicare questa logica anche a 
metodi diversi dagli Alberi Decisionali, anche nell’ambito del Credit Risk. (Yu L., 2007) 

Nonostante i risultati ottenuti siano promettenti, questi modelli trovano alcune difficoltà computazionali nella 

combinazione di modelli molto complessi e nel rischio di sovradattamento delle stime. 

 

I modelli presenti in letteratura sono molti e diversi e tutti hanno particolari caratteristiche che li rendono 
unici, così come difetti che ne limitano le performance e l’applicazione; ad esempio, nonostante i CART siano 

un metodo molto accurato e intuitivo di stima in grado anche di selezionare automaticamente le variabili più 

importanti, trovano parecchie difficoltà ad approssimare funzioni matematiche con dei picchi irregolari. 

Allo stesso modo, le Reti Neurali ottengono altissime prestazioni ma possono raggiungere risultati molto 

diversi sullo stesso dataset cambiando anche di poco le impostazioni iniziali con cui viene addestrata la 

macchina. 

Inoltre, altri modelli più complessi possono richiedere un’eccessiva calibrazione che spesso porta a problemi 
di sovradattamento. 

Un modo per superare queste limitazioni è l’utilizzo di modelli ibridi, costituiti cioè dall’unione di tecniche di 

stima differenti, combinando modelli di Machine Learning e di Intelligenza artificiale. Analizzando un dataset 
di una banca di Taiwan, è stato mostrato come un modello ibrido basato sulla combinazione di un 

classificatore Logistico e una Rete Neurale possa ottenere altissime prestazioni e massimizzare i profitti (Tsai 
C.F., Chen M.L., 2010).  

Finora, i ricercatori hanno studiato approfonditamente la stima della componente PD, misura affine ad altri 

ambiti delle scienze e di maggior interesse negli istituti di credito, stabilendo misurazioni sofisticate. Per 
quanto riguarda le altre due componenti previste dalla regolamentazione bancaria, la LGD e la EAD, le 

innovazioni sono scarse e solo recentemente sono stati proposti studi che incorporassero la loro analisi. 

Alcune delle proposte riguardano metodi alternativi di trasformazione e selezione di variabili dal dataset 

originario in modo tale da ridurre la dimensionalità dei dati e mantenere soltanto le informazioni più 
importanti. Altre, si basano sulla capacità dei software di gestire una sempre maggiore quantità di dati 

cambiando la concezione di informazione e creando basi dati più complesse e informative o creando da esse 
serie temporali su cui ottenere informazioni storiche (Khandani, A.E. et al 2010). 

Inoltre, è stato dimostrato come la maggior parte dei metodi di Machine Learning e di Intelligenza Artificiale 

adottati per la stima della Probabilità di Default possano essere utilizzati anche per le componenti LGD e 
EAD. Tra queste, le Support Vector Machines (SVM), metodologie di apprendimento supervisionato che 

simultaneamente sono in grado di minimizzare l’errore di classificazione empirico e di massimizzare il 

margine geometrico delle componenti alla base di tali metodologie (Bhavsar H., Panchal M.H., 2012). 

Per questo motivo, diversi sono stati gli utilizzi delle SVM nella valutazione del rischio di credito (Yu L. et al, 
2007) in grado di creare una superficie di divisione tra i dati che massimizzi la distanza tra osservazioni di 

classi diverse (Yang B.H. et al, 2012), ottengono risultati particolarmente soddisfacenti e paragonabili, in 
termini di performance, a quelli delle Reti Neurali (Huang Z. et al, 2004) e in alcuni studi ottengono anche 

risultati migliori di queste ultime (Ghodselahi A., Chaudhuri A., De K., 2011). 

 

Nel contesto del rischio di credito, un ulteriore ambito di applicazione del machine learning è rappresentato 
dai modelli di Support Vector Machines (SVM) nella classificazione del borrower con l’assegnazione di una 

probabilità di default (PD). 

SVM appare come una tecnica potente e particolarmente utile per i dati la cui distribuzione è sconosciuta (in 

presenza di “non regolarità nei dati”). Oltre ad una sua versione più semplice di tipo lineare, SVM può anche 

essere utilizzato per dati non-lineari con il vantaggio di non richiedere alcuna ipotesi a priori sulla sua forma 
funzionale delle distribuzioni. Poiché tale metodo permette di separare i dati con il massimo margine 

possibile, SVM dimostra di essere un approccio robusto ed in grado di gestire diversi tipi di dati: dataset in 
presenza di “rumore” o dati di training distorti. 
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Difatti, SVM si basa sulle informazioni disponibili (dataset di training) per effettuare una divisione tra i dati 

stessi, tramite iperpiani, che rende così possibile una più efficiente classificazione dell’evento “positivo” (che 
solitamente rappresenta l’evento di indagine ossia il default del borrower) stimato rispetto al valore reale. 

Per questa ragione il modello SVM deve essere attentamente stimato, altrimenti l'accuratezza di questo 

metodo potrebbe non dare risultati soddisfacenti. Peraltro, occorre ricordare che la tecnica SVM è 
strettamente correlata alla tecnica di regressione. Per i dati lineari, infatti, possiamo confrontare gli output 

del SVM con quelli ottenuti con una regressione lineare mentre la versione di SVM “non lineare” è 
paragonabile con gli output ottenuti con la regressione logistica. 

Il metodo SVM è stato negli anni testato da alcuni studi empirici che si sono focalizzati principalmente sul 

problema della stima della probabilità di default del creditore, ottenendo risultati interessanti ove, tuttavia, 
emergeva uno dei principali svantaggi connessi al metodo SVM: quello connesso alla sua calibrazione. D’altra 

parte, va detto, tale metodologia permette di poter interpretare i risultati prodotti dalle stime attraverso una 
sua visualizzazione grafica. 

A tal proposito, nel discussion paper del 2005 pubblicato dal Collaborative Research Center 649 Economic 
Risk, gli autori Hardle, Moro e Schafer hanno analizzato un campione di grandi imprese americane (con una 

capitalizzazione superiore ad un miliardo di dollari) considerando quelle sopravvissute e quelle fallite nel 

2001 (sotto il famoso Chapter 11 a seguito del crash dei mercati nel 2000). Lo studio presenta i risultati delle 
classificazioni ottenute con SVM e dimostra come la variazione dei parametri della funzione Kernel (analisi di 

sensitività del SVM) permette di apprezzare – tramite uno scatter plot - le aree associate ai diversi livelli di 
probabilità di default stimata. In particolare, con l’aumentare della complessità della funzione di 

classificazione la rappresentazione grafica diviene più dettagliata, circoscrivendo in maniera più nitida le aree 

di “sopravvivenza” da quelle di “default”. 

Successivi studi, come quello di Min e Lee (2005), applicando il modello SVM nella previsione dei fallimenti 

societari, hanno dimostrato l’attrattività del potere previsivo delle tecniche di SVM rispetto ai metodi già 
esistenti. In particolare, mappare i vettori considerati di “input” in uno spazio multi-dimensionale (come 

effettuato da SVM) permette di trasformare problemi complessi in problemi più semplici che si possono 
analizzare con funzioni discriminanti lineari. 

Ancora, il Mathematical Institute dell'Università del Utrecht nel 2016 (tramite la tesi di master di J. De Groot) 

ha pubblicato uno studio sui modelli per il rischio di credito, applicando con successo il metodo SVM. L’analisi 
è stata svolta in particolare analizzando il sistema di rating del credito utilizzato da Freddie Mac. Prima della 

famosa crisi finanziaria, i modelli utilizzati da questo intermediario erano totalmente incapaci di prevedere 
l'aumento del rischio di inadempienze dopo il 2007. L’autore dello studio empirico, analizzando il data set del 

Federal Home Loan Mortgage Corporation, nel periodo relativo agli anni 2001-2007, ha introdotto delle 

variabili macro-economiche oltre al set di ratio di bilancio solitamente utilizzati precedentemente in 
letteratura. In particolare, lo studio del Mathematical Institute citato sopra ha svolto l’analisi empirica con 

una versione modificata del SVM tramite l’assegnazione di pesi (elevati) per i casi di default. Tale approccio è 
motivato dal fatto che i casi di default risultano in minoranza numerica rispetto ai prestiti in bonis dunque 

costituendo un campione sostanzialmente sbilanciato (tale versione del modello è chiamata “weighted 

SVM”). I risultati finali hanno mostrato, anche in questo caso, che con il metodo SVM si perviene ad un buon 
modello per discriminare tra classi di differenti PD. 

In buona sostanza, gli esiti degli studi condotti fino ad ora dai ricercatori, banker e altri “practitioner” hanno 
evidenziato che i modelli Logit, così come quelli utilizzati nell’analisi discriminante tradizionalmente impiegati 

nel mondo finanziario, evidenziavano la loro inefficienza nel classificare in maniera soddisfacente un insieme 
di dati che presentava la caratteristica di essere non-linearmente separabili. 

In un altro studio del Collaborative Research Center 649 Economic Risk, gli autori Hardle, Moro e Hoffmann 

(2010) hanno applicato il modello SVM per l’analisi empirica su un campione di imprese tedesche (20 mila 
imprese solventi e mille insolventi) nel periodo dal 1996 al 2002. L’utilizzo del SVM, applicato a 25 ratio 

finanziari, ha consentito di stimare una PD individuale per ogni impresa con una performance complessiva 
del modello superiore in termini di classificazione rispetto ai modelli tradizionali Logit. Lo studio, infatti, 

conclude che sulla base dell’evidenza empirica (applicata alle imprese tedesche) i modelli di rating basati su 

SVM mostrano, in maniera consistente, una sovra-performance rispetto ai modelli parametrici tradizionali con 
particolare riguardo alla previsione della probabilità di default fuori campione (out-of-sample ed out-of-time). 
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Lo studio menzionato riporta, in particolare, un livello di Accuracy Ratio (AR) pari al 60,51% per il modello 

finale con 8 ratio (selezionati tra i 25 analizzati). In un analogo precedente studio (del 2006 di Chen S., 
Hardle W. e Moro M.A.) basato su un campione di differente ampiezza ma sulla medesima popolazione 

(imprese tedesche di media dimensione) ed orizzonte temporale, riporta che la percentuale di corretta 

classificazione sulle osservazioni “out-of-sample” (definita anche come Accuracy e calcolata sulla base dalla 
Confusion Matrix) - per il modello con 8 ratio – è risulta pari al 71,85% per l’SVM contro un 67,24% per il 

modello Logit. Inoltre, il modello SVM (considerando una serie di simulazioni) raggiunge una mediana che 
supera il 60%, a livello di AR, rispetto al modello Logit che non riesce a superare in maniera significativa il 

35% del AR. 

3.1.2 Early Warning 

Negli ultimi decenni, le crisi delle bancarie hanno reso necessaria l’adozione di sistemi di Early Warning, 

modelli in grado di identificare i punti di debolezza degli indicatori macroeconomici il più rapidamente 
possibile. Tramite il loro utilizzo, quindi, le banche hanno la possibilità di fare scelte più sicure riducendo il 

rischio fallimenti.  

Un modello Early Warning, però, non è semplice da realizzare a causa del grande numero di variabili che 
costituiscono gli indicatori di cui è composto e per la particolare forma della variabile target. 

Questi problemi rendono l’utilizzo di metodi statistici tradizionali non idonei, risultando poco performanti. 

Tecniche come la regressione logistica o il modello di Cox non riescono a tenere in considerazione tutte le 

cause finanziarie che portano al fallimento di una banca, mentre i modelli Bayesiani sono vincolati dalla 
esplicitazione di una ipotesi spesso difficile da definire che può risultare in alcuni casi troppo stringente. 

Anche modelli più sofisticati, come quelli legati al Machine Learning e all’Intelligenza Artificiale, trovano però 

parecchie difficoltà, prima fra tutte la possibilità di incorrere a problemi di sovradattamento, riducendo la loro 
potenza discriminante e di conseguenza la loro applicabilità. 

Per questo motivo, in molti studi è stato scelto di adottare più metodi di stima, combinando insieme le 

prestazioni al fine di colmare le lacune di ciascun modello e di ottenere così previsioni migliori. 

Una delle proposte riguarda l’utilizzo di una tecnica ibrida composta da un modello di stima Support Vector 
Machine insieme alla tecnica di classificazione Rough Sets. Il primo è scelto per la sua capacità di ridurre il 

sovradattamento e i problemi legati al dominio ristretto della variabile da stimare, essendo basato sul 
principio di minimizzazione del rischio strutturale; la seconda, invece, permette di superare il problema del 

rumore presente nei dati economici ed eliminare le informazioni ridondanti (Xiu-Li Pang, Yu-Qiang Feng, 

2006). 

Un’altra tecnica utilizzata nei problemi di Early Warning, testata su dati di diverse banche Statunitensi, 
riguarda l’adozione di modelli strutturati come semplici Reti Neurali che però assegnano regole di 

interpretazione e di gestione delle stime secondo la Logica Fuzzy, logica polivalente che risulta un’estensione 
di quella booleana e quindi adatta a questo particolare calcolo del rischio (Jia-Cai Fu, Juan Shi, Minh Nhut 

Nguyen, 2007). 

Così facendo, un modello neuro-fuzzy non solo è in grado di ottenere risultati migliori rispetto alle semplici 
Reti Neurali, ma è in grado anche di costruire relazioni causali attendibili e affidabili tra le variabili attraverso 

la base delle informazioni ottenute (Chin-Shien Lin et al, 2008). 

3.2 Rischio Finanziario 

I recenti sviluppi dei mercati finanziari hanno portato alla luce numerose irregolarità in tali mercati, quali 

tassi di interesse negativi, illiquidità ed estrema volatilità (Burro G. et al., 2017); tali caratteristiche mettono 

in luce le lacune degli strumenti della statistica classica nell’adattarsi ad eventi mutevoli e complessi. 

Tali mancanze hanno portato la letteratura ad individuare nelle tecniche di Machine Learning diverse 

soluzioni per adattarsi ai continui cambiamenti dei mercati. Le evidenze accademiche mostrano infatti che 

tali metodi sono i migliori per approcciarsi ad elementi chiave del mercato finanziario come le strutture a 
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termine dei tassi di interesse (Sambasivan R., Das S., 2017) e sono in grado di minizzare problemi tipici della 

stima di tali componenti (Cafferata A., Giribone P.G., Resta M., 2018). 

Una delle tecniche più utilizzate in questo campo sono le Artificial Neural Networks (ANN); le reti neurali 
sono un algoritmo utilizzato per risolvere problemi di natura complessa non facilmente codificabili, e sono 

una colonna portante del Machine Learning come viene inteso oggi.  

Le Artificial Neural Networks (ANN) traggono il loro nome dal fatto che il loro funzionamento è simile al 
meccanismo di gestione delle informazioni del cervello umano: quest'ultimo è composto da molti neuroni 

opportunamente collegati con le sinapsi, mentre le reti neurali sono costituite da nodi raggruppati su diversi 

livelli e interconnessi tra loro per mezzo di archi ponderati, che mappano la maggiore o minore importanza di 
una connessione tra due neuroni. Il numero di neuroni in ogni livello può variare a seconda delle esigenze 

dell'algoritmo. 

Utilizzando i paradigmi delle reti neurali, è possibile quindi approcciarsi a problemi di classificazione e 
riconoscimento di ambienti che presentano caratteristiche estremamente variabili o irregolari che gli 

strumenti della statistica classica non riescono a cogliere.  

Un’applicazione molto diffusa delle reti neurali è la modelizzazione delle strutture a termine dei tassi di 
interesse. Numerosi sono gli studi in cui viene dimostrato come la performance di tali modelli sia nettamente 

superiore ai classici approcci regressivi (Josepha A. et al., 2011).  

Nella modellizzazione delle strutture a termine dei tassi di interesse, gli approci regressivi classici, basandosi 
su funzioni predefinite, hanno bisogno di ulteriori calibrazioni ex post, mentre approcci neural network, 

forniscono sempre un fitting ottimale, anche in caso di irregolarità (Giribone P.G., 2017).  

Si è evidenziato inoltre che la stima delle curve dei rendimenti tramite reti neurali è molto versatile e il 

modello sottostante può essere adottato anche nel forecasting dei prezzi di mercato, come ad esempio per 
determinare il prezzo del greggio (Barunìk J., Malinskà B., 2016). 

Il problema della specificazione aprioristica viene superato anche nell’automatizzazione dell’intercettazione 

dei segnali per opportunità di trading, per cui la letteratura ha ottenuto risultati più efficenti applicando 
tecniche di reti neurali come le Self-Organizing Maps (Kohonen T., 1982) nell’individuazione di anomalie di 

mercato (Giribone P.G., Cafferata A., 2017) o efficentando gli indicatori tecnici standard con tecniche di Non 
Linear Autoregressive Networks (Giribone P.G., Ligato S., Penone F., 2018). 

L’utilizzo di reti neurali è inoltre adatto agli studi di forecasting in quanto consente di individuare con più 

affidabilità fluttuazioni rispetto al trend di lungo periodo, cicli di recessione (Gogas P. et al., 2015) e pattern 

tipici delle delle serie storiche come la stagionalità (Giribone P.G., Fioribello F., Caligaris O., 2017).  

Tali algoritmi sono molto potenti anche per individuare pattern nel caso di elevate quantità di dati missing. 

Un problema tipico nel pricing di strumenti derivati, è la mancanza di porzioni di informazioni rilevanti della 

superficie di volatilità dello strumento; il problema della ricostruzione di dati mancanti è spesso risolto da 
metodologie tradizionali, quali l’interpolazione, che tuttavia non è in grado di produrre stime affidabili per 

vaste porzioni.  

Le reti neurali sono invece in grado di definire pricing affidabili in mancanza di notevoli quantità di 
informazioni; essendo strumenti adatti ad un’analisi non lineare dei dati sottostanti, rendono possibile lo 

studio a livello globale della superficie di volatilità (Giribone P.G. et al., 2017). 

Una fattispecie di rete neurale che si sta sempre più affermando nel mondo dei mercati finanziari è la la rete 
neurale a base radiale (RBF), proposta per la prima volta da Broomhead e Lowe. 

Questo tipo di rete neurale in particolare utilizza come funzione di attivazione sottostante una funzione a 

base radiale, per la quale i valori dipendono esclusivamente dalla loro distanza dall’origine. Per questo 
motivo rappresenta uno strumento molto flessibile che ben si adatta ad ogni caratteristica di mercato e ha 

performance nettamente superiori agli strumenti parametrici, soprattutto in caso di condizioni estreme di 

mercato quali tassi negativi ed estrema volatilità (Cafferata A., et al 2019) 

Le reti neurali RBF trovano vasta applicazione anche nella valutazione del fair value delle opzioni (Fioribello 
S., Giribone P.G., 2018) in quanto consentono la risoluzione delle PDE basate sul fondamentale Black-

Scholes-Merton e delle PIDE (Larsson E. et al., 2013) in modo molto efficiente. 

La valutazione degli strumenti finanziari attraverso le funzioni a base radiale permette un pricing più preciso 
rispetto ai tradizionali schemi di integrazione (FDM e FEM), pur tuttavia presentando criticità nel definire il 
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parametro di forma appropriato associato alla funzione di base radiale sottostanti (Giribone P.G., Ligato S., 

2015). 

3.3 Rischio Operativo ed Altri Ambiti 

Il rischio operativo (OpRisk) è definito dal Comitato di Basilea per la vigilanza bancaria (BCBS) come il rischio 

di perdite derivanti da processi interni inadeguati o falliti, persone e sistemi interni o da eventi esterni incluso 
il rischio legale. 

All'interno del nuovo framework di Basilea III, l'approccio standardizzato per misurare i requisiti minimi 

patrimoniali a copertura del rischio operativo sostituiscono tutti gli approcci esistenti nella precedente 
versione di Basilea II.  

Questa nuova metodologia di approccio standardizzata si basa su:  
 

(i) Business Indicator (BI) come proxy di bilancio per il rischio operativo; 

(ii) Business Indicator Component (BIC) calcolato moltiplicando il BI per un insieme di coefficienti 
marginali determinati dalla regolamentazione;  

(iii)  Internal Loss Multiplier (ILM) come fattore di standardizzazione basato sullo storico delle perdite 
medie di una banca. 

 
Le metodologie di Machine Learning estraggono da basi dati tipicamente molto grandi, regolarità (pattern), 

aiutano nella riduzione della dimensionalità (sia in termini di osservazioni che di variabili) e offrono stime di 

quantità di interesse anche in presenza di forte variabilità e rumore nei dati stessi. 

La letteratura degli anni 2000 è stata tradizionalmente dominata da approcci volti alla misurazione, controllo 

e gestione del rischio operativo attraverso il calcolo ex post del capitale a copertura, assumendo quindi 
implicitamente che gli eventi a rischio si sono, non solo verificati una volta, ma che si potranno verificare 

nuovamente (si veda “Modeling, Measuring and Hedging Operational Risk” di Cruz (2002) per un’ampia ed 

esaustiva panoramica). 

È bene tuttavia sottolineare la specificità dei rischi operativi che li rende nativamente differenti dalle altre 

categorie di rischio affrontate in questo paper: gli eventi di interesse seguono una distribuzione di tipo power 
law (o distribuzione Pareto) ovvero code pesanti ed eventi rari. Ciò implica che non per tutti gli eventi a 

rischio si possono ‘imparare’ regolarità dalla serie storica dei dati, data la natura stessa degli eventi rari 
tipicamente accompagnati da un numero di occorrenze molto basso o addirittura pari a zero per alcune 

fattispecie. Al contempo, l’evidenza empirica dimostra l’esistenza di alcuni segnali o pattern precursori che 

possono essere identificati ed evidenziati con tecniche ML finalizzati all’implementazione di un sistema di 
early warning. 

La letteratura più recente si è infatti posta in un’ottica di gestione del rischio ex ante, ovvero prevedere 
prima che si verifichi l’evento, sfruttando regolarità di accadimento ‘imparate’ sui dati a disposizione. Se da 

un lato, tale impostazione presenta il vantaggio di posizionarsi in un’ottica di prevenzione piuttosto che di 

gestione dei ‘danni’, dall’altro l’analisi diventa decisamente più complessa per i noti limiti nelle serie storiche 
dei dati e per la specificità dei dati stessi (code pesanti ed eventi rari o addirittura mai accaduti). 

Come impostazione generale, si potrebbero classificare gli eventi a rischio in 3 macro-categorie: 

1. Eventi noti e frequenti: eventi di rischio noti a priori e classificati (schema a 7 o 24 event type 

descritti successivamente) con una probabilità di accadimento alta (F frequency) ma con un impatto 

basso (S severity) 
2. Eventi noti ma rari: eventi di rischio noti a priori e classificati (schema a 7 o 24 event type 

descritti successivamente) con una probabilità di accadimento bassa (F frequency) ma con un 
impatto potenzialmente alto (S severity). Sono eventi che si posizionano nella coda della 

distribuzione che richiedono una modellistica specifica.  
3. Eventi non noti ed estremamente rari: eventi di rischio non noti a priori e non classificabili ma 

dall’altissimo potenziale distruttivo con una probabilità di accadimento estremamente bassa (F 

frequency) ma con un impatto molto alto (S severity). Sono eventi che non si sono mai verificati, 
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quindi difficilmente prevedibili con un qualsiasi modello ML e il cui impatto è potenzialmente fatale 

per l’azienda. 

  

In una tipica attività produttiva finanziaria e non, ci si concentra sulle prime due categorie di eventi e gran 

parte della letteratura ha studiato e proposto una modellistica utile in tal senso. 
Un classico esempio di evento noto e frequente (gruppo 1) sono le frodi nel sistema di pagamenti. 

I principali metodi di gestione di tale evento si basano su una analisi in due fasi in cui inizialmente si 
estraggono le caratteristiche di comportamento dei clienti nelle fasi del pagamento (di solito tramite carte di 

credito) e in seconda battuta si utilizzano queste stesse caratteristiche per classificare ogni singola 

transazione e autorizzarla previa richiesta al cliente stesso. 
Le banche e le corporate delle principali carte di credito hanno iniziato a metà degli anni ‘90 a testare e 

implementare le prime reti neurali (allorchè molto più semplici rispetto alle attuali) per individuare frodi, 
(PRNewswire 1993; Ghosh and Reilly 1994; Ehramikar 2000; Pun 2011).  

Attualmente vengono impiegate con successo sistemi combinati di metodi più classici basati su alberi 
decisionali con reti neurali. 

Se ci spostiamo nelle frodi non prettamente bancarie Vocalink Analytics (una azienda Mastercard) e NatWest 

hanno lanciato Corporate Fraud Insights (Vocalink 2018) una azienda specializzata nell’impiego di 
metodologie avanzate di ML, AI e behavioural analytics per determinare il livello di rischio di un pagamento. 

 

Nel caso di eventi rari ma con un impatto potenzialmente alto (gruppo 2) ci si potrebbe trovare nella 

spiacevole condizione di non aver esempi, o averne molto pochi, dell’evento di interesse. 

In questo contesto, è più complesso l’utilizzo delle classiche tecniche ML che per definizione hanno bisogno 
di esempi. Se si cerca di addestrare un algoritmo in casi di eventi rari si rischia di incorrere in problemi di 

overfitting o underfitting. In altre parole, il modello impara in modo adattivo le caratteristiche specifiche dei 
dati a disposizione ed è quasi impossibilitato a generalizzare (estrapolare) su nuovi dati in modo 

soddisfacente. Al contrario in casi di underfitting, il modello semplifica eccessivamente il reale meccanismo 
generativo dei dati, risultando ancora una volta non performante in fase di estrapolazione (sistematica 

sottostima del rischio). 

Risulta quindi fondamentale ‘aiutare’ i dati e i modelli con l’esperienza di esperti; la recente letteratura ha 
dimostrato che un approccio misto (dati + conoscenza expert driven) può migliorare sensibilmente le 

performance. (si veda Gigerenzer and Brighton 2009; Gigerenzer et al. 2011; Gigerenzer and Gaissmaier 
2011). 

 

Nella tipologia di eventi 2 (pochi eventi, impatto alto) quindi, la recente letteratura ha dimostrato che 
approcci ML più semplici e coadiuvati da informazioni di esperti, offrono non solo performance competitive 

ma abbattono il cosiddetto rischio modello. Con quest’ultimo si intende la rischiosità associata all’impiego di 
modelli ‘black box’ ossia algoritmi dalla struttura particolarmente complessa, di difficile interpretazione (se 

non in termini comparativi di performance) e potenzialmente instabili al variare, seppur minimo, dell’insieme 

dei dati.  Tipici esempi di rischi operativi ricadenti in questo gruppo sono gli eventi associati al riciclaggio di 
denaro, la cui incidenza è nell’ordine dell’1% ed è piuttosto difficile ottenere dataset utili ad addestrare 

modelli. 
 

Per quanto riguarda la tipologia 3, eventi non noti ed estremamente rari, la gestione e analisi diventa 
particolarmente complessa. Questa tipologia si caratterizza tipicamente per due aspetti: 

 

1) Un gap fra l’effettiva perdita finanziaria (i dati riportati per l’evento stesso incluse le misure per 
contenere la perdita stessa) e il potenziale scenari worst case (un evento che non si è mai verificato) 

2) La complessità della causa primaria che tipicamente è data dall’intreccio di svariate cause elementari    
 

Il livello di conoscenza per questa categoria di eventi è molto basso dal momento che non sono disponibili 

esempi, di conseguenza una applicazione non consapevole di un modello ML può diventare una fonte 
aggiuntiva di rischio (i.e. rischio modello) in quanto la relativa previsione per estrapolazione è quasi 
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sicuramente incorretta. Al momento stesso, la tipica distribuzione power-law per i rischi operativi può 

rappresentare una guida, seppur qualitativa, per la comprensione degli eventi non noti.   
Ciò che gli studi finora fatti sembrano suggerire si basa sull’idea che anche gli eventi non noti ed 

estremamente rari possono essere scomposti in eventi più piccoli ed elementari che possono essere noti a 

priori. La ricerca sta quindi cercando di sfruttare questi eventi di base considerati quali precursori per poter 
far inferenza sulle relative perdite ad altissimo impatto. 

Nella tabella sottostante si riportano le tipologie di metodi ML in base alle 3 tipologie di eventi come 
classificati da Milkau e Bott nel 2018. 

 

Tabella 1 – Le tipologie di metodi ML in base alle tre tipologie di eventi 

 
 

Gli approcci più recenti nel rischio operativo vedono l’impiego delle metodologie più recenti e innovative 
generalmente definite come deep learning. 

In particolare Relation Networks (Santoro et al. 2017), Convolutional Neural Networks (CNN, Fukushima 
1980, LeCun et al. 1999, Szegedy et al. 2015, Conneau et al. 2017), Generative Adversarial Networks (GAN, 

Goodfellow et al. 2014) o le più recenti Long Short-Term Memory feedback network (LSTM, Hochreiter and 
Schmidhuber 1997) sono alcuni dei principali esempi di metodologie non standard e sicuramente non di 

facile comprensione. Tuttavia queste tecniche sono spesso basate su metodologie di base note ai più come 

kernel o alberi decisionali (Mohri et al. 2012).  

Tuttavia è bene sottolineare che un qualsiasi modello ML ha necessità di grandi basi dati su uno storico di 

avvenimenti e questo può costituire la principale limitazione di applicazione in ambito OPR la cui specificità 
intrinseca sta nella rarità di alcuni eventi o in casi estremi nell’assenza totale di esempi (per gli scenari più 

catastrofici). 
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4. ASPETTI TEORICI 

4.1 Fitting di Dati e Regressione 

In questa sezione vengono affrontate le più affermate tecniche di Machine Learning dedicate alla 

regressione. Vengono dapprima sinteticamente trattati i principi di funzionamento di una rete neurale 
multistrato di tipo feed-forward, per poi passare alla descrizione delle caratteristiche di una RBF (radial basis 

function) network. 

Regressione per mezzo di una feed-forward ANN 

Una rete neurale è un sistema distribuito parallelo, composto da semplici unità, in grado di sintetizzare 
conoscenza processando l’informazione contenuta nei dati esterni. La rete neurale artificiale (Artificial Neural 
Network - ANN) è un tipo di intelligenza artificiale (Artificial Intelligence - AI) che simula il comportamento di 
apprendimento del cervello umano (Arbib M. A., 2003). 

Le ANN hanno l’abilità di modellizzare sistemi senza la necessità di dover effettuare aprioristiche assunzioni 

sul tipo di funzioni da usare. Invece questo si rende necessario per la maggior parte degli approcci statistici 
tradizionali e, grazie a questa caratteristica, tale tecnica di machine learning ha trovato applicazioni di 

successo in numerosi ambiti della scienza e dell’ingegneria (Principe J. C., 2000). 

Tra le numerose possibili classi di ANN, la più ricorrente in letteratura è quella che distingue le reti di tipo 

feed-forward e quelle di tipo ricorsivo, dette anche feedback networks. 

Al fine della soluzione di problemi di fitting, di approssimazione e ricostruzione, si ricorre solitamente 
all’impiego della prima classe di reti, ovvero quelle di tipo feed-forward (Caligaris O., Giribone P. G., Ligato 

S., 2015). 

Tra queste, la struttura di progettazione più diffusa è quella costituita da un grafo, i cui nodi (neurons) sono 

disposti su più livelli (layers) ed interconnessi tra loro in un’unica direzione da uno strato ad un altro. 

Le reti configurate in questo modo, vengono definite MLP (Multi-layered perceptron network) e presentano 

uno strato d’ingresso del segnale (input layer), uno o più strati nascosti che processano l’informazione -

(hidden layers) e un layer di uscita (output layer), che rende fruibile l’informazione processata (risposta al 
segnale d’ingresso) (Ai Shamisi, M. H., Assi, A. H., Hejase A. N., 2010). Tale architettura è schematizzata 

nella Figura 19. 

 

Figura 19 - Architettura di una rete neurale feed-forward di tipo MLP 

 

 

I neuroni presenti nell’input layer agiscono come buffer per distribuire i segnali d’ingresso (ovvero le variabili 
indipendenti del problema, 𝑥𝑖, 𝑖 = 1,… , 𝑛) verso i neuroni presenti nell’hidden layer (anche detti percettroni). 
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Ciascun percettrone 𝑗 elabora i suoi segnali d’ingresso 𝑥𝑖 sommandoli, dopo averli pesati con la potenza 

associata a ciascuna connessione entrante in esso, 𝜔𝑗,𝑖. Il neurone elabora il suo output 𝑦𝑗 applicando una 

funzione 𝑓 sul risultato di tale somma, secondo: 𝑦𝑗 = 𝑓(∑ 𝜔𝑗,𝑖𝑥𝑖
𝑛
𝑖=1 ). 

La funzione di attivazione 𝑓, può tipicamente essere costituita da un gradino, una sigmoide o una tangente 

iperbolica. 

Il processo di elaborazione del segnale da parte di un neurone disposto su uno strato nascosto, è 

schematizzato nella Figura 20. 

 

Figura 20 - Il processo di elaborazione dell’informazione di un percettrone in una rete MLP 

 

 

Il segnale elaborato dai neuroni disposti nell’output layer è simile a quello dei percettroni dello strato 
nascosto, con l’unica differenza che 𝑓 è una funzione lineare, poiché essa deve rendere l’informazione 

direttamente fruibile verso l’esterno. 

Le risposte ai segnali, sintetizzate dal processo di elaborazione dell’informazione della rete, sono confrontate 

con quelli ottenuti in via sperimentale. La discrepanza esistente tra il dato osservato e quello modellizzato 

costituisce l’errore di apprendimento della rete, che deve essere minimizzato mediante un algoritmo di 
backpropagation. 

Lo scopo di tale routine è quello di modificare i valori dei pesi associati alle connessioni tra neuroni, col fine 
di ridurre al di sotto di una prefissata soglia di tolleranza, definita performance (tipicamente la Mean Squared 

Error – MSE o la Sum Squared Error – SSE), il gap generato tra il modello ed i dati osservati. 

Tale processo iterativo di aggiustamento dei pesi viene chiamato addestramento della rete (training) ed il 
campione sul quale l’ANN viene calibrata training set (Rojas R., 1996). 

L’algoritmo di backpropagation fornisce la variazione del peso Δ𝑤𝑖,𝑗 da applicare alla connessione tra un 

neurone di partenza i –esimo ed uno di arrivo j –esimo, secondo la formula: Δ𝑤𝑖,𝑗 = 𝜂𝛿𝑗𝑥𝑖, dove 𝜂 è un 

parametro definito learning rate e 𝛿𝑗 è un fattore che dipende dalla funzione di attivazione del neurone di 

destinazione j -esimo. Tale fattore dipende dal contributo del j -esimo neurone al calcolo del gradiente della 

funzione obiettivo e cambia, con la funzione di attivazione del neurone interessato, a seconda che il neurone 
stesso appartenga ad uno strato nascosto o a quello di output. 

a) Nel caso in cui j sia un indice associato ad un neurone dello strato nascosto si applica: 

 𝛿𝑗 =
𝜕𝑓

𝜕𝑛𝑒𝑡𝑗
(∑ 𝜔𝑗,𝑞𝛿𝑞𝑞 )  

b) altrimenti, se j identifica un neurone nello strato di output, si impiega: 

𝛿𝑗 =
𝜕𝑓

𝜕𝑛𝑒𝑡𝑗
(𝑦𝑗

(𝑇)
− 𝑦𝑗)  

Nel caso a), dal momento che tra strati nascosti l’informazione viene elaborata in modo codificato e non si 

hanno quindi valori target sperimentali fruibili, la differenza tra il dato elaborato dal modello e quello 

osservato (𝑦𝑗
(𝑇)
− 𝑦𝑗) è sostituita dalla somma pesata dei termini 𝛿𝑞, già calcolata per i neuroni 𝑞 connessi 

all’output j –esimo. 
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Nel caso b) il termine 𝑛𝑒𝑡𝑗 è la somma pesata totale dei segnali di input trasmessi dal neurone j –esimo e 

𝑦𝑗
(𝑇)

 è il target output, ovvero il valore osservato sperimentalmente in corrispondenza del segnale passato 

nell’input layer. 

Il processo inizia partendo dall’output layer e va a ritroso nei diversi livelli presenti nel grafo (back 
propagation): la quantità 𝛿 è calcolata per tutti i nodi della rete e gli aggiornamenti Δ𝑤𝑖,𝑗 sono pertanto 

stimabili iterativamente per tutte le connessioni. 

La ANN feed-forward continua ad aggiornare i pesi degli archi e quindi ad “apprendere”, sintanto che un 

criterio di stop viene incontrato dall’algoritmo. 

Tipici criteri di stop sono il raggiungimento di un numero massimo di iterazioni della routine principale di 

aggiornamento (definite epoche), il raggiungimento di una soglia di tolleranza tra i valori forniti dal modello 

e quelli osservati sperimentalmente (target performance – SSE, MSE), il raggiungimento di un tempo 
massimo entro il quale i pesi devono aggiornarsi (Beale, M. H., Hagan, M. T., Demuth, H. B., 2014). 

Regressione per mezzo di una RBF network 

Una rete che lavora impiegando funzioni a base radiale (Radial Basis Function - RBF network) consta di tre 
strati come illustrato in Figura 21. 

 

Figura 21 - Architettura di una rete RBF 

 

 

L’input layer, analogamente alle ANN, ha un numero di neuroni pari alle variabili indipendenti del problema 
di fitting da risolvere, 𝑥1, 𝑥2, … , 𝑥𝑚: il loro compito è quello di trasmettere con una funzione lineare il segnale 

allo strato nascosto (Ai Shamisi, M. H., Assi, A. H., Hejase A. N., 2010). 

Le connessioni che legano i nodi di input a quelli presenti nell’hidden layer non sono dotati di pesi. I neuroni 
nascosti nel secondo strato hanno il compito di elaborare il segnale d’ingresso impiegando le RBF: ciascuna 

di queste unità operative è definito matematicamente dall’equazione: 𝜑𝑗(𝑥) = 𝜑𝑗(‖𝑥 − 𝑥𝑗‖), 𝑗 = 1,2, … , 𝑛. 

Il j –esimo input definisce il punto 𝑥𝑗, che rappresenta il centro della funzione radiale. La scelta di 𝜑(∙) può 

essere qualsiasi funzione analitica, che possa essere definita in termini di distanza da un centro (radius, 
𝑟 = ‖𝑥 − 𝑥𝑗‖). Una classica scelta effettuata è impiegare come funzione base una Gaussiana. 

Il neurone di output è un’unità che produce la risposta come somma pesata dell’informazione elaborata dai 
neuroni dello strato intermedio: 𝐹(𝑥) = ∑ 𝜔𝑗

𝑛
𝑗=1 𝜑𝑗(𝑥), 𝑗 = 1,2, … , 𝑛. 

Il segnale elaborato dalla RBF network viene confrontato con il dato osservato sperimentalmente e vengono, 
pertanto, iterativamente aggiornati i pesi 𝜔 sintanto che è raggiunto un criterio di stop. 

Il più comune criterio di stop adottato è il raggiungimento di un obiettivo di performance, tipicamente il 

livello di errore commesso dal modello, quantificato come SSE o MSE, che deve risultare inferiore ad una 
certa soglia (Beale, M. H., Hagan, M. T., Demuth, H. B., 2014). 
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4.2 Forecast 

In questa sezione viene considerata una delle principali applicazioni delle metodologie di Machine Learning, 

con particolare riferimento alle reti neurali. Le ANN è conveniente che siano di tipo dinamico, ma dal 

momento che esse sono essenzialmente reti statiche, che contengono feedback e delay si ritiene 

ragionevole affrontare dapprima l’architettura statica, capire il procedimento di addestramento, per passare 

successivamente a trattare la configurazione dinamica. È opportuno notare che nella verifica delle 

performance di una Forecasting Neural Network è conveniente affiancare ai tradizionali indici statistici di 

fitting anche quelli di natura econometrica. 

Reti neurali statiche 

Tra le reti neurali, una prima importante distinzione è quella tra reti statiche e dinamiche. La più semplice 

rete neurale statica, rappresentata in Figura 22, è formata da un singolo input, un singolo neurone, un 
singolo strato (layer). La notazione e le rappresentazioni grafiche utilizzate seguono le convenzioni 

simboliche del software di elaborazione numerica Matlab® (Beale, M. H., Hagan, M. T., Demuth, H. B., 
2014). 

 

Figura 22 - Rete neurale artificiale a 1 input – 1 neurone – 1 strato 

 
 

Figura 23 - Rete neurale artificiale a R input – 1 neurone – 1 strato 

 
 

Sono chiamati 𝑝 e 𝑤 rispettivamente l'input ed il peso ad esso assegnato, mentre 𝑏 è il “bias” con 

moltiplicatore pari a 1. 𝑛 è l'output della media pesata +  e 𝑓 la cosiddetta “funzione di trasferimento”, che 

può assumere diverse forme. Infine, 𝑎 è l'output del neurone. Emerge, quindi, come l'output 𝑎 sia funzione 

del peso, dell'input e del bias. Dalla rappresentazione in Figura 22 è, inoltre, evidente che, a differenza 
dell'input e dell'output, il peso 𝑤 (incluso il bias 𝑏), il sommatore + , l'output 𝑛 della sommatoria e la 
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funzione di trasferimento 𝑓 fanno parte del neurone. Si consideri ora un vettore di input R-dimensionale, 

come rappresentato in Figura 23.  

In questo caso sono definiti un vettore contenente R input e un vettore con i relativi pesi, ovvero il vettore 

colonna 𝑝 di dimensione Rx1 e il vettore dei pesi 𝑊 di dimensione 1xR.   

A questo punto è agevole introdurre una notazione abbreviata ("notazione vettoriale") che risulterà 

particolarmente utile nel passaggio a strutture a neuroni multipli e a più strati. Sotto a ciascun vettore è 

riportata la relativa dimensione. 

Figura 24 - Rete neurale artificiale a R input – 1 neurone – 1 strato (notazione abbreviata) 

 

Anziché da un singolo neurone, una rete è spesso composta da più neuroni. In Figura 25 è rappresentata 

una rete a R input e S neuroni, nella notazione sia estesa sia abbreviata.  

Figura 25 - Rete neurale artificiale a R input – S neuroni – 1 strato nella notazione estesa (sopra) 
ed abbreviata (sotto) 
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In questo caso è definita una matrice, anziché un vettore, di pesi. Il primo indice nel nome del singolo peso 

si riferisce al neurone che riceve l'input associato, mentre il secondo fa riferimento all'elemento del vettore 

input cui è assegnato il peso.  Ad esempio, 𝑤2,3 indica il peso attribuito al terzo elemento del vettore input, 

diretto al secondo neurone.  

Si osservi che il bias, gli output del sommatore e gli output della rete non sono più monodimensionali e 

sono, invece, definiti il vettore colonna 𝑏 di dimensioni Sx1 contenente il bias per ciascun neurone, un 

vettore colonna 𝑛 Sx1 contenente gli output del sommatore e un vettore colonna 𝑎 Sx1 i cui elementi sono 

gli output della rete. In questo caso la notazione abbreviata permette di tenere traccia delle dimensioni delle 

diverse matrici che formano la rete.  

Può essere ora introdotto il caso più generale di una rete a R input -  𝑆1 neuroni - 𝑆2 strati, rappresentata in 

Figura 26 nella notazione vettoriale.  
 

Figura 26 - Il caso generale: una rete a R input – S1 neuroni – S2 strati (notazione abbreviata) 

 
 

In questo caso, sono presenti più di una matrice di pesi, più vettori dei bias, più vettori contenenti l'output 

del sommatore e più vettori contenenti gli output degli strati, uno per ciascuno strato di cui la rete è 

composta.  

Occorre, quindi, distinguere tra i pesi assegnati agli input (𝐼𝑊) e i pesi assegnati agli output degli strati 

(𝐿𝑊). Si noti come ciascuno strato, tranne l'ultimo, diventi il vettore input per lo strato successivo. 

Inoltre, il vettore output 𝑎3 della rete è una funzione composta del vettore input originale, come mostrato in 

Figura 26.  

Una distinzione necessaria è quella tra strati nascosti ("hidden layers") e lo strato di output ("output layer"). 

Quest'ultimo è lo strato finale della rete, quello che restituisce l'output, mentre gli strati nascosti sono quelli 

intermedi. 

L'apice indica lo strato di appartenenza di un dato elemento, per esempio 𝑓3  indica la funzione di 

trasferimento del terzo strato. Le funzioni di trasferimento non devono obbligatoriamente essere le stesse 
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per ogni strato, anzi spesso si utilizzano funzioni differenti. In Figura 27 sono rappresentate le funzioni di 

trasferimento più comuni (Freeman, J. A., Skapura, D. M., 1991). 
Introdurre il concetto di rete statica "feedforward" è cruciale ai fini della comprensione delle reti neurali 

dinamiche. 

Una rete statica feedforward è una rete multistrato che include strati nascosti contenenti neuroni, 

generalmente con funzioni di trasferimento sigmoidi e uno strato di output con funzioni lineari.   

La funzione di trasferimento lineare nell'ultimo strato permette ai neuroni di restituire un output non 

vincolato, mentre la presenza di strati non lineari fa sì che la rete apprenda le relazioni non lineari tra l'input 

e l'output. 

 

Figura 27 - Le funzioni di trasferimento più usate: da sinistra a destra, lineare, log-sigmoide e tan-
sigmoide) 

 
 

 

Figura 28 - Un esempio di rete neurale artificiale feedforward statica con funzione di trasferimento 
tan-sigmoide nello strato nascosto 

 

Addestrare la rete con l'apprendimento supervisionato 

Una volta definita la struttura della rete neurale, prima che questa possa essere utilizzata è necessario 

procedere al suo "addestramento" ("training"). La capacità di apprendere attraverso una fase di 

addestramento è, infatti, una delle principali prerogative delle reti neurali. La fase di apprendimento 

("learning") avviene mediante un set di addestramento ("training set"), formato da un vettore input e un 

vettore target. Un processo di learning nel quale sono disponibili sia un vettore input, sia un vettore target è 

chiamato "apprendimento supervisionato" ("supervised learning"). Esistono anche altri tipi di 

apprendimento, in particolare quello "non supervisionato" ("unsupervised learning") e "di rinforzo" 

("reinforcement learning"), che non saranno dettagliati nel seguito poiché le reti neurali impiegate nel 

forecasting sono addestrate mediante processi supervisionati. 

L'apprendimento supervisionato segue la struttura rappresentata in Figura 29. 
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Figura 29 - Processo di una rete neurale (apprendimento supervisionato) 

 
 

 

Poiché il set di training include sia gli input, sia i relativi target, una volta che la rete ha prodotto gli output, 

questi possono essere confrontati direttamente con i target e può essere calcolata una misura di errore, 

utilizzata per aggiustare i pesi con lo scopo di incrementare la somiglianza tra gli output e i target, secondo 

una procedura iterativa. Di seguito è spiegato come avviene la fase di addestramento e come funziona il 

processo iterativo. 

Come sopra menzionato, nell'apprendimento supervisionato il set di training è composto da un vettore input 

e un vettore target, che non hanno necessariamente la stessa dimensione. Il vettore input contiene R 

elementi, mentre il vettore target è di dimensione S (con S diverso o uguale a R). Gli R elementi del vettore 

di input sono forniti alla rete, che ritorna un vettore di S elementi. Confrontando il vettore output e il vettore 

target si ottiene un vettore di errori, che contiene le differenze tra gli output e i target. Il vettore errore è 

quindi utilizzato per calcolare una funzione di performance, generalmente la mean square error (MSE): 

𝑀𝑆𝐸 =
1

𝑆
∑(𝑡𝑖 − 𝑎𝑖)

2

𝑆

𝑖=1

 

dove S è la dimensione sia del vettore target, sia del vettore output, mentre 𝑡𝑖 e 𝑎𝑖 sono rispettivamente 

l'elemento i-esimo del vettore target e del vettore output. 

Poiché l'obiettivo della rete è di ridurre le differenze tra il vettore di output e il vettore target attraverso un 

processo di aggiustamento dei pesi (e dei bias), questa funzione deve essere minimizzata rispetto a tali 

elementi. L'ottimizzazione può essere realizzata su ciascuna coppia output-target o su tutte le coppie nel 

loro complesso. Quest'ultima scelta, chiamata "batch mode" (o "offline mode") è la più comune ed è 

generalmente quella più veloce e in grado di condurre ai migliori risultati.  

In letteratura esistono diversi algoritmi di minimizzazione (Beale, M. H., Hagan, M. T., Demuth, H. B., 1996). 

In particolare, quello utilizzato nell’addestramento delle reti neurali è un generico algoritmo gradient-

descent, la cui i-esima iterazione è definita dalla seguente formula: 

𝑤(𝑖 + 1) = 𝑤(𝑖) − 𝜇(𝑖)𝑔(𝑖) 

dove 𝑤(𝑖 + 1) è il vettore dei pesi calcolati all'iterazione 𝑖 + 1, 𝑤(𝑖) il vettore dei pesi calcolati all'iterazione 𝑖, 

𝜇(𝑖) è il tasso di apprendimento all'iterazione 𝑖 e 𝑔(𝑖) è il gradiente calcolato all'iterazione 𝑖. 

In questo schema di ottimizzazione, i pesi sono aggiustati in direzione negativa del gradiente, ovvero nella 

direzione in cui la funzione di performance globale diminuisce con la massima velocità. 

Il calcolo del gradiente 𝑔(𝑖) è effettuato mediante un processo detto di "backpropagation”, che consiste 

nello spostamento degli errori a ritroso nella rete, dal vettore output a quello input. Tale metodo permette di 

assegnare ad ogni neurone una misura del suo contributo al calcolo dell'output e di calcolare il gradiente 
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della MSE rispetto ai pesi e ai bias. Una volta che il gradiente è stato calcolato, può essere introdotto nella 

formula di aggiornamento dello schema gradient-descent per effettuare l'iterazione per determinare i nuovi 

pesi più vicini al set di pesi, che minimizza la misura di errore.  

Una volta che l'algoritmo ha raggiunto un minimo accettabile, il vettore dei pesi è considerato valido ed è 

creata la funzione di approssimazione: la rete ha quindi fornito una stima della relazione tra due (o più) 

variabili. L'ottimizzazione gradient-descent standard è in genere lenta rispetto ad altri algoritmi. Spesso in 

alternativa è impiegato l'algoritmo di Levenberg-Marquardt, che garantisce una convergenza più veloce e 

può essere usato con una funzione di performance, calcolata come somma di quadrati (Riedmiller M., Braun 

H., 1993, Vogl T. P. et al., 1988). L'iterazione di Levenberg-Marquardt è così definita: 

   𝑤(𝑖 + 1) = 𝑤(𝑖) − [𝐽𝑇𝐽 + 𝜇(𝑖)𝐼]−1𝐽𝑇 

dove 𝒘(𝑖 + 1) e 𝒘(𝑖) sono i vettori dei pesi rispettivamente all'iterazione 𝑖 + 1 e i,  𝑱 è la matrice jacobiana 

contenente le derivate prime degli errori rispetto ai pesi e ai bias, 𝒆 è il vettore degli errori e 𝜇(𝑖) è uno 

scalare, che rende lo step di iterazione più simile al metodo gradient-descent con passo più breve o al 

metodo di Newton, a seconda che l'algoritmo sia più o meno vicino al minimo della funzione di performance. 

Questo algoritmo di ottimizzazione è considerato il più veloce per addestrare reti neurali non troppo grandi 

(in termini di numero di pesi da stimare), altrimenti è consigliabile ricorrere a metaeuritstiche globali di 

ottimizzazione. 

Un tipico problema in cui si incorre nell'addestramento delle reti neurali è quello dell'overfitting. La rete è 

utilizzata per stimare la relazione tra un insieme di variabili 𝑥1, 𝑥2,…, 𝑥𝑛 e una variabile 𝑦 che dipende da 

esse. Se la rete è strutturata in modo corretto, restituisce una stima via via migliore di tale relazione nel 

corso dello svolgimento della procedura iterativa. 

Tuttavia questo processo comporta un rischio di overfitting dei dati: mano a mano che il processo di 

apprendimento avanza, la differenza tra il target e l'output si riduce. Come conseguenza, può verificarsi che 

la relazione stimata permetta un fitting perfetto dei dati campionati, ma che non sia abbastanza "generale", 

cioè che si generi il rischio di ottenere risultati poveri in termini di fitting quando la rete è utilizzata per 

processare dati nuovi (il che è proprio lo scopo della fase di addestramento). 

Un modo per ovviare a tale problema è suddividere il campione di training in tre sottocampioni: set di 

addestramento, di validazione e di test. La procedura di minimizzazione avviene sul set di training, mentre il 

set di validazione è usato in maniera indiretta, cioè il MSE è monitorato anche su di esso ma la 

minimizzazione è effettuata solo sul set di addestramento. 

Normalmente, all'inizio della fase di training, l'errore diminuisce sia sul campione di addestramento, sia su 

quello di validazione, ma quando la rete inizia ad andare in overfitting, l'errore sul campione di validazione 

inizia a crescere. Da questo punto in poi, l'algoritmo di ottimizzazione aggiornerebbe i pesi solo per realizzare 

una corrispondenza esatta tra il campione di output e il target corrispondente, cioè si avrebbe un overfitting 

dei dati. 

Per evitare tale fenomeno, i pesi salvati sono quelli che minimizzano il MSE sul campione di validazione, 

anziché su quello di training. Infine, il campione di test è utilizzato per misurare la performance della rete su 

un set di dati completamente nuovi. La rete addestrata è applicata a nuovi input, cioè sono processati nuovi 

ingressi utilizzando i pesi calcolati nella fase di apprendimento. Gli output così ottenuti sono poi confrontati 

con i target per calcolare una misura di performance. 

Tra i diversi metodi utilizzabili per suddividere un set di dati nei tre sottocampioni citati, il più comune è 

quello del random splitting (Beale, M. H., Hagan, M. T., Demuth, H. B., 2014). 
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Reti neurali dinamiche 

Nella sezione precedente sono state introdotte le reti neurali statiche. Si è visto, in particolare, che queste 

possono avere diverse strutture, poiché possono essere formate da più neuroni e da più strati di neuroni. 

Tuttavia le diverse reti neurali statiche condividono una caratteristica: gli output sono calcolati direttamente 

a partire dagli input attraverso connessioni feedforward. 

Le reti neurali dinamiche sono, invece, caratterizzate dalla presenza di feedback o ritardi (delay), con la 

conseguenza che gli output correnti non dipendono solo dagli input, ma anche dagli output e dagli stati 

precedenti della rete (De Jesus, Horn & Hagan, 2001). In altre parole, le reti dinamiche, a differenza di 

quelle statiche, sono caratterizzate da diversi gradi di memoria, cosa che le rende adatte all'utilizzo ai fini 

previsivi, potendo essere addestrate a riconoscere andamenti tempo varianti.  

Un'importante distinzione nella classe delle reti neurali dinamiche è quella tra reti "feedforward" e 
"ricorrenti". Nell'esempio in Figura 30, l'output corrente della rete 𝑎(𝑡) dipende dall'input corrente 𝑝(𝑡) e dal 

precedente 𝑝(𝑡 − 1). Tuttavia, poiché gli input più datati 𝑝(𝑡 − 2), 𝑝(𝑡 − 3),… non influenzano l'output, la 

memoria della rete è limitata. Nel secondo caso, invece, la presenza di connessioni feedback fa sì che la 
memoria della rete sia teoricamente illimitata. 

 

Figura 30 - Un esempio di rete neurale dinamica feedforward con singolo ritardo, ad uno strato ed 
un neurone 

 
 

Figura 31 - Un esempio di rete neurale dinamica ricorrente con un solo feedback, ad uno strato ed 
un neurone 

 
 

Nel caso rappresentato in Figura 31, l'output corrente 𝑎(𝑡) è funzione dell'input corrente 𝑝(𝑡) e del 

precedente output 𝑎(𝑡 − 1). 
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A sua volta, 𝑎(𝑡 − 1) è funzione di 𝑝(𝑡 − 1) e di 𝑎(𝑡 − 2) e così via: procedendo a ritroso, si ottiene che 

l'output corrente 𝑎(𝑡) è funzione di tutti gli input passati. Anche le reti dinamiche possono avere diverse 

strutture. Una "Layered Digital Dynamic Network" è caratterizzata dai seguenti elementi: 

 

- un set di matrici dei pesi, il cui numero dipende dal numero degli strati e dei ritardi nella rete che possono 

essere associate agli input o agli strati 

 

- un vettore dei bias per ogni strato 

 

- una funzione che combina gli input (o gli output dello strato) e i bias, normalmente una somma pesata, 

per ciascun neurone 

 

- una funzione di trasferimento per ogni neurone 

 

- un numero variabile di ritardi, che possono essere applicati agli input e/o agli output degli strati. Gli output 

ritardati degli strati (delayed layer output) possono essere reintrodotti nella rete in altri strati (nel caso delle 

reti neurali artificiali ricorrenti). 

 

Una classe di reti neurali dinamiche ampiamente utilizzata ai fini previsivi è quella delle reti autoregressive 

non lineari ("Non Linear Autoregressive network", NAR), che hanno l'obiettivo di prevedere i valori futuri di 

una serie storica a partire dai suoi valori passati.   

 

In formule, denominata 𝑦(𝑡) la serie storica da modellizzare, si ha:   

 

𝑦(𝑡) = 𝑓(𝑦(𝑡 − 1), 𝑦(𝑡 − 2),… , 𝑦(𝑡 − 𝑛))  

 

dove i regressori 𝑦(𝑡 − 1), 𝑦(𝑡 − 2), … , 𝑦(𝑡 − 𝑛) sono i valori passati di 𝑦(𝑡). 

Figura 32 - Struttura di una rete NARX a due strati (notazione abbreviata) 

 
 

 

Una generalizzazione dei modelli NAR è rappresentata dalle reti autoregressive non lineari con variabili 
esogene ("Non Linear Autoregressive network with Exogenous Variables", NARX). In questo caso, la serie 
storica 𝑦(𝑡) è modellizzata utilizzando non solo i suoi valori passati ma anche i valori passati di una o più 

covariate esogene. Date la serie 𝑦(𝑡) e la variabile esogena 𝑢(𝑡), il modello è definito come segue: 

 

 𝑦(𝑡) = 𝑓 (𝑦(𝑡 − 1), 𝑦(𝑡 − 2), … , 𝑦(𝑡 − 𝑛𝑦), 𝑢(𝑡 − 1), 𝑢(𝑡 − 2), … , 𝑢(𝑡 − 𝑛𝑢))  
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Il numero di ritardi applicati rispettivamente agli input e agli output, 𝑛𝑦 e 𝑛𝑢, possono essere modificati a 

seconda delle esigenze dell'analista. 

Nel paragrafo precedente è stato introdotto l'apprendimento supervisionato delle reti neurali, ovvero un 

processo di training in cui sono disponibili gli output corretti (i target). Anche le reti neurali dinamiche 

possono essere addestrate utilizzando l'algoritmo gradient-descent. 

Tuttavia, il gradiente è calcolato in maniera più complessa, con un conseguente allungamento dei tempi 

computazionali (De Jesus, Horn & Hagan, 2001, De Jesus, Horn & Hagan, 2009). Si consideri la semplice 

rete neurale ricorrente mostrata in Figura 30, il cui output è: 

 
𝑎(𝑡) = 𝑖𝑤1,1𝑝(𝑡) + 𝑙𝑤1,1𝑎(𝑡 − 1) 

 

Poiché 𝑎(𝑡 − 1) è funzione di 𝑖𝑤1,1 e 𝑙𝑤1,1, il loro aggiornamento nel processo di ottimizzazione ha un effetto 

sia diretto, sia indiretto sull'output corrente. La backpropagation dinamica è, quindi, più complessa rispetto 

al caso statico. 

È comunque possibile effettuare il training della rete NARX di Figura 31, utilizzando un addestramento 

supervisionato con backpropagation standard. 

In particolare, anziché reintrodurre nella rete l'output corrente (stimato) �̂�(𝑡), si usa direttamente l'output 

corretto 𝑦(𝑡). 

Ciò consente di ottenere un input più accurato per il flusso feedforward e di utilizzare la backpropagation 

standard. 

             

Figura 33 - Target feedback (a sinistra) ed output feedback (a destra) 

 

4.3 Classifier 

In questa sezione vengono affrontate le tecnologie più diffuse di Machine Learning idonee alla classificazione 
dei dati. In particolare, ci si dedicherà alla descrizione di come una rete neurale (Artificial Neural Network – 

ANN) possa risolvere problemi di classificazione e riconoscimento. Prima di affrontare l’architettura specifica, 

viene fornita una sintetica descrizione di rete neurale supervisionata, caratteristica condivisa da tutti i 
classifier presentati in questo paragrafo. 

Le ANN, in analogia al cervello biologico, sono reti di nodi (neuron); ciascuno strato (layer) contiene diversi 
nodi connessi tra loro per mezzo di sinapsi virtuali, che possono essere considerate come coefficienti atti a 

mappare la maggiore o minore importanza di una connessione tra due neuroni (Arbib, 2003). Il numero di 
neuroni in ciascun livello può variare in accordo alle esigenze dell’algoritmo. Generalmente, una delle più 

classiche reti neurali può essere rappresentata dallo schema in Figura 34.  
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Figura 34 - Layers di una rete neurale 

 

 

Figura 35 - Architetture delle ANN adibite al problema della classificazione 

 

 

Il set dei nodi quadrati (input layer), nella parte sinistra del grafo, ha la funzione di trasmettere il segnale di 

ingresso ai nodi successivi senza che questo subisca una trasformazione. Il gruppo di nodi a destra è detto 
output layer: Il segnale che esce da questo layer è il risultato finale del processo d’informazione modellizzato 

dalla rete. Gli strati tra questi due layer sono definiti nascosti, in quanto non sono accessibili dall’esterno del 

network. I primi prototipi di ANN erano caratterizzati da un’architettura semplice, con un input ed un output 
layer ed erano dette single-layer neural networks. Aggiungendo la presenza di hidden layer, si passava alla 

progettazione di una rete multi-strato (multi-layer neural network). In particolare, se la rete era 
caratterizzata da un unico strato nascosto veniva definita Shallow Multi-layer neural network. Qualora questa 

presenti molti strati si parla di Deep Neural Network. Un’esemplificazione grafica di quanto scritto si trova 
nella Figura 35. 

Solitamente il segnale entra nell’input layer, passa attraverso gli hidden layer ed esce dall’output layer (Rojas 

R., 1996). 

L’addestramento (training) di una rete neurale dedicata alla classificazione può essere condotto mediante un 

apprendimento supervisionato (supervised learning), dal momento che tale metodo permette una 
calibrazione adeguata dei pesi associati agli archi della rete. Pertanto, si definisce l’addestramento 



 

 

 

<AIFIRM> | ASPETTI TEORICI 39 

 

supervisionato come il processo che modifica il modello al fine di ridurre la differenza tra l’output corretto e 

quello fornito in uscita dall’output layer processato all’interno della ANN a partire da un insieme di dati 
d’ingresso (training data). In breve, il supervised learning può essere sintetizzato dai seguenti step (Kim P., 

2017): 

 

1. Inizializzazione dei pesi della rete con adeguati valori. 

2. Selezionare gli input dai training data formattati come {input, correct output}. Elaborare il segnale di 

ingresso (input) ottenendo un network output: tale segnale in uscita della rete viene confrontato con 

l’output corretto ottenendo un errore. 

3. Calibrare i pesi della rete al fine di ridurre l’errore 

4. Ripetere lo step 2-3 per tutti i training data. 

 

La Figura 36 riporta una schematizzazione del processo di apprendimento per un generico classifier 
supervisionato. 

Figura 36 - Il concetto di supervised training per un generico ANN classifier 

 

Classificazione per mezzo di Shallow Neural Network  

Impiegando i paradigmi tradizionali delle reti neurali, è possibile risolvere problemi inerenti la classificazione 

ed il riconoscimento adottando una shallow neural network, caratterizzata da un numero differente di 
neuroni di output in dipendenza di una classificazione di tipo binario o multi-classe. 

Si supponga di dover considerare il problema di costruire un modello in grado di riconoscere, in accordo con 
le coordinate cartesiane in uno spazio bidimensionale (𝑥, 𝑦), a quale gruppo i dati appartengono. Si parla di 

classificazione binaria (binary classification), se tale gruppo è costituito da due categorie; mentre, qualora il 

gruppo sia formato da differenti classi, assume la denominazione di classificazione multi-classe (multiclass 
classification). 

Nel caso di classificazione binaria, il training dataset è espresso nel seguente formato: 

{𝑥, 𝑦, 1}, {𝑥, 𝑦, 0} → {𝑥, 𝑦, 𝑐𝑙𝑎𝑠𝑠 1}, {𝑥, 𝑦, 𝑐𝑙𝑎𝑠𝑠 2} 

In accordo con l’approccio tradizionale di risoluzione dei problemi di classificazione mediante ANN, l’obiettivo 

può essere perseguito progettando una shallow neural network, avente le seguenti caratteristiche: 



 

 

 

<AIFIRM> | ASPETTI TEORICI 40 

 

- un input layer composto da due nodi (uno per il valore di input per la coordinata 𝑥 e uno per 𝑦). 

- un output layer formato da un solo neurone (dal momento che la scelta è dicotomica: il dato 

appartiene/non appartiene alla classe). 

 

La funzione di attivazione, 𝜑, scelta sia per processare il segnale d’ingresso all’interno della rete (hidden-

layer), sia per elaborare quello dell’output layer, è la sigmoide, 𝜑(𝑥) =
1

1−exp(−𝑥)
, dal momento che tale 

funzione è continua ed assume valori compresi tra 0 e 1. Un membro apparterrà ad una classe se il segnale 

letto nel nodo d’uscita eccede una certa soglia, definita a-priori dal progettista. La funzione costo, che 
definisce la misura dell’errore commesso in fase di addestramento, è definita cross-entropy function, che 

permette alla ANN di essere maggiormente efficiente rispetto alla tradizionale scelta di calcolare l’errore 

mediante la misura della SSE (sum of squared errors). 

L’algoritmo di training per una shallow neural network impiegata per la classificazione binaria ed avente le 

caratteristiche sopra descritte è sintetizzato nei seguenti punti (Kim P., 2017): 

1. La classificazione binaria prevede un solo nodo di output, avente la sigmoide come funzione di 

attivazione. 

2. Gli identificativi di classe devono essere binari (0/1). 

3. Inizializzare i pesi della rete con valori adeguati. 

4. Prendere gli input dai training data e calcolare l’errore dei nodi di output della rete. Nella casistica 
base si ha che l’errore è definito come differenza tra il valore ottenuto dal modello 𝑦 e quello del 

training set 𝑑: 𝑒 = 𝑑 − 𝑦, 𝛿 = 𝑒 

5. Propagare il 𝛿 del nodo di output indietro e calcolare i delta, 𝛿(𝑘), dei nodi dello strato 𝑘 contiguo a 

sinistra: 𝛿(𝑘) = 𝜑′(𝑣(𝑘))𝑒(𝑘) , 𝑒(𝑘) = 𝑊𝑇𝛿.  

𝑣 è la somma pesata del nodo di output 

𝜑′ è la derivata prima della funzione di attivazione ed essendo in questo caso la sigmoide è pari a: 

𝜑′(𝑥) = 𝜑(𝑥)(1 − 𝜑(𝑥))  

𝑊𝑇 è la matrice dei pesi. 

6. Si ripete lo step 5 sintanto che non si è raggiunto lo strato nascosto più prossimo all’input layer. 

7. Si aggiornano i pesi della rete seguendo la learning rule: 

𝑤𝑖,𝑗 ← 𝑤𝑖,𝑗 + Δ𝑤𝑖,𝑗  

dove 𝑖 e 𝑗 sono indici che individuano univocamente il peso associato all’arco di riferimento. 

È di uso comune in letteratura impiegare l’apice (𝑘) per indicare il layer di riferimento, mentre il 

primo pedice indica il neurone ricevente il segnale e il secondo indica il neurone trasmittente. 

Δ𝑤𝑖,𝑗 = 𝛼𝛿𝑖𝑥𝑗  

La variazione Δ𝑤𝑖,𝑗 da applicare nell’aggiornamento dei pesi della rete al fine di minimizzare l’errore 

globale è proporzionale alle quantità: 

𝛼 costante definita come tasso di apprendimento detto learning rate. 

𝑥𝑗 è il segnale d’ingresso per il corrispondente peso 

8. Si ripetono gli step 4-7 per tutti i training data. 

9. Si ripetono gli step 4-8 fintanto che non si raggiunge un criterio di stop: tipicamente viene definito 

come il raggiungimento di un numero massimo di iterazioni (epochs) o il conseguimento di una 
soglia di tolleranza sull’errore commesso dal modello. 
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Nella classificazione multi-classe vi sono tre o più categorie. In tal caso il training set consiste in un insieme 

di dati così definito: 

 

{𝑥, 𝑦, class 1}, {𝑥, 𝑦, class 2}, {𝑥, 𝑦, class 3}, … , {𝑥, 𝑦, class 𝑁} 

 

L’architettura del classificatore neurale sarà pertanto composto da: 

- un input layer con due nodi (uno per il valore di input per la coordinata 𝑥 e uno per 𝑦). 

- un output layer caratterizzato da avere tanti neuroni quante sono le classi. 

La scelta del numero di hidden layers e con quanti neuroni comporli non segue regole standard: l’approccio 

tradizionale consiste nell’impiegare un unico strato nascosto, ovvero, in altri termini, ricorrere ad una shallow 
neural network. 

Al fine di associare un valore numerico a ciascuna classe che svolga il ruolo di identificatore univoco, si 

impiega tipicamente il metodo one-hot encoding (Freeman, J. A., Skapura, D.M., 1991). 

Tale tecnica prevede l’impiego di una serie di vettori booleani (0/1) di lunghezza pari al numero di classi che 

identificano univocamente la categoria alla quale i membri appartengono. 

Ad esempio, per un numero di categorie pari a 5, il training dataset assume la forma: 

 

{𝑥, 𝑦, class 1} → {𝑥, 𝑦, [1 0 0 0 0]} 
 

{𝑥, 𝑦, class 2} → {𝑥, 𝑦, [0 1 0 0 0]} 
 

{𝑥, 𝑦, class 3} → {𝑥, 𝑦, [0 0 1 0 0]} 
 

{𝑥, 𝑦, class 4} → {𝑥, 𝑦, [0 0 0 1 0]} 
 

{𝑥, 𝑦, class 5} → {𝑥, 𝑦, [0 0 0 0 1]} 

 

La shallow ANN presenta l’architettura illustrata in Figura 37. 

 

Figura 37 - Implementazione del One-hot encoding in una Shallow Neural Network 

 

 

La funzione di attivazione associata ai nodi di output è la softmax, la quale è definita: 
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𝑦𝑖 = 𝜑(𝑣𝑖) =
exp(𝑣𝑖)

exp(𝑣1) + exp(𝑣2) + ⋯+ exp(𝑣𝑀)
=

exp(𝑣𝑖)

∑ exp(𝑣𝑘)
𝑀
𝑘=1

 

 

Dove 𝑣𝑖 è la somma pesata dell’i-esimo nodo di output e 𝑀 è il numero di neuroni dell’output layer. 

Per costruzione: 𝜑(𝑣1) + 𝜑(𝑣2) + 𝜑(𝑣3) + ⋯+ 𝜑(𝑣𝑀) = 1 

 
L’impiego della funzione di attivazione della softmax per i neuroni collocati nello strato di output risulta 
particolarmente idonea ad affrontare il problema di classificazione multi categoria, in quanto il valore 

numerico associato ai nodi d’uscita fornisce una probabilità di appartenenza del dato alla categoria. 

La learning rule generalmente adottata è anche in questo caso la cross entropy driven learning rule.  

Vengono di seguito riportati gli step logici da effettuare per la stesura di un codice in grado di addestrare 
una rete neurale multi-strato, il cui compito è classificare dati in più classi, aventi le specifiche tecniche sopra 

descritte (Kim P., 2017): 

1. Costruire l’output layer con un numero di neuroni pari al numero di categorie. Ciascun nodo 
dell’output layer deve avere la softmax come funzione di attivazione. 

2. Impiegare il one-hot encoding method per l’identificazione delle classi. 

3. Inizializzare i pesi della rete con valori adeguati. 

4. Prendere gli input dai training data e calcolare l’errore dei nodi di output della rete. Nella casistica 
base si ha che l’errore è definito come differenza tra il valore ottenuto dal modello 𝑦 e quello del 

training set 𝑑: 𝑒 = 𝑑 − 𝑦, 𝛿 = 𝑒 

5. Propagare il 𝛿 del nodo di output indietro e calcolare i delta, 𝛿(𝑘), dei nodi dello strato 𝑘 contiguo a 

sinistra: 𝛿(𝑘) = 𝜑′(𝑣(𝑘))𝑒(𝑘) , 𝑒(𝑘) = 𝑊𝑇𝛿.  

6. Si ripete lo step 5 sintanto che non si è raggiunto lo strato nascosto più prossimo all’input layer. 

7. Si aggiornano i pesi della rete seguendo la learning rule: 𝑤𝑖,𝑗 ← 𝑤𝑖,𝑗 + Δ𝑤𝑖,𝑗,  Δ𝑤𝑖,𝑗 = 𝛼𝛿𝑖𝑥𝑗  

8. Si ripetono gli step 4-7 per tutti i training data. 

9. Si ripetono gli step 4-8 fintanto che non si raggiunge un criterio di stop. 

 

La Figura 38 schematizza la modalità in cui l’errore registrato nei nodi terminali ripercorre a ritroso la rete 
(backpropagation) consentendo un aggiornamento dei pesi associati agli archi, che conduce, dopo diverse 

epoche, alla sua minimizzazione. Tale procedura è nota anche in letteratura con il termine di Delta Rule. 

 

Figura 38 - Il concetto di supervised training per un generico ANN classifier 
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Classificazione per mezzo di Deep Learning Neural Network  

Il Deep Learning (DL) rappresenta una naturale estensione alla teoria tradizionale delle ANN. In estrema 

sintesi, il DL è una tecnica di Machine Learning che implementa una Deep Neural Network, la quale è una 

ANN caratterizzata da avere due o più strati nascosti. Nel Deep Learning, un computer è in grado di risolvere 
problemi complessi di classificazione/riconoscimento di immagini, suoni e, più in generale, individuare 

pattern numerici.  

Il punto critico per la progettazione efficiente ed efficace di una rete neurale, caratterizzata da numerosi 

hidden layer, è sempre la regola di addestramento a questa associata.  

Nonostante il framework teorico di riferimento si basi sui concetti esposti nel paragrafo precedente per la 
shallow neural network, ovvero l’algoritmo di back-propagation datato 1986 (Rumelhart D.E., Hinton G.E., 

Williams R.J., 1986), la diffusione delle deep neural network ha richiesto ulteriori venti anni.  

Le difficoltà che hanno caratterizzato tale ritardo risiedono principalmente in tre punti (Kim P., 2017): 

(a) Vanishing Gradient 

La scomparsa del gradiente è un problema strettamente legato all’algoritmo di backpropagation: 

l’errore registrato nei nodi di output della rete “svanisce” nel percorrere a ritroso i layer nascosti, 

diventando molto prossimo a zero. 

Ne consegue pertanto un inefficace aggiornamento dei pesi dei neuroni più prossimi all’input layer. 

La soluzione avanzata, al fine di evitare che il segnale si propaghi troppo debolmente all’indietro, è 
l’adozione di una funzione di attivazione più incisiva rispetto alla sigmoide.  

Tale funzione di attivazione che consente una trasmissione più efficace dell’errore è la ReLU 

(Rectified Linear Unit) function. Questa è definita: 

 

𝜑(𝑥) = {
𝑥, 𝑥 > 0
0, 𝑥 ≤ 0

= max(0, 𝑥) → 𝜑′(𝑥) = {
1, 𝑥 > 0
0, 𝑥 ≤ 0

 

 
La sigmoide limita superiormente l’output associato ai nodi all’unità, indipendentemente dalla 
magnitudine del segnale di ingresso. La ReLU, non avendo questo limite superiore, riesce a 

trasmettere l’errore in modo più efficace agli strati più interni della rete. 

(b) Overfitting Problem 

Il secondo problema, definito overfitting (eccessivo adattamento), diventa ancora più critico: le deep 

neural network sono decisamente più vulnerabili rispetto alle altre architetture di rete, in quanto il 
modello diventa più complesso dal momento che include più hidden layers e quindi più pesi. 

Oltre ad adottare le tipiche misure di prevenzione nei riguardi di tale deleterio fenomeno (in quanto 
incide sulle performance di generalizzazione del modello), ovvero la validazione e la regolarizzazione, 

nel Deep Learning si fa ricorso ad una metodologia ad-hoc, nota come drop-out mechanism. 

La tecnica di validazione (validation) è un processo che si basa su una parte dei training data, 
impiegandoli al fine di monitorare le performance. Il validation set non è utilizzato nel processo di 

training, ma è usato come controllo per capire se il modello interpretativo cade nell’overfitting. 

La validazione può essere implementata, in un processo di addestramento di una tecnica di Machine 

Learning, nel modo seguente: 

1) Suddivisione del training data set in due gruppi: uno dedicato al training e l’altro alla validazione. 

Una ratio molto diffusa è 4 a 1. 

2) Il modello viene addestrato con il training set 
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3) Valutazione della bontà del modello usando il validation set: se il modello porta a risultati 

statisticamente soddisfacenti, il training termina, in caso contrario si modifica la struttura del 
modello (pesi e/o architettura) ritornando al punto 2). 

Il processo di regolarizzazione (regularization) può essere implementato aggiungendo la somma dei 

pesi alla funzione costo, con l’obiettivo ultimo di rendere il modello rappresentativo dei dati il più 
semplice possibile, in accordo con il principio del “Rasoio di Occam”.  

Tale accorgimento è più invasivo rispetto al precedente, in quanto cambia la definizione della 
funzione costo 𝐽 da minimizzare all’interno della learning rule. I due funzionali 𝐽 più impiegati a tal 

scopo sono: 

 

𝐽 =
1

2
∑(𝑑𝑖 − 𝑦𝑖)

2 + 𝜆
1

2
‖𝑤‖2

𝑀

𝑖=1

, 𝐽 = ∑{−𝑑𝑖 ln(𝑦𝑖) − (1 − 𝑑𝑖) ln(1 − 𝑦𝑖)} + 𝜆
1

2
‖𝑤‖2

𝑀

𝑖=1

 

 

Dove 𝜆 è il coefficiente che determina quanto il peso delle connessioni viene riflesso sulla funzione 

costo.  

La funzione costo mantiene valori elevati quando o uno degli errori dei neuroni di output è grande 

oppure quando i pesi delle connessioni sono elevati. 

Quindi il solo azzeramento del segnale di uscita non è sufficiente a rendere minimo 𝐽. 

Al fine di abbassare il valore complessivo della funzione costo sia l’errore, sia i pesi dovrebbero 

entrambi essere tenuti più bassi possibile.  

Quando i pesi delle interconnessioni tra neuroni diventano sufficientemente piccoli, i nodi a questi 

associati si comportano come se fossero disconnessi.  

Di conseguenza, le connessioni non necessarie vengono eliminate dall’architettura e la rete neurale 

diventa più snella.  

Per tale ragione, l’overfitting può essere controllato agendo sulla funzione costo per mezzo 

dell’introduzione del termine: 𝜆
1

2
‖𝑤‖2. 

In sintesi, la learning rule di una rete neurale artificiale supervisionata è derivata da una funzione 
costo. Tradizionalmente si impiega la SSE per i problemi di regressione, mentre la tendenza attuale 

per i problemi di classificazione è quella di ritenersi più idonea la cross-entropy. 

La soluzione del drop-out è di impiego diffuso, normalmente, in affiancamento alle precedenti nelle 
deep neural network caratterizzate da un elevato numero di strati nascosti. Questa tecnica consiste 

nell’addestrare solo un gruppo di nodi selezionati casualmente piuttosto che l’intera rete: una 
percentuale determina quanti nodi scegliere per ciascuno strato ed i rimanenti vengono disattivati.  

Dal momento che i nodi ed i relativi pesi vengono continuamente modificati, si riesce ad evitare 

l’overfitting. 

(c) Carico computazionale gravoso 

Il terzo aspetto critico è di natura prettamente tecnologica: l’addestramento di deep neural network 
richiede un significativo tempo macchina: il numero dei pesi da calibrare incrementa 

geometricamente col numero degli strati nascosti e quindi viene richiesto un numero maggiore di 
training data.  

I recenti hardware ad elevate performance (GPU) e la possibilità di parallelizzare i calcoli (parallel 

computing) hanno permesso una diffusione massiva delle tecniche basate sul deep learning.  
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Figura 39 - Descrizione del meccanismo di drop-out 

 

 

Classificazione per mezzo di Convolutional Network  

L’idea teorica sottostante risale agli studi di LeCun et al., 1990, ma la sua implementazione strutturata è solo 
stata raggiunta recentemente, grazie alle ricerche di Krizhevsky A., Sutskever I., Hinton G.E., 2013. 

Le convolutional neural network (ConvNet) sono delle deep neural network, storicamente specializzate al 
riconoscimento di immagini.  

La ConvNet non è solo una deep neural network dotata di molti strati nascosti, ma rappresenta 

un’architettura che simula il modo in cui la corteccia visiva del cervello processa e riconosce le immagini o 
pattern numerici piuttosto complessi. 

Quando si fa riferimento al termine “riconoscimento complesso”, si intende l’abilità di classificare dati con 
l’espressione da essi rappresentata: le ConvNet, quindi, impiegano una rete neurale multi-strato adibita alla 

classificazione multi-classe. 

La ConvNet, invece di impiegare direttamente l’immagine (o, più genericamente, pattern complessi), che 

porterebbe ad un riconoscimento insoddisfacente indipendentemente dalla metodologia tradizionale di ML 

adottata, estrae le caratteristiche principali dell’oggetto e le analizza. Al fine di raggiungere questo obiettivo, 
è necessario associare un filtro, feature extractor, alla rete di classificazione, classifier.  

Per cui una Convolutional Neural Network è composta da una feature extraction network e da una deep 
neural network: mentre la seconda rete impiega le logiche di funzionamento già analizzate, la prima rete 

necessita invece di una nuova architettura e di nuove regole.  

Come mostrato in Figura 40, il feature extractor è a sua volta composto da due layer: il Convolutional layer 
ed il Pooling layer. 

Lo strato di convoluzione (convolution layer) genera nuovi segnali chiamati feature maps, che evidenziano le 
caratteristiche distintive del segnale originale di input.  

Tale strato opera in modo molto differente da quelli trattati sino ad adesso nell’ambito delle reti neurali: esso 

non è caratterizzato da pesi e bias, ma contiene filtri (convolution filters), che convertono il segnale di 
ingresso.  
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Figura 40 - Training in una Convolutional Network del meccanismo di drop-out 

 

Il processo di filtrazione del segnale di input attraverso differenti filtri porta alla formazione di un insieme di 
immagini, dette feature maps, che esaltano le caratteristiche distintive dell’immagine di partenza.  

Il numero di feature maps generate è pari al numero di filtri contenuti nello strato di convoluzione. Il 
processo attuato dal convolutional layer può essere rappresentato graficamente come schematizzato nella 

Figura 41. 

 

Figura 41 - Il processo di estrazione delle feature maps 
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In sintesi, lo strato di convoluzione applica i filtri al segnale di input e produce le mappe caratteristiche.  

Le caratteristiche estratte nel convolutional layer sono determinate dal training dei filtri, pertanto le feature 
maps, dipendendo dai filtri impiegati, sono tempo varianti. 

Prima di uscire dal convolutional layer, le feature map generate dai filtri vengono processate dalla funzione 
di attivazione, 𝜑. 

Il modo in cui opera la funzione di attivazione nel convolutional layer è identico a quello implementato per 

una rete neurale ordinaria.  

Per quanto riguarda il tipo di funzione adottato, in letteratura viene consigliata la ReLU, oppure la sigmoide o 
la tangente iperbolica. 

Il pooling layer riduce la dimensione del segnale, dal momento che combina elementi adiacenti in un unico 
valore rappresentativo.  

Al fine di compattare l’immagine conducendo l’operazione di pooling nello strato dedicato, è necessario 

determinare il modo in cui vengono selezionati gli elementi caratteristici del segnale e come questi possono 
essere sintetizzati in un unico valore rappresentativo.  

Gli elementi limitrofi vengono in genere selezionati a partire da una matrice quadrata di dimensioni 
ragionevoli rispetto alla matrice da processare, per cui tale parametro dipende dal tipo di problema 

affrontato.  

Il valore rappresentativo scelto per definire gli elementi del segnale è generalmente il massimo o la media 
dell’insieme. 

La Figura 42 mostra una tipica architettura di una ConvNet.  

 

Figura 42 - Architettura di una Convolutional Network 

 

 

Nonostante la presenza di molti layer, solo tre fra questi contengono le matrici dei pesi che richiedono di 
essere aggiornati tramite training: 𝑊𝐶, 𝑊𝐻, 𝑊𝑂. 

𝑊𝐻 e 𝑊𝑂 contengono la connessione ai pesi associati alla rete neurale adibita alla classificazione: 𝑊𝑂 sono i 

pesi dei neuroni dello strato di output, mentre 𝑊𝐻 sono i pesi dello strato nascosto. 

𝑊𝐶 contiene la matrice dei pesi dello strato di convoluzione, che sono impiegati dai filtri al fine di estrarre le 

feature maps. 
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Al fine di aumentare le performance di una ConvNet è buona norma implementare tutti gli accorgimenti 

tecnici trattati nel paragrafo precedente e qui di seguito brevemente riportati (Kim P., 2017): 

- Impiegare funzioni di attivazione di tipo ReLU, che permettono una migliore propagazione all’indietro 

dell’errore negli strati della rete diversi da quello di output (problema del vanishing gradient) 

- Implementare la tecnica di Dropout per evitare problemi di overfitting. 

- Impiegare una funzione costo di cross entropy con regolarizzazione, anziché quella basata sulla SSE. 

4.4 Outlier Detection e Data Quality 

In questa sezione vengono affrontate le tecnologie più affermate di Machine Learning, idonee a valutare la 
qualità del dato ed in particolare l’individuazione degli outlier (Kriegel H. P, Kröger P., Zimek A., 2010; Dai 

W., Yoshigoe K., Parsley W., 2018). 

È spesso necessario decidere se una nuova osservazione appartiene alla distribuzione dei dati esistenti, nel 

qual caso si parla di inlier oppure se tale nuova osservazione si discosta significativamente e deve quindi 

essere considerata differente. Si parla in questo caso di outlier: assume tale denominazione un’osservazione 
che devia significativamente dalle altre osservazioni, da far ritenere che tale osservazione sia stata generata 

da un diverso processo. 

Support Vector Machine 

La tecnica del Support Vector Machine – SVM (Cortes C., Vapnik V., 1995) è un algoritmo che rientra nella 

classe del Supervised Machine Learning ed è utilizzato per analizzare dati. L’idea di base consta nel 

suddividere lo spazio delle variabili in zone, con forme più o meno regolari, definite da frontiere (i vettori di 
supporto), che delimitano i contorni delle osservazioni. 

Tali zone, o meglio iper-superfici, vengono definite durante il processo di training dell’algoritmo. Se la nuova 
osservazione è compresa all’interno del sottospazio delimitato dalla frontiera di appartenenza, tale elemento 

è considerato come proveniente dalla stessa popolazione di osservazioni. 

Qualora l’osservazione si trovi all’esterno di tale sottospazio, essa verrà considerata anomala rispetto alla 
popolazione esistente con un certo grado di confidenza e quindi definita outlier. 

Matematicamente, nel caso semplice in cui si vuole effettuare una separazione con una superficie lineare, 
bisogna trovare l’iperpiano per cui 

𝜔 ⋅ 𝑥 + 𝑏 = 0 

dove:  

- 𝜔 è un vettore di pesi  

- 𝑥 sono le osservazioni 

- 𝑏 è un coefficiente (bias) 

 

Le classi individuate da questo iperpiano sono quelle per cui 𝜔 ⋅ 𝑥 + 𝑏 ≥  0 oppure 𝜔 ⋅ 𝑥 + 𝑏 < 0. 
Intuitivamente, più è ampio l'iperpiano che si trova, migliore è il modello perché maggiore è il livello di 

generalizzazione che si ottiene. 

Scopo della fase di addestramento è individuare l’iperpiano (ovvero stimare i pesi 𝑤 e il bias 𝑏), per cui le 

osservazioni 𝑥 sono massimamente separate. Una proprietà molto importante del SVM è la possibilità di 

creare delle frontiere decisionali, non necessariamente lineari, ma che possono effettivamente assumere una 

qualsiasi forma. 

Per ottenere tali frontiere si effettua la proiezione dei dati in uno spazio a dimensione maggiore (feature 
space), tramite una funzione kernel. La frontiera di separazione nel feature space diventa un iperpiano 
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piatto, usato per separare le classi; una volta che l’iperpiano è stato individuato, si torna nello spazio iniziale 

per effettuare la separazione.  

Esistono diverse funzioni kernel. Le più popolari e utilizzate sono:  

1) lineare, 

2) polinomiale, 

3) sigmoide, 

4) radiale. 

Queste quattro scelte sono solitamente sufficienti per risolve gran parte dei problemi di apprendimento.  

 

Figura 43 - Proiezione dei dati tramite funzione kernel 

 

 

 

I modelli CART 

I modelli CART sono tecniche di stima molto utilizzate nell’ambito del Machine Learning, applicabili sia a 
problemi di classificazione che di regressione. 

Sono in grado di approssimare i dati tramite una funzione a scalini, costruita mediante divisioni iterative dello 

spazio delle osservazioni che dipendono da valori soglia delle variabili del modello come è illustrato in Figura 
44. 

In ognuna di queste divisioni, vengono individuate porzioni di dati accomunate da valori della variabile target 
molto simili e stimati dall’algoritmo. 

La divisione viene effettuata considerando la media dei valori (nei problemi di regressione) o associando ad 
essi la classe predominante all’interno del sottoinsieme (nei problemi di classificazione). 
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Figura 44 - Divisione dei dati in base ad una funzione a scalini 

 

Questo metodo è comunemente conosciuto anche con il nome di albero per la formalizzazione grafica delle 

regole che lo compongono. Le divisioni dello spazio operate dal modello possono essere rappresentate da un 
albero binario le cui singole componenti, chiamate nodi, incorporano i valori di soglia dai quali viene originata 

la scissione delle osservazioni. La prima osservazione è convenzionalmente chiamata radice, le terminazioni 

dell’albero invece, rappresentano i singoli sottoinsiemi di dati e vengono chiamate foglie com’è possibile 
osservare in Figura 45. 

Figura 45 - Rappresentazione ad albero delle osservazioni suddivise 

 

Il modello, per essere costruito, necessita di un set di dati di addestramento: deve essere quindi composto 

da record in cui la variabile target è nota. L’algoritmo del CART, dunque, sviluppa l’albero tramite una 
procedura step-by-step che comporta divisioni binarie e sequenziali dello spazio dei dati. Al primo passaggio, 

viene considerata per ogni variabile il valore di soglia che permette una divisione in grado di minimizzare la 
devianza tra i dati appartenenti alla stessa divisione, ma che al contempo massimizzi quella tra i due insiemi 

di dati formati. Questi vincoli vengono incorporati nella formula della funzione obiettivo  

𝐷 =∑ {∑ (𝑦𝑖 − 𝛽�̂�)
2

𝑗∈𝑆𝑖

}
𝐾

𝑖=1
=∑ 𝐷𝑖

𝑖
, 

dove 𝑦𝑖 e 𝛽�̂� sono rispettivamente i valori della variabile target e il parametro ad essi associato presenti 

all’interno di uno dei 𝐾 sottospazi dei dati 𝑆𝑖. 

A questo punto, per entrambe le nuove divisioni, viene ripetuto il processo precedente, cercando tra i dati 
dei sottoinsiemi il valore di soglia per la variabile in grado di ottenere la divisione ottimale. Questo processo 

viene iterato fino a quando non si verificano determinate condizioni che ne determinano l’arresto. Una di 
queste cause può essere, ad esempio, la creazione di un sottospazio di dati aventi la stessa categoria della 
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variabile target (per Classification Tree) o che possiedono gli stessi valori (per Regression Tree); o ancora 

quando una qualsiasi suddivisione non comporterebbe un aumento della funzione obiettivo significativo o, 
più semplicemente, nel caso in cui la divisione creata contenga una singola osservazione. 

A questo punto, l’algoritmo otterrà un albero particolarmente fitto e complesso, composto da molti rami e 

foglie; il risultato sarà scarsamente interpretabile, per l’elevato numero di tagli e per la tendenza al 
sovradattamento dei dati (overfitting). Quest’ultimo difetto è molto rilevante poiché influenza direttamente le 

stime future e, pertanto, la bontà del modello. In questo caso è necessario ridurre l’albero tramite una 
procedura automatica chiamata “potatura”: una tecnica che, partendo dal modello completamente 

sviluppato, elimina sequenzialmente i rami non utili ai fini della stima o con la minore carica informativa.  

Definendo la funzione di perdita come segue: 

𝐶𝛼(𝐾) =∑ 𝐷𝑖 +  𝛼𝐾
𝐾

𝑖=1
, 

dove 𝐾 è la dimensione dell’albero considerato in ogni singolo passo e 𝛼 il parametro associato al costo 

computazionale del modello, verrà ad ogni passo rimossa la foglia la cui eliminazione comporta il minore 

aumento della funzione obiettivo ∑ 𝐷𝑖
𝐾
𝑖=1 . La procedura continua fino a quando il valore di 𝐶𝛼(𝐾) sarà 

stabilizzato.   

Quello degli alberi decisionali è un algoritmo molto utilizzato nella pratica e spesso citato nella letteratura 
poiché presenta grandi vantaggi rispetto alle altre tecniche di Machine Learning. Risulta infatti uno dei 

modelli più informativi, grazie alla sua alta semplicità logica che permette di comunicare facilmente le regole 
alla base della sua struttura, mettendo in evidenza quali sono i principali driver implicati nella stima. 

Correlato a questo fatto, gli alberi risultano essere un ottimo metodo automatico di riduzione della 

dimensionalità dei dati, selezionando soltanto le variabili più importanti ai fini dell’approssimazione dei dati. 
Un altro vantaggio di questo modello è la sua ridotta complessità computazionale anche quando la mole di 

osservazioni e il numero di variabili è molto alto: proprio per questo, i CART sono spesso utilizzati come 
strumento base di varie tecniche di combinazione di stimatori (es. Random Forest). 

Isolation Forest 

Un’altra tecnica efficiente per l’outlier detection, particolarmente idonea all’uso su dataset multi-dimensionali, 

è quella dell’Isolation Forest - iForest (Liu F.T., Ting K. M., Zhou Z., 2009). Si tratta di un uso particolare 
della tecnica del Random Forest, un altro algoritmo che, come il Support Vector Machine, rientra nella classe 

del Supervised Machine Learning e può essere anche usato sia per fare classificazione che per eseguire 
regressioni.  

Nella fase di apprendimento, l’Isolation Forest, così come il Random Forest, richiede che vengano generati 

una moltitudine di alberi decisionali: le singole feature che compongono il dataset vengono casualmente 
selezionate e partizionate per generare i nodi di un isolation tree. 

Nel caso di problemi di classificazione, l’iforest verrà ottenuta applicando la moda dei singoli isolation tree, 
mentre per i problemi di regressione si effettua la media dei valori ottenuti dai singoli alberi.  

Per esempio, guardando al caso regressivo, gli alberi decisionali che costituiscono una Isolation Forest 
vengono costruiti per isolare le osservazioni mediante la seguente tecnica:  

1. Selezione casuale delle feature (variabili indipendenti)  

2. Selezione casuale di un valore di biforcazione che sia compreso tra il massimo e il minimo valore assunto 
dalla feature in esame 

3. Procedere alla successiva feature e ritornare al punto 2; 

Considerando nodo ogni feature analizzata e ramo qualsiasi tra le possibili partizioni, si ottiene una struttura 

ad albero. 

Il numero di biforcazioni eseguite per isolare il campione è rappresentato dalla lunghezza del percorso 
necessario per andare dal nodo di origine al nodo terminale. Tale grandezza è definita path length. 
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Eseguendo questi step più volte e considerando la media del path length di ogni albero, si ottiene una 

misura di normalità del campione e una funzione che permette di decidere se una nuova osservazione deve 
essere considerata anomala.  

Negli alberi generati casualmente, le osservazioni vengono ricorsivamente partizionate. Gli alberi producono 

percorsi più brevi (minor path length) quando siamo in presenza di anomalie. Questo si verifica perché nelle 
regioni in cui vi sono le anomalie, ci sono meno osservazioni da partizionare e quindi si generano meno 

biforcazioni. Minor partizioni significa una struttura più contratta dell’albero. 

Inoltre è più probabile che le osservazioni più distinguibili vengano separate nei primi step del processo di 

partizionamento.  

Figura 46 - Rappresentazione ad albero delle osservazioni suddivise 

 

Utilizzando il criterio di casualità per scegliere i valori di biforcazione, è possibile che in un dato albero 

un’osservazione regolare sia isolata in pochi passaggi. Tuttavia, ripetendo questi passaggi su tutti gli alberi 
della foresta e considerandone la media (o la moda per i problemi di classificazione), è improbabile che 

l’osservazione regolare sia ripetutamente isolata in pochi passaggi. Quindi, se collettivamente gli alberi di 
una random forest producono dei path più brevi per alcune osservazioni del dataset, si è molto 

probabilmente in presenza di outlier. La tecnica funziona particolarmente bene se il training set non possiede 

outlier. A titolo di esempio si consideri un dataset bi-dimensionale con le osservazioni concentrate in soli due 
punti e senza outlier. 

Figura 47 - Training set senza outlier 
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L’algoritmo isola le osservazioni selezionando casualmente le feature del dataset e casualmente selezionando 

un valore di separazione compreso tra il valore massimo e minimo tra quelli assunti dalla feature, per poi 
passare alla feature successiva.  

Terminato l’albero, il processo re-inizia per un nuovo albero. Raccolti tutti gli alberi decisionali, questi 

vengono uniti effettuando la media. Si ha ora a disposizione uno strumento per decidere se una nuova 
osservazione è un outlier. Infatti, una volta effettuato il training, si analizzano le nuove osservazioni sugli 

alberi prodotti per il training. Sono considerate outlier le nuove osservazioni, che percorrono l’albero con un 
minor numero di step (minor path length). 

 

Figura 48 - Risultato dell’algoritmo Isolation Forest sul training set analizzato 

 

Fuzzy C-means 

Un altro metodo per effettuare l’outlier detection è quello di applicare la tecnica fuzzy C-means (Cox D.E., 

1995). 

Si tratta di una tecnica di clustering: dato un insieme di dati (𝑛 osservazioni), lo scopo è quello di identificare 

raggruppamenti naturali di questi punti in 𝑘 insiemi, per cercare di ottenere una concisa rappresentazione 

del comportamento del sistema (Bojadziev & Bojadziev, 2007).  

L’aspetto particolare e innovativo rispetto al clustering standard è che questo approccio, prendendo 
ispirazione direttamente dalla fuzzy logic, consente, per ciascun punto del set di training, di determinare un 

certo grado di appartenenza ad ognuno dei cluster che vengono individuati (Chiu S., 1994).  

L’algoritmo opera assegnando in maniera casuale un certo grado di appartenenza (𝜇𝑖𝑗) a ciascuna 

osservazione 𝑖, rispetto ad ognuno dei cluster 𝑗 e ricavando di conseguenza una certa distribuzione spaziale 

iniziale dei centri di massa delle 𝑘 partizioni che si vogliono ricavare. 

Attraverso un procedimento iterativo, l’algoritmo muove dinamicamente i baricentri verso la localizzazione 

ottima. Per farlo viene definita una funzione di costo da minimizzare (Bezdec J. C., 1981).  

La scelta della funzione di costo standard è rappresentata dalla somma delle distanze euclidee di ciascun 

punto da ciascun centro di massa, opportunamente pesate col corretto grado di appartenenza al cluster 
generato da tale centro di massa.   

Matematicamente, l’algoritmo si basa sulla minimizzazione del seguente funzionale di costo (Caligaris O., 

Fioribello F., Giribone P. G., 2017): 
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𝐽 =∑∑𝜇𝑖𝑗‖𝑥𝑖 − 𝑐𝑗‖
2

𝑘

𝑗=1

𝑛

𝑖=1

 

Dove: 

𝑛 = numero di punti del dataset; 

𝑘 = numero di cluster da dover individuare; 

𝑥𝑖  = 𝑖-esimo punto del dataset; 

𝑐𝑗 = centro del 𝑗-esimo cluster; 

𝜇𝑖𝑗 = grado di appartenenza dell’ 𝑖-esimo punto al 𝑗-esimo cluster. 

 

A livello procedurale, si possono evidenziare 5 passi distinti che devono essere compiuti dall’euristica per 

raggiungere l’ottimo.  

 

a) Inizializzazione random di tutti i valori di appartenenza 𝜇𝑖𝑗 
 

b) Calcolo dei centri di massa dei cluster mediante:   
 

𝑐𝑗 = 
∑ 𝜇𝑖𝑗𝑥𝑖
𝑛
𝑖=1

∑ 𝜇𝑖𝑗
𝑛
𝑖=1

 

                

c) Aggiornamento di tutti i nuovi 𝜇𝑖𝑗 mediante la formula:   

𝜇𝑖𝑗 = 
1

∑ (
‖𝑥𝑖 − 𝑐𝑗‖
‖𝑥𝑖 − 𝑐𝑙‖

)𝑘
𝑙=1

2 

 

d) Calcolo del valore del funzionale di costo  𝐽 
 

e) Ripetizione dei passi b)-d) fino al raggiungimento di un miglioramento pressoché nullo del funzionale di 
costo rispetto all’iterazione precedente, oppure si raggiunge il numero massimo di iterazioni imposto dallo 

sperimentatore. 

Self-Organizing Map 

Le self-organizing maps, anche note in letteratura come self-organizing feature maps o SOM, sono reti 
neurali artificiali ANN che presentano la caratteristica che il loro output è lo stato della rete (Kohonen T., 

1982). In sostanza, si vuole vedere come la rete si organizza a seguito di un apprendimento completamente 
non supervisionato (Kohonen T., 1989). 

Quindi, a differenza di altre ANN, non serve conoscere quale valore è calcolato dal singolo neurone, ma 

solamente se il neurone interviene attivamente nella rete (Kohonen T., 1998). 

Considerando un dataset complesso di 𝑁 dimensioni, la SOM mappa tale spazio su una griglia di celle di 

dimensione 𝐺 dove 𝐺 << 𝑁. La SOM consente quindi di rappresentare il dataset in una forma meno 

complessa, concentrandosi sulle caratteristiche più rilevanti.  

Al fine di generare questa mappa, la SOM inizialmente alloca, secondo una griglia di partenza 𝐺-

dimensionale, i punti all’interno dello spazio vettoriale complesso di riferimento 𝑁-dimensionale. 

In una griglia monodimensionale, i neuroni di partenza sono generalmente disposti in modo equi-distanziato 

su un segmento. 
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Una griglia bidimensionale può essere progettata generalmente secondo tre topologie (Cafferata A., Giribone 

P.G., 2017): 

- rettangolare (le connessioni tra neuroni contigui formano angoli retti costituendo una griglia rettangolare 

regolare) 

- esagonale (le connessioni tra neuroni contigui formano angoli di sessanta gradi costituendo una griglia di 

triangoli equilateri) 

- casuale (i punti della rete sono generati casualmente all’interno dello spazio vettoriale di input) 

Le griglie più diffuse sono le prime due in quanto la configurazione iniziale risulta più ordinata per la fase di 

inizio costruzione. Le SOM funzionano anche su griglie di dimensioni più elevate, tuttavia vengono meno 

utilizzate nella pratica, perché più difficili da visualizzare e quindi da interpretare. 

 

Figura 49 - Griglie bidimensionali di partenza per una SOM. A sinistra con topologia 
rettangolare, a destra con topologia esagonale 

 

 

Durante l’algoritmo di apprendimento, i punti costituenti la SOM modificheranno la propria posizione nello 

spazio e, conseguentemente, la topologia della rete, in modo da ricoprire al meglio le posizioni assunte dai 
punti di partenza percepite dai suoi neuroni (Kriesel D., 2005). 

Il processo di addestramento dei neuroni di una SOM è molto simile a quello delle altre reti neurali: 

a) Inizializzazione 

La rete distribuisce casualmente i centri 𝑐𝑘 ∈ ℝ
𝑁 nello spazio vettoriale di riferimento. 

b) Creazione di un pattern 

Uno stimolo (stimulus), ossia un punto 𝑝, è selezionato dallo spazio vettoriale degli input ℝ𝑁. 

c) Calcolo della metrica 

Per ogni neurone 𝑘 viene calcolata la distanza da 𝑝: ‖𝑝 − 𝑐𝑘‖ 

d) Attivazione di un neurone: 

Si determina il neurone vincente 𝑖. Nel modo di procedere denominato “winner-takes-all scheme” si sceglie 

quello con la distanza minore da  𝑝. Ossia, il centro di calcolo con la distanza più ravvicinata all’input, 

denominato 𝑖, diventa attivo, mentre tutti gli altri rimangono inattivi.  

‖𝑝 − 𝑐𝑖‖ ≤ ‖𝑝 − 𝑐𝑘‖,    ∀𝑘 ≠ 𝑖 

 

e) Output:  

La procedura evidenzia quale neurone è diventato attivo. 
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f) Adattamento dei centri 

I centri kc  sono mossi nello spazio vettoriale degli input: 

𝑐𝑘(𝑡 + 1) = 𝑐𝑘(𝑡) + Δ𝑐𝑘(𝑡) 

Dove 

Δ𝑐𝑘 = 𝜂(𝑡) ⋅ ℎ(𝑖, 𝑘, 𝑡) ⋅ (𝑝 − 𝑐𝑘) 

 

Il cambio nella posizione dei neuroni è proporzionale sia alla distanza del neurone da 𝑝, sia al coefficiente di 

apprendimento tempo-variante 𝜂(𝑡). I valori di 𝜂(𝑡) comunemente usati ricadono nell’intervallo [0,01; 0,6] ed 

il prodotto 𝜂(𝑡) ⋅ ℎ(𝑖, 𝑘, 𝑡) deve sempre essere minore o uguale ad 1 per evitare esplosioni della rete 

(Kohonen T., 1998).  

La funzione di apprendimento topologico ℎ(𝑖, 𝑘, 𝑡) deve essere unimodale, con massimo vicino al centroide 

𝑐𝑘.  

In letteratura è molto usata la funzione: 

ℎ(𝑖, 𝑘, 𝑡) = exp (−
‖𝑔𝑖 − 𝑐𝑘‖

2

2𝜎(𝑡)2
) 

dove ‖𝑔𝑖 − 𝑐𝑘‖
2 indica la distanza tra il centro 𝑐𝑘 e l’i-esimo punto appartenente alla griglia e 𝜎 è 

decrescente del tempo (Kriesel, 2005). 

t-Distributed Stochastic Neighbor Embedding 

La tecnica del t-Distributed Stochastic Neighbor Embedding o t-SNE (Van Der Maaten L., Hinton G., 2008) è 
costituita da un algoritmo che rientra nella classe del Unsupervised Machine Learning ed è utilizzato per 

ridurre la dimensione del dataset.  

La grande dimensione dei dataset rappresenta infatti un problema in termini di performance ed efficienza 
degli algoritmi di machine learning. 

Nella pratica si osserva che la dimensione intrinseca di un dataset, ovvero il minimo numero di parametri 
necessario a descrivere le proprietà dei dati, è generalmente molto inferiore all’effettiva dimensione del 

dataset. 

Per questo le tecniche di riduzione della dimensione sono molto utilizzate dagli analisti, perché mantengono 

le informazioni fondamentali dei dati in modo più compatto, permettendo di risparmiare in termini di tempo 

di calcolo. 

L’algoritmo apprende una mappatura non-lineare tra lo spazio dei dati (spazio di dimensione elevata) e uno 

spazio latente di più bassa dimensione che preserva la struttura locale.  

Per preservare la struttura locale dei dati si definisce una funzione di similarità tra le coppie di punti dello 

spazio dei dati. Tale funzione presenta la struttura Gaussiana, nella qualità di probabilità condizionale e 

simmetrica: 

 

𝑃(𝑥𝑖| 𝑥𝑗) =

{
 
 

 
 

exp (−
‖𝑥𝑖 − 𝑥𝑗‖

2

2𝜎2
⁄ )

5∑ exp (−
‖𝑥𝑘 − 𝑥𝑙‖

2

2𝜎2
⁄ )𝑘≠𝑙

, 𝑥𝑖 ≠ 𝑥𝑗

0, 𝑥𝑖 = 𝑥𝑗
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Analoga funzione di similarità viene definita sullo spazio latente d’arrivo. Nella tecnica SNE standard, la 

funzione di similarità nello spazio d’arrivo possiede ancora una struttura Gaussiana con σ =
1

√2
. 

La mappatura dallo spazio dei dati sviluppata su uno spazio di dimensione minore, porta con sé un problema 

di concentrazione del dato nello spazio di arrivo. Si immagini, per esempio, un insieme di punti equi-stanziati 
(secondo la funzione di similarità definita sopra). Tale configurazione assume la forma di una sfera nello 

spazio di partenza. Immaginando di usare la medesima funzione di similarità nello spazio di arrivo, si otterrà 

ancora una sfera di dimensione ridotta nello spazio d’arrivo: il volume occupato sarà ridotto in confronto a 
quella originale e non ci sarà ampiezza necessaria per rappresentare tutti i punti “senza sovrapposizioni”. Se 

da un lato questo è normale perché stiamo riducendo la dimensione del problema, dall’altro si vuole 
mantenere il maggior numero di informazioni possibili. La scelta di una distribuzione con code più pesanti 

nello spazio d’arrivo va proprio in questa direzione: aumentare le distanze tramite la funzione di mappatura, 

deformando di fatto la funzione di similarità tra i due spazi. 

La tecnica t-SNE si differenzia dal SNE (Hinton G., Roweis S., 2003) tradizionale, proprio perché nello spazio 

d’arrivo la funzione di similarità ha una struttura t-Student ed è costruita come segue: 

 

𝑄(𝑦𝑖| 𝑦𝑗) = {
 (1 + ‖𝑦𝑖 − 𝑦𝑗‖

2
)
−1

∑ (1 + ‖𝑦𝑘 − 𝑦𝑙‖
2)−1𝑘≠𝑙

, 𝑦𝑖 ≠ 𝑦𝑗

0, 𝑦𝑖 = 𝑦𝑗

 

 

dove si è indicato con 𝑦𝑖 un generico punto dello spazio d’arrivo immagine di un punto di partenza dello 

spazio dei dati 𝑥𝑖. L’algoritmo utilizzato tende a minimizzare il funzionale di costo (divergenza di Kullback–

Leibler): 

 

𝐶 =∑∑𝑃(𝑥𝑖|𝑥𝑗) 𝑙𝑜𝑔
𝑃(𝑥𝑖|𝑥𝑗)

𝑄(𝑦𝑖|𝑦𝑗)𝑗𝑖

 

 

Questa minimizzazione può essere affrontata con facilità con una qualsiasi tecnica di discesa del gradiente, 
rendendo l’algoritmo molto efficiente e contenendo i tempi di calcolo. 

Da notare che, anche se questa è una tecnica peculiare per la riduzione della dimensionalità di un dataset, 

può essere utilizzata come base per eseguire outlier detection. 

4.5 Architetture Particolari 

In questa sezione vengono affrontate delle architetture particolari di reti neurali dedicate alla risoluzione di 

problemi specialistici. Queste ereditano i principi di funzionamento già esposti in precedenza, ma, grazie a 
particolari configurazioni specifiche tra neuroni o tra strati, riescono ad essere impiegate con successo per la 

risoluzione di problemi di natura professionale. Vengono presentate le reti neurali autoassociative mediante 
le quali si riesce ad effettuare un’analisi non-lineare delle componenti principali e le feed-forward neural 

network dotate di neuroni circolari, mediante le quali si riesce ad interpretare adeguatamente l’eventuale 
periodicità in un insieme di dati. 

Le reti neurali autoassociative e la NLPCA 

L’analisi delle componenti principali (Principal Component Analysis abbreviato in PCA) fornisce uno strumento 

per studiare un insieme di dati, individuando relazioni lineari tra essi (Abdi H., Williams L. J., 2010).  
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Si supponga di dover esaminare un insieme di dati raccolti in una matrice 𝑃. Le righe della matrice 

rappresentano le osservazioni e ciascun elemento di ogni riga rappresenta una caratteristica dell’entità in 

osservazione. Per semplicità supporremo che le caratteristiche in esame siano tre, per cui: 

 

𝑃 =

(

 
 

𝑥1 𝑦1 𝑧1
𝑥2 𝑦2 𝑧2
𝑥3 𝑦3 𝑧3
… … …
𝑥𝑛 𝑦𝑛 𝑧𝑛)

 
 
=

(

 
 

𝑃1
𝑃2
𝑃3
…
𝑃𝑛)

 
 
= (𝑥 𝑦 𝑧) 

 

Supponiamo i dati costituenti la matrice in forma normalizzata.  Nel caso non lo fossero, sostituiamo ad 𝑥 il 

vettore 
𝑥−𝜇𝑥

𝜎𝑥
, essendo 𝜇𝑥 la media e 𝜎𝑥 la deviazione standard di 𝑥. 

Tipicamente (𝑥𝑘 , 𝑦𝑘 , 𝑧𝑘) potrebbe rappresentare un punto del grafico di una funzione 𝑧 = 𝑓(𝑥, 𝑦) di due 

variabili. 

Mediante la PCA possiamo mettere in evidenza eventuali dipendenze lineari o approssimabili linearmente tra 
𝑥, 𝑦 e 𝑧, in modo da caratterizzare il comportamento di 𝑓. 

Ciò può essere fatto cercando due matrici 𝐴 e 𝐵 che consentano di proiettare i dati su uno spazio di 

dimensione inferiore mediante la trasformazione lineare 𝑅 = 𝐴𝑃 e di ricostruire i dati iniziali mediante una 

seconda trasformazione lineare, individuata dalla matrice 𝐵, in modo che 𝐵𝐴𝑃 approssimi al meglio 𝑃, in 

modo che la quantità 𝐸𝑟𝑟 =  ‖𝑃 − 𝐵𝐴𝑃‖2 sia minima. 

Le matrici 𝐴 e 𝐵 possono essere individuate utilizzando gli autovettori della matrice di correlazione dei dati, 

ma si prestano anche ad essere stimate utilizzando un’opportuna rete neurale. Infatti, assegnata una terna 
di dati 𝑃, possiamo schematizzare il procedimento per ottenere 𝐵𝐴𝑃 come una rete neurale costituita da 

neuroni con funzioni di attivazione uguali all’identità: 𝑠(𝑥) = 𝑥 come da Figura 50. 

Il primo strato della rete rappresenta i dati in ingresso 𝑃, il secondo rappresenta i dati proiettati su uno 

spazio di dimensione inferiore, mentre il terzo strato rappresenta l’output che dovrà essere confrontato con 
𝑃; la rete poi si può addestrare in modo da minimizzare la differenza tra input ed output. I pesi assegnati 

alle connessioni tra primo e secondo strato sono definiti dalla matrice 𝐴, mentre 𝐵 è la matrice dei pesi da 

assegnare alle connessioni tra secondo e terzo strato. Le matrici 𝐴 e 𝐵 che minimizzano la differenza 

𝐸𝑟𝑟 = ‖(𝑥, 𝑦, 𝑧) − (𝜉, 𝜂, 𝜁)‖2 si possono trovare, come per una rete neurale standard, propagando all’indietro 

l’errore, il che corrisponde all’applicazione del metodo del gradiente per l’ottimizzazione di 𝐸𝑟𝑟. L’idea 

introdotta nell’Analisi delle Componenti Principali Non-lineare (NLPCA), si riduce essenzialmente nel sostituire 

alla funzione lineare definita dal prodotto di due matrici una funzione non-lineare (Kramer M. A., 1991). La 

non-linearità è indotta dall’applicazione di una funzione di attivazione di forma sigmoidale alla somma degli 
ingressi di ciascun neurone. Il risultato è una Rete Neurale Autoassociativa (AANN), che deve essere 

addestrata in modo che la differenza tra dato in ingresso e dato in uscita sia minima. Pertanto, si cerca di 
determinare 𝐹 e 𝐺, funzioni tali che 𝐸𝑟𝑟 = ‖𝑃 − 𝐺(𝐹(𝑃)))‖2 risulti minima, essendo  𝐹 una funzione che 

trasporta il dato 𝑃  su uno spazio di dimensione inferiore e 𝐺 una funzione che ricostruisce il dato, 𝐹 e 𝐺 

sono funzioni definite per mezzo di una rete neurale autoassociativa (Scholz M., 2012). La situazione è 

descritta nella Figura 51. 

La rete viene addestrata minimizzando 𝐸𝑟𝑟 mediante il classico metodo del gradiente; la struttura di 𝐸𝑟𝑟 è 

tale che le operazioni da compiere sono localizzate per ogni neurone e possono essere attuate mediante 

l’algoritmo di back-propagation (Caligaris O., 2007). 

La rete definisce non solo una funzione, che è un’ottima approssimazione della relazione che lega i dati di 

ingresso, ma è inoltre in grado di recepire la struttura dei dati, consentendo la ricostruzione di eventuali 

punti mancanti: lo strato centrale, costituito da soli due neuroni, consente infatti di creare un “collo di 
bottiglia” in grado di proiettare i dati, originariamente in ℜ3, su uno spazio bidimensionale, isolandone le 

caratteristiche principali (Scholz M. et al., 2005).  
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Figura 50 - Architettura neurale per la PCA lineare 

 

Figura 51 - Architettura neurale per la PCA non lineare 
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Al fine di comprendere come agisce, si propone un esempio (Caligaris O., Giribone P.G., Neffelli M., 2017). 

Si considerino i punti in ℜ3 aventi le coordinate (𝑥, 𝑦, 2𝑥 + 5𝑦) per 𝑥 ∈ [1,8] e 𝑦 ∈ [1,14] e si supponga di 

alterare la terza coordinata con un valore casuale ragionevolmente piccolo, in modo che la superficie 
generata conservi l’andamento, anche se perturbato, del piano  𝑧 = 2𝑥 + 5𝑦. 

Inoltre, eliminiamo circa il 30% dei valori di 𝑧, con un criterio casuale. 

Otteniamo una superficie nella quale si riconosce l’andamento lineare, che tuttavia risulta fortemente 

perturbata ed incompleta come osservabile in Figura 52. 

Addestrando con i valori ottenuti una rete neurale auto-associativa del tipo prima descritto, otteniamo in 

uscita la superficie mostrata in Figura 53, nella quale è messo in evidenza l’andamento lineare. In aggiunta 

viene fornito un valore calcolato anche nei casi in cui mancavano i dati. 

Figura 52 - La superficie risultante dopo aver eliminato il 30% dei valori dal piano iniziale e aver 
introdotto nei rimanenti una componente aletoria 

 

 

 

 

 

Figura 53 - Un’immagine della ricostruzione della AANN dopo 1.000 epoche 
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Analogamente al procedimento appena descritto, la Figura 54, mostra la ricostruzione della funzione 

benchmark 𝑓(𝑥, 𝑦) =
sin(√𝑥2+𝑦2)

√𝑥2+𝑦2
 con 𝑓(0,0) = 1. 

 

Figura 54 - Ricostruzione di una funzione benchmark tramite ANN 

 

Le reti neurali feed-forward con neuroni circolari 

Le reti di tipo feed-forward possono essere adattate in modo da descrivere al meglio insiemi di dati aventi 

caratteristiche particolari, come può essere, ad esempio, la stagionalità in una serie storica (Caligaris O., 
Giribone P.G., 2018). L’estrema semplicità dei componenti elementari ed il grande numero di parametri 

disponibili rendono una rete neurale molto conveniente per questo scopo. 

Ad esempio si possono usare i neuroni a coppie, definendo i così detti neuroni circolari, nel caso in cui i dati 
da analizzare presentino delle periodicità (Kirby & Miranda, 1996). Una coppia di neuroni circolari produce 

un’uscita che, per ciascun neurone, dipende oltre che dai propri ingressi anche dagli ingressi dei neuroni ad 
esso associati. 

Più precisamente, come rappresentato nella Figura 55, se 𝜉 è l’ingresso del primo neurone e 𝜂 è l’ingresso 

del secondo, allora il primo ed il secondo neurone produrranno un’uscita, rispettivamente pari a: 
ξ

√ξ2+𝜂2
, 

η

√ξ2+𝜂2
. 

Si ottiene quindi che la funzione di attivazione 𝑠 risulta dipendente da due variabili ed assume valori in ℜ2: 

𝑠(𝑥, 𝑦) = (
𝑥

√𝑥2 + 𝑦2
,

𝑦

√𝑥2 + 𝑦2
) 

L’algoritmo di backpropagation dipenderà quindi dal gradiente: 

∇𝑠(𝑥, 𝑦) =

(

 
 

𝑥2

√(𝑥2 + 𝑦2)3
−

𝑥𝑦

√(𝑥2 + 𝑦2)3

−
𝑥𝑦

√(𝑥2 + 𝑦2)3

𝑥2

√(𝑥2 + 𝑦2)3 )

 
 

 

 

La restante procedura è del tutto analoga a quella già descritta per le reti neurali feed-forward statiche. 
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Figura 55 - Rappresentazione dei Neuroni circolari 
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5. APPLICAZIONI 

5.1 Applicazioni del Machine Learning al Rischio di Credito 

5.1.1 Stima modello di Probabilità di Default 

In questo capitolo si esaminano i risultati dell'applicazione di diverse tecniche di apprendimento automatico a 
un problema legato alla stima della probabilità di default. Lo studio è stato condotto su un campione 

contenente oltre 800.000 clienti retail di una banca europea sotto supervisione della BCE, con 10 anni di 

informazioni storiche (da gennaio 2006 a dicembre 2016) e più di 600 variabili da analizzare per ciascun 
cliente provenienti da tre fonti di dati principali: 

 Credit Bureau: sono state costruite circa 270 variabili informative (ad esempio numero di entità 

segnalanti, ammontare della rata scaduta, punteggio esterno, numero di contratti esistenti, 

importo totale scaduto, importo eccedente ecc.); 

 Sociodemografica: sono state costruite circa 160 variabili (ad esempio reddito annuale, situazione 

abitativa, stato civile, settore di attività, professione, note negative, anzianità bancaria ecc.); 

 Prodotto (livello di transazione): sono stati definiti 190 indicatori come, ad esempio, durata del 

prestito, grado ipotecario, tipo di tasso di interesse, scopo di finanziamento, tipo di prodotto, rata 

/ reddito ecc. 

Il processo di sviluppo è stato suddiviso in tre diverse fasi:  

 Selezione variabile; 

 Modello multivariato; 

 Parametri di calibrazione e classe di valutazione. 

Nella prima fase, è stata utilizzata una regressione logistica combinata a logiche di automatizzazione del 

processo selettivo, al fine di ridurre i tempi di esecuzione, elevati a causa della dimensionalità del dataset, e 
massimizzando al contempo il potere predittivo e il contributo di ciascuna variabile alla stima delle probabilità 

di default. Il modello logistico tradizionale è stato combinato con un algoritmo automatico in grado di 

applicare a ciascuna variabile un insieme di vincoli predefiniti, quali il rapporto di accuratezza superiore al 
10%, la percentuale di valori mancanti inferiori a 15% e coerenza del segno di coefficiente con l'andamento 

previsto tra la variabile e la probabilità di default. Partendo da una long list di 600 variabili, è stata 
identificata una short list consistente di 60 variabili in un tempo di esecuzione molto ridotto. 

Nella seconda fase, invece, le variabili individuate precedentemente sono state oggetto di un'analisi della 

correlazione al fine di evitare effetti di multicollinearità dovuti al doppio conteggio delle informazioni. In 
particolare, le variabili con correlazione superiore, in valore assoluto, al 50% non sono state considerate. 

È stata successivamente identificata la migliore combinazione multivariata di driver tramite il confronto dei 

risultati di tre algoritmi Machine Learning: 

 Rete neurale a tre strati, basata sull’algoritmo di backpropagation, completamente connessa e 

feed-forward; 

 Modello CART che utilizza nella “fase di potatura” l’indice di Gini come funzione obiettivo per la 

riduzione dell’albero; 

 Modello Random Forest. 

Dal confronto tra i modelli, eseguito in termini di Accuracy Ratio (AR) e Correct Classification Rate (CCR), è 

emerso che il ranking prodotto dal modello di albero di classificazione è paragonabile in termini di potere 
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predittivo a quello Random Forest, che è risultato il migliore modello tra i tre, ottenendo un valore di AR pari 

rispettivamente a 62% e 65% e di CCR del 83% e 84%. Meno soddisfacente sono state invece le prestazioni 
della rete neurale, che ha performato peggio rispetto altri due modelli, ottenendo un AR del 56% e un CCR 

dell’81%. 

Molto importante è comunque sottolineare, al di là delle prestazioni ottenute, che l’albero di classificazione 

risulta essere, tra i tre, molto più interpretabile da un punto di vista economico, in contrapposizione con gli 
altri due che non permettono una buona comprensione dei risultati e dei legami tra le variabili di input e 

quella di output.  

Nell'ultima fase di sviluppo, è stata infine applicata ai dati una tecnica di apprendimento non supervisionato 
(la cluster analysis k-means ) in grado di calibrare i parametri e classificare i clienti inserendoli all'interno di 

una scala ordinale di 7 classi, scegliendo la migliore divisione dei dati testando circa 2 mln di possibili scale 
per identificare il raggruppamento più predittivo in termini di potenza di calibrazione. La bontà dei risultati 

dell’applicazione della cluster analysis è stata verificata attraverso un test binomiale. 

5.1.1.1 Utilizzo delle Support Vector Machines per la stima di un modello di PD 

In tale paragrafo viene approfondita l’applicazione delle Support Vector Machines nella stima di un modello 

di Probabilità di Default attraverso un case study reale. In particolare, il modello SVM è stato utilizzato per 
analizzare il fenomeno di “bankruptcy” applicato ad un campione di oltre 42 mila piccole-medie imprese 

italiane nel periodo dal 2011 al 2016. 

L’esito delle analisi condotte ha evidenziato che il confronto con le stime ottenute dal SVM rispetto al 
modello Logit permette, anche per il “mercato” italiano, di raggiungere performance migliori nel classificare 

correttamente le imprese insolventi rispetto a quelle solventi. 

In particolare, l’applicazione del machine learning con SVM nel modello proposto (con 17 ratio di bilancio) 

permette di raggiungere un’area sotto la curva ROC pari a 0,813. Inoltre il modello SVM ha fatto registrare 

un balanced accuracy (derivante dalla Confusion Matrix) pari al 77,3% contro un 62,9% nel modello Logit. 

Infine, gli autori hanno utilizzato un ulteriore indicatore rispetto agli studi precedenti: il J-Index di Youden 

(1950) che considera anche le proporzioni nei campioni correttamente previsti per entrambi i gruppi 
solventi/insolventi. 

L’indice citato risulta calcolato considerando la Sensitivity e la Specificity (indicate solitamente nella 
Confusion Matrix). Tale metodo, peraltro, appare più appropriato per riepilogare la grandezza e l’impatto di 

entrambi i tipi di errori (detti “falsi positivi” e “falsi negativi”); lo studio citato perviene dunque ad un indice 

per il modello SVM pari a 0,54 superiore rispetto a 0,25 ottenuto con il modello Logit. 

In conclusione, l’evidenza empirica basata su diversi campioni, anche dal punto di vista geografico, conferma 

la performance superiore dei modelli SVM nel classificare in maniera più efficiente le imprese insolventi da 
quelle solventi - e conseguentemente – nello stimare in maniera più robusta la probabilità di default. 

Tuttavia, in ottica di un uso aziendale dei modelli SVM, in cui può essere necessario calibrare il modello e 

prevedere continuamente i dati di test, SVM potrebbe cadere nella trappola del “over-fitting”. 

A mitigazione di questo “model risk”, gli studi menzionati in letteratura suggeriscono di effettuare delle 

validazioni basate su simulazioni con estrazioni di sotto-campioni. 

In sintesi, i vantaggi principali riguardano: 

1. SVM funziona bene in caso di dati separabili non lineari usando il metodo della funzione kernel; 

2. Funziona bene nei casi di più dimensioni (cioè considerando un alto numero di predittori); 

3. Non soffre di problemi di multi-collinearità. 

Mentre i principali svantaggi riguardano: 

1. SVM è un metodo time-consuming soprattutto su un set di dati di grandi dimensioni; 

2. Il kernel lineare è quasi simile alla regressione logistica in caso di dati separabili lineari. 
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5.1.2 Stima di un modello di Early Warning 

In questo capitolo sono state comparate le diverse risultanze ottenute nell’ambito dell’early warning, 

applicando una tecnica parametrica tradizionale – il logit- e due tecniche non parametriche alternative – la 
random forest e la rete neurale. L’analisi comparativa è stata effettuata su un ampio campione di controparti 

business, estratte in forma anonima da Eurisc, il SIC di CRIF. Su queste controparti, che al momento della 
rilevazione campionaria hanno mostrato un comportamento creditizio regolare, è stato rilevato il fenomeno 

di early warning, definito dalla tensione nella gestione del credito, che si manifesta nei sei mesi successivi 
alla rilevazione attraverso il mancato adempimento degli obblighi contrattuali (come ad esempio il rimborso 

degli oneri finanziari già contratti) oppure attraverso il ricorso alle linee di credito rotative in misura superiore 

ai massimali previsti. Il tasso di default che sintetizza il manifestarsi di questi eventi di delinquency a livello 
di singola impresa è stato registrato sul campione in un orizzonte di sei mesi dalla data di rilevazione. Per 

garantire una piena comparabilità dei risultati, le stime del logit, della rete neurale e della random forest 
sono state condotte ceteris paribus sullo stesso campione, adottando lo stesso set informativo ovvero la 

stessa lista di variabili predittive, e la stessa definizione di default. 

Le tre tecniche offrono performance statistiche assolutamente in linea con le best practice della scoring 
industry. Si evidenzia come la random forest presenti performance migliori rispetto agli altri modelli 

ottenendo valori di Accuracy Ratio (AR) pari al 71.6%, superando la rete neurale e il logit, per i quali si ha 
un AR rispettivamente del 69.2% e del 67.3%. 

Comparando l’approccio tradizionale a quello di machine learning, è possibile notare che le valutazioni 

prodotte dal modello logit e dal modello random forest risultino complessivamente coerenti. Quindi, in 
termini di performance, i tre modelli possono essere considerati alternativi e competitivi. 

Qualche differenza, però, va segnalata per quanto concerne le modalità di sviluppo e fine tuning. A parità di 
set informativo comune, ossia una short list di circa 20 variabili ottenuta a partire da una long list di circa 

200 già disponibili estratte da Eurisc, il modello logit è soggetto a maggiori vincoli imposti dalla metodologia 
parametrica. Le tecniche non parametriche, invece, in fase applicativa sono in grado di offrire maggiore 

flessibilità nel trattamento delle variabili, cogliere relazioni non lineari insite nei dati, massimizzare il valore di 

tutta l’informazione campionaria disponibile e velocizzare l’aggiornamento dei modelli su nuove basi 
campionarie. 

Nello specifico, la valutazione offerta dalla random forest, che si basa su di 100 alberi decisionali alternativi 
le cui valutazioni sulla singola impresa vengono mediate per produrre una valutazione finale complessiva, 

sembra essere la tecnica che offre i risultati migliori proprio perché non riducibile ad un singolo modello 

statistico, bensì alla sintesi di una pluralità di alberi decisionali che sfruttano e massimizzano l’informazione 
portata da tutte le variabili predittive disponibili combinandole in modo alternativo, potenzialità che un 

singolo score non sempre può raggiungere. 

In termini di controllo dell’esposizione residua e a rischio, i risultati, in termini di rapporto percentuale tra 

l’esposizione effettivamente insoluta nel periodo di performance e il valore dell’esposizione residua e a rischio 
al momento della rilevazione campionaria divisi per macro fasce di rischio, sono molto significativi: la fascia a 

rischio alto intercetta il 23.6% di esposizione a rischio che sul periodo di performance passa a default, 

mentre il logit ne intercetta il 22.4%. 

Simili risultati confermano i benefici potenzialmente derivabili dall’applicazione di tecniche di machine 

learning nei processi di gestione del credito e suggeriscono la ricerca di chiavi interpretative diverse, come 
ad esempio una reportistica descrittiva, che rendano il modello più trasparente e comprensibile agli utenti 

finali. In tal senso, un valido ausilio è dato dall’analisi descrittiva della probabilità sulle classi delle principali 

variabili predittive. La coerenza e la regolarità dell’andamento dei valori medi della probabilità di default sulle 
classi delle variabili agevolano notevolmente l’interpretazione e la comprensione delle caratteristiche del 

modello, in modo da rendere il risultato finale più intelligibile.  
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5.2 Applicazioni del ML al Rischio di Mercato  

5.2.1 Fitting Dati e Regressione  

É di estrema importanza, al fine di monitorare correttamente il rischio di un portafoglio e per la 
pianificazione di strategie adeguate di asset allocation, modellizzare opportunamente la struttura a termine 

dei tassi d’interesse. 

La modellizzazione parametrica dei tassi spot consente, in particolare, di pervenire ad una forma analitica 
della curva analizzata, impiegando come variabile indipendente il tempo a scadenza. Pertanto, tale approccio 

regressivo ha il vantaggio di risultare idoneo a qualsiasi tipo di scenario e analisi what-if che lo 
sperimentatore abbia intenzione di condurre (stress paralleli, twist, butterfly lungo tutta la curva o porzioni di 

essa). 

Lo svantaggio delle tecniche parametriche risiede nel fatto che queste assumono aprioristicamente una 

forma di funzione alla quale la term-structure osservata sul mercato deve necessariamente adattarsi, previa 

stima di un insieme di parametri (Gilli, Große & Schumann, 2010). 

Le funzioni da impiegare per il fitting, proposte dalla letteratura tecnico-scientifica, sono basate sulle tipiche 

forme che le curve dei tassi hanno assunto nella storia passata (Caligaris O., Giribone P. G., 2015). 

Queste vengono di seguito sinteticamente riportate: 

a) Nelson e Siegel - NS model (Nelson & Siegel, 1987) 

𝑦𝑁𝑆(𝑡; 𝛽, 𝜏) = 𝛽0 + 𝛽1 {
𝜏

𝑡
[1 − exp (−

𝑡

𝜏
)]} + 𝛽2 {

𝜏

𝑡
[1 − exp (−

𝑡

𝜏
)] − exp (−

𝑡

𝜏
)}  

Dove: 

𝑦 è la curva dei rendimenti da modellizzare 

𝑡 è il tempo a scadenza (time to maturity), variabile indipendente del problema di fitting 

𝛽 è il vettore lineare dei parametri; 𝛽 = (𝛽0, 𝛽1, 𝛽2) e 𝜏 è il parametro non lineare 

 

b) Svensson - SV model (Svensson, 1994) 

𝑦𝑆𝑉(𝑡; 𝛽, 𝜏) = 𝛽0 + 𝛽1 {
𝜏1

𝑡
[1 − exp (−

𝑡

𝜏1
)]} + 𝛽2 {

𝜏1

𝑡
[1 − exp (−

𝑡

𝜏1
)] − exp (−

𝑡

𝜏1
)} + 𝛽3 {

𝜏2

𝑡
[1 − exp (−

𝑡

𝜏2
)] −

exp (−
𝑡

𝜏2
)} con 𝛽 = (𝛽0, 𝛽1, 𝛽2, 𝛽3) e 𝜏 = (𝜏1, 𝜏2) 

 

c) de Rezende-Ferreira - dRF model (de Rezende & Ferreira, 2011) 

𝑦𝑅𝐹(𝑡; 𝛽, 𝜏) = 𝛽0 + 𝛽1 {
𝜏1

𝑡
[1 − exp (−

𝑡

𝜏1
)]} + 𝛽2 {

𝜏1

𝑡
[1 − exp (−

𝑡

𝜏1
)] − exp (−

𝑡

𝜏1
)} + 𝛽3 {

𝜏2

𝑡
[1 − exp (−

𝑡

𝜏2
)] −

exp (−
𝑡

𝜏2
)} + 𝛽4 {

𝜏3

𝑡
[1 − exp (−

𝑡

𝜏3
)] − exp (−

𝑡

𝜏32
)} con 𝛽 = (𝛽0, 𝛽1, 𝛽2, 𝛽3, 𝛽4) e 𝜏 = (𝜏1, 𝜏2, 𝜏3) 

 

Questi approcci non sono sempre in grado di soddisfare un fitting ottimale, qualora le strutture a termine dei 

tassi presentino delle irregolarità, come quelle osservate oggi sui mercati finanziari: tassi negativi, illiquidità, 
alta volatilità (Giribone O., 2017). 

Questo limite può essere risolto implementando un sistema di machine-learning basato su reti neurali e 
funzioni a base radiale (Cafferata A. et al., 2017). 

A titolo di esempio, si prenda in considerazione la struttura a termine dei tassi d’interesse del 30 dicembre 

2016 (tenor: 3 mesi) riportata in Figura 56.  
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Figura 56 - Struttura a termine del tasso EURIBOR 3 mesi – 30 dicembre 2016 

 

 

I modelli parametrici tradizionali, come dimostrano le figure sotto riportate (Figura 57 - Figura 59), non 

riescono a rappresentare in modo eccellente la curva di interesse.  

 

Figura 57 - Modello di regressione di Nelson-Siegel 
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Figura 58 - Modello di regressione di Svensson 

 

 

 

Figura 59 - Modello di regressione di de Rezende-Ferreira 

 

 

I modelli di Machine Learning riescono, per contro, ad eseguire un fitting pressoché perfetto 𝑅2 → 1 della 

struttura a termine, interpretando correttamente le anomalie di forma generate dal contesto finanziario 
attuale nell’Eurozona. 
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Ad esempio, si riesce ad ottenere, impiegando una RBF network, una 𝑀𝑆𝐸 < 10−6 con 127 unità nell’hidden 

layer. Tale livello di precisione riesce a centrare pienamente tutte le discontinuità dovute alle anomalie di 

mercato. 

Le tecnologie presentate nel paragrafo precedente sono state anche impiegate in uno studio comparato, a 

parità di tempo, su strutture a termine di diverse valute (EUR versus USD) e, a parità di valuta, in differenti 
periodi temporali (2004-2016). Le metodologie di Machine Learning si sono rivelate ottimi strumenti di 

regressione, soprattutto nelle casistiche più anomale, come dimostrano la Figura 60, Figura 61, Figura 62 e 

Figura 63 (Cafferata A. et al., 2019). 

Le tecniche di regressione tradizionali di Nelson-Siegel (NS) e Svensson (SV) si ritengono utili nella 

modellizzazione di curve che non rilevano particolari criticità, mentre la metodologia di de Rezende Ferreira 
(dRF) non si è presentata in tutti i casi statisticamente robusta. La Radial Basis Function Network (RBFnet) 

ha, invece, prodotto risultati eccellenti in tutti i casi. 

È evidente che, qualora la curva dei rendimenti da modellizzare non preveda anomalie di forma particolare, è 
buona norma continuare ad impiegare gli approcci regressivi tradizionali e, pertanto, si ritiene utile ricorrere 

ad una tecnica potente ed avanzata come quella fornita dalle reti neurali solo in presenza di un’effettiva 
esigenza. 

 

 

Figura 60 - Dall’alto in basso, da sinistra a destra: interpolazione della struttura a termine del 
tasso EUR003M (2004), impiegando il modello di NS, SV, dRF e RBFnet 
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Figura 61 - Dall’alto in basso, da sinistra a destra: interpolazione della struttura a termine del 
tasso USD003M (2004), impiegando il modello di NS, SV, dRF e RBFnet 

 

 

 

Figura 62 - Dall’alto in basso, da sinistra a destra: interpolazione della struttura a termine del 
tasso EUR003M (2016), impiegando il modello di NS, SV, dRF e RBFnet 
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Figura 63 - Dall’alto in basso, da sinistra a destra: interpolazione della struttura a termine del 
tasso USD003M (2016), impiegando il modello di NS, SV, dRF e RBFnet 

 

 

Si cita, come altro esempio di applicazione della metodologia, il contesto attuariale in applicazione alla stima 
dei life annuity factor (Cafferata A., Giribone P.G., Resta M., 2018). Questi sono definiti dalla formula: 𝑎𝑥,𝑤 =

∑ 𝑃𝑥,𝑡 ∙ 𝐷𝐹𝑡
𝑤−𝑥
𝑡=0 = ∑ 𝑃𝑥,𝑡 ∙

1

(1+𝑟)𝑡
𝑤−𝑥
𝑡=0 , in cui 𝑃𝑥,𝑡=𝑝𝑥∙…∙𝑝𝑥+𝑡−1 è la probabilità cumulata che un uomo di età 𝑥 

sopravviva all’età di 𝑥 + 𝑡; 𝑝𝑥+𝑡−1 indica la probabilità condizionata di sopravvivenza per la persona di età 𝑥 e 

𝐷𝐹𝑡 è il fattore di sconto al tempo 𝑡. 

In tali contesti si è soliti derivare il fattore di sconto da un modello di evoluzione del tasso a breve (short-

rate model): i più diffusi sono i modelli stocastici di Vasicek e Cox-Ingersoll-Ross – CIR (D’Amato V. et al., 

2016). 

In accordo a Vasicek, il tasso di interesse segue la seguente equazione differenziale stocastica (SDE) e può 
essere stimato lo zero-coupon bond 𝑃(𝑡, 𝑇) in forma chiusa (Vasicek, 1977). 

SDE:  𝑑𝑟𝑡 = 𝑘[𝜃 − 𝑟𝑡]𝑑𝑡 + 𝜎𝑑𝑊𝑡 

Zero-Coupon Bond: 𝑃(𝑡, 𝑇) = 𝐴(𝑡, 𝑇) exp[−𝐵(𝑡, 𝑇)𝑟(𝑡)] 

𝐴(𝑡, 𝑇) = exp {(𝜃 −
𝜎2

2𝜅2
) [𝐵(𝑡, 𝑇) − (𝑇 − 𝑡)] −

𝜎2

4𝜅
𝐵(𝑡, 𝑇)2}  

𝐵(𝑡, 𝑇) =
1

𝜅
[1 − exp[−𝛽(𝑇 − 𝑡)]] 

Dove 𝑊𝑡 è un processo di Wiener, 𝜎 determina la volatilità del tasso d’interesse 𝑟𝑡 e 𝑘, 𝜃 sono parametri 

positivi che caratterizzano la dinamica. 

Nel modello del tasso a breve CIR, 𝑟𝑡 e 𝑃(𝑡, 𝑇) possono essere determinati con il set di equazioni (Cox J.C., 

Ingersoll J.E., Ross S. A., 1985): 

SDE: 𝑑𝑟𝑡 = 𝑘[𝜃 − 𝑟𝑡]𝑑𝑡 + 𝜎𝑑𝑊𝑡 + 𝜎√𝑟𝑡𝑑𝑊𝑡 

Zero-Coupon Bond: 𝑃(𝑡, 𝑇) = 𝐴(𝑡, 𝑇) exp[−𝐵(𝑡, 𝑇)𝑟(𝑡)] 
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𝐴(𝑡, 𝑇) = (
2ℎ⋅exp[

(𝑘+ℎ)(𝑇−𝑡)

2
] 

2ℎ+(𝑘+ℎ)(exp(ℎ(𝑇−𝑡)−1))
)

2𝑘𝜃

𝜎2

  

𝐵(𝑡, 𝑇) =
2⋅[exp(ℎ(𝑇−𝑡))−1]

2ℎ+(𝑘+ℎ)(exp(ℎ(𝑇−𝑡)−1))
  

ℎ = √𝑘2 + 2𝜎2  

 

In tali modelli i parametri 𝑘, 𝜃 e 𝜎 devono essere stimati impiegando il metodo di massima verosimiglianza a 

partire dai tassi storici o dagli zero-coupon osservati sul mercato (Brigo D., Mercurio F., 2006). 

Tale processo di calibrazione può presentare problemi in presenza, ad esempio, di tassi di interesse negativi: 
questa evenienza comporta un errore nell’integrazione numerica della SDE del modello CIR e risultati non 

robusti nel caso di Vasicek. 

A titolo di esempio, nel caso di Vasicek esiste un set di formule chiuse che stima i parametri liberi della 

dinamica: 

𝜃 =
𝑆𝑦𝑆𝑥𝑥−𝑆𝑥𝑆𝑥𝑦

𝑛(𝑆𝑥𝑥−𝑆𝑥𝑦)−(𝑆𝑥
2−𝑆𝑥𝑆𝑦)

, 𝑘 = −
1

𝛿
ln

𝑆𝑥𝑦−𝜃𝑆𝑥−𝜃𝑆𝑦+𝑛𝜃
2

𝑆𝑥𝑥−2𝜃𝑆𝑥+𝑛𝜃
2 , 𝜎2 =

2𝑘[𝑆𝑦𝑦−2𝛼𝑆𝑥𝑦+𝛼
2𝑆𝑥𝑥−2𝜃(1−𝛼)(𝑆𝑦−𝛼𝑆𝑥)+𝑛𝜃

2(1−𝛼)2]

𝑛(1−𝛼2)
 

Dove 𝛼 = 𝑒𝑥𝑝(−𝑘𝛿),𝑆𝑥 = ∑ 𝑟𝑖−1𝑖 , 𝑆𝑦 = ∑ 𝑟𝑖𝑖 , 𝑆𝑥𝑥 = ∑ 𝑟𝑖−1
2

𝑖 , 𝑆𝑦𝑦 = ∑ 𝑟𝑖
2

𝑖 , 𝑆𝑥𝑦 = ∑ 𝑟𝑖−1𝑟𝑖𝑖 , e 𝛿 è il tenore di 

riferimento del tasso che si intende simulare. 

Utilizzando come riferimento per la calibrazione del modello di Vasicek, i dati di mercato di fine anno ed 
applicando il set di equazioni presentate, si ottengono i risultati seguenti: 𝜃 = −0.4462, 𝑘 = −0.2247, 

𝜎 = +0.042. I tre parametri della SDE devono essere tutti positivi affinchè il modello fornisca risultati robusti. 

Il parametro della mean-reversion 𝑘 risulta essere negativo e costante, producendo una divergenza 

asintotica del tasso a breve: nella simulazione, infatti, il tasso EURIBOR 3 mesi non riesce ad attestarsi al 
valore di lungo termine, pari a 𝜃. 

 

Figura 64 - Divergenza asintotica dello short rate nel modello di Vasicek - 30/12/2016 
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Anche in questo caso, dal momento che tali approcci tradizionali non portano a risultati robusti, le 

metodologie di Machine Learning possono essere considerate al fine di ricavare i fattori di sconto da 
applicare al calcolo attuariale dell’annuity factor. 

Ulteriori esempi di regressioni in una e in più dimensioni sono forniti nell’ambito del processo di validazione 

di una rete neurale a fini previsionali. 

5.2.2 Forecast  

Nel paragrafo 5.2.3, viene presentata una possibile integrazione tra una rete neurale dinamica NARX ed un 
sistema di trading automatico (Giribone P.G., Ligato S., Penone F., 2018). Al fine di condurre una 

progettazione robusta ed affidabile di una Forecasting Neural Network, la rete deve essere tarata 

opportunamente, mediante approfonditi test di validazione statistici ed econometrici come si spiega nel 
paragrafo 5.2.2.2. Il paragrafo 5.2.2.1, integra la teoria di una rete neurale con nozioni tipiche dell’analisi di 

serie storiche finanziarie. 

5.2.2.1 Reti neurali dinamiche per la previsione di serie storiche 

In questo contesto le reti neurali saranno applicate alla previsione dei prezzi futuri di strumenti finanziari 

(Roman & Jameel, 1996). Una raccolta di prezzi consecutivi relativi ad attività finanziarie può essere trattata 

come una serie storica.  

Si definisce serie storica una successione di valori osservati di una variabile ordinati rispetto al tempo. 

Benché i prezzi delle attività finanziarie possano essere descritti da una funzione continua, poiché cambiano 

quasi istantanemente sulla base delle negoziazioni in corso, possono essere discretizzati rispetto al tempo, 

considerando il loro valore alla fine di un giorno di trading. 

Ovviamente risulta possibile anche operare utilizzando orizzonti più lunghi (una settimana, un mese) o più 

brevi (ore o frazioni di ora). 

 

Figura 65 - Discretizzazione di una funzione continua in una serie storica, che può essere usata per 
prevedere i suoi valori futuri 
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Per prevedere una serie storica mediante una rete neurale, occorre strutturare una rete che connetta i prezzi 

passati (gli input) con i prezzi successivi nella serie storica (i target). 

Questo approccio può essere realizzato con una rete NAR o, se si intende stimare la relazione non solo tra il 

prezzo corrente e la sua storia passata, ma tra il prezzo corrente, i suoi valori passati e altre variabili 

esogene, una rete di tipo NARX, secondo il modello presentato nel paragrafo 4.2. 

Una volta definito il modello, si assume che il prezzo corrente dello strumento finanziario sia funzione del suo 

passato (o, nel caso NARX, anche della storia di altre variabili esogene, come, ad esempio, il volume 

scambiato). 

La previsione può essere effettuata a diversi livelli. Si assuma ad esempio che l'obiettivo sia modellizzare una 

serie giornaliera: si è interessati a prevedere il prossimo valore nella serie storica, cioè il prezzo che l'asset 

avrà domani in chiusura di giornata. Si parla, in questo caso, di previsione "one-step ahead".  

   

Figura 66 - Previsione one-step ahead con modello NAR (sopra) e NARX (sotto) 

 
 

Nell' esempio in Figura 66, il prezzo futuro previsto 𝑦(𝑡 + 1) è funzione diretta della sua storia (nei tre giorni 

precedenti). Nel modello NARX, sempre in Figura 66, il valore previsto è funzione anche dei valori passati di 
una variabile esogena 𝑥(𝑡). 
 

L'analista potrebbe decidere di effettuare una previsione "multiple-step ahead". In questo caso, egli ha a 
disposizione due scelte: utilizzare i valori futuri della serie storica via via stimati per ottenere i valori 

successivi (previsione dinamica), oppure performare una serie di previsioni one-step ahead che conducono, 
infine, alla stima desiderata (previsione statica).  
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Figura 67 - Previsione a due step con un modello NAR, inferenza diretta (in alto) ed indiretta (in 
basso) 

 
 

 

Dopo aver rilevato una serie di prezzi di chiusura (e, se necessario, i valori di altre variabili esogene) e aver 

costruito la rete, possono essere effettuate le previsioni descritte, che saranno influenzate sia dalla quantità 

dei dati raccolti, sia dalla qualità della rete disegnata. Se, da un lato, è desiderabile disporre di una grande 
quantità di dati e quindi di un più ampio campione di training a vantaggio del processo di apprendimento, 

dall'altro, per poter effettuare la previsione, è assolutamente essenziale che la rete sia costruita in modo 
appropriato.  

Il paragrafo successivo sarà dedicato a verificare la progettazione efficace di una rete neurale adibita al 

forecasting. 

5.2.2.2 Tuning di una Forecasting Neural Network 

Al fine di disporre di una rete idonea alla previsione dei prezzi futuri, è necessario progettare una rete 
dinamica, dal momento che i prezzi passati (in una NAR network) o i prezzi passati più altre variabili esogene 

(in una NARX network) sono mappati al fine di generare proiezioni. Affinché queste possano essere 

considerate ragionevoli, devono essere applicati test empirici atti a verificare sia la corretta implementazione 
dell’architettura, sia l’adeguata taratura dei parametri (Giribone P.G., Ligato S., Penone F., 2018). 

Dal momento che le reti dinamiche sono essenzialmente reti neurali statiche, che contengono feedback e 
delay, si reputa necessario effettuare prima la verifica della robustezza dell’architettura statica e, una volta 

confidenti della sua affidabilità progettuale, si passa al tuning dei parametri della rete dinamica, necessario 

per provare l’efficacia econometrica. 

Le prove progettuali e di taratura seguono il seguente iter: 

- Paragrafo 5.2.2.3 mostra l’implementazione e la validazione di una single hidden layer static network, il cui 
scopo è quello di approssimare la relazione tra tempo e tasso d’interesse privo di rischio, al fine di creare 

una struttura a termine del tasso spot. 

- Paragrafo 5.2.2.4 descrive una multi-layer static network, che stima la relazione intercorrente tra tempo, 

strike price e volatilità normale implicita di opzioni cap. 

- Paragrafo 5.2.2.5 descrive una NAR network, il cui fine è quello di prevedere i valori futuri di un asset a 
partire dalla serie storica dei suoi prezzi passati. 

- Paragrafo 5.2.2.6 mostra una NARX network, il cui fine è quello di prevedere i valori futuri di un asset a 
partire dalla serie storica dei suoi prezzi passati e dai volumi giornalieri negoziati (quest’ultima è l’exogenous 
variable). 
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Validando il codice della rete neurale progettata secondo questi step, il designer può essere confidente che 

la Dynamic NARX network del paragrafo 5.2.2.6 possa essere considerata lo “stato dell’arte”, in quanto 
eredita dalle precedenti architetture le caratteristiche tecniche necessarie per un forecast robusto. Tale NARX 

network sarà, pertanto, idonea ad essere combinata all’interno di un trading system. 

5.2.2.3 Validazione di una single hidden layer static network  

Il fitting della struttura a termine dei tassi d’interesse può essere condotto impiegando i modelli parametrici 

di Siegel, Svensson e De Rezende – Ferreira o impiegando un approccio di regressione con reti neurali 
(Caligaris O., Giribone P.G., 2015). Questo secondo approccio è particolarmente consigliato in quanto 

estremamente accurato, specialmente in presenza di anomalie di mercato. 

In precedenza, si è affrontato tale problema mostrando a livello esemplificativo una RBF network, ora si 
considera invece l’implementazione di una single-hidden layer static network, in quanto le prime risultano 

esclusivamente idonee ad interpolare i dati e non sono particolarmente consigliate al fine di svolgere un 
lavoro di estrapolazione/previsione. 

Il dataset considerato è una curva dei rendimenti registrata nell’area euro, con tenore di tasso pari a sei 

mesi. 

La rete impiega come funzione di attivazione una tan-sigmoide nello strato nascosto e una lineare nell’output 
layer. Il numero di neuroni che compongono l’hidden layer è pari a 17. 

Impiegando l’algoritmo di Levenberg-Marquardt come training function e la Mean Square Error come 

performance function, la rete così designata conduce ad un fitting perfetto. 

 

Figura 68 - Post-training network errors 

 

 

La Figura 68 mostra la frequenza degli errori di magnitudo differente. In questo caso l’errore rientra nel 
range [-0.000080959;0.000098425]. La frequenza maggiore è quella approssimativamente pari a zero e non 

vi sono casi in cui gli errori siano superiori o uguali al basis point. Con una goodness-of-fit 
approssimativamente pari a 1, la rete mostra il più alto livello di fitting desiderabile.  
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Figura 69 - Network goodness-of-fit 

 

Come mostrato nella Figura 69, gli output della rete deviano di una quantità irrisoria rispetto il target. 

 

Figura 70 - Output-target comparison 

 

 

Infine, il grafico più in alto della Figura 70 mostra la funzione reale, ovvero la relazione effettiva tra tempo a 

scadenza (input) e tassi spot (target), confrontati con i valori stimati dalla rete, ovvero la relazione tra 
scadenze (input) e tassi spot modellizzati (output). Il grafico in basso della Figura 70 visualizza l’errore, in 

termini di differenza tra output e target rate, commessi scadenza per scadenza. 

La funzione stimata è un’approssimazione ottimale di quella reale, quindi si può concludere che la rete ha 

adempiuto correttamente al suo scopo, ossia costituire un eccellente modello di fitting per la curva dei 

rendimenti osservata sul mercato.  
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5.2.2.4 Validazione di una multi-hidden layer static network  

Nel pricing di opzioni, la volatilità del sottostante gioca un ruolo fondamentale: indipendentemente dal 

framework di pricing di riferimento, una maggiore volatilità porta sempre ad avere un valore dell’opzione 
maggiore. 

Nel modello di opzioni scritte sui tassi d’interesse (cap/floor) più diffuso, ovvero il modello Black’76, la 
volatilità dell’underlying è il solo parametro non direttamente inferenziabile: tutte le rimanenti variabili 

possono essere osservate direttamente sul mercato o sono specificate nel contratto di stipula (Black F., 
1976). 

Quindi, quando un analista valuta un’opzione impiegando il modello Black’76, inserisce la propria stima di 

volatilità nella formula. 

Dal momento che il mercato non è completo, è possibile che non sia quotata la volatilità per ciascun livello di 

strike price e per tutte le scadenze, di conseguenza è necessario stimare i punti mancanti tramite un modello 
econometrico a partire dai dati di mercato disponibili (Caligaris O., Giribone P.G., Ligato S., 2015). 

Il fine di tale paragrafo è quello di stimare la superficie delle volatilità implicite di opzioni cap, impiegando 

una multi-hidden layer network. 

Uno dei principali problemi nella valutazione di derivati sui tassi nell’area euro è la presenza di tassi 

d’interesse negativi: i forward rate negativi portano a rendere il modello più popolare di valutazione non 
idoneo al pricing, con la conseguenza che la superficie delle volatilità log-normali di Black risulta fortemente 

incompleta (Giribone P.G., Ligato S., 2016). 

Per questa ragione, a meno di casi particolari tali per cui vi sia la necessità di continuare ad impiegare il 
framework log-normale, si ricorre ad un framework di pricing alternativo, noto come modello di Bachelier - 

Normal model (Bachelier L., 1900). 

Quest’ultimo, potendo essere impiegato anche con strike price e tassi negativi, è considerato di riferimento 

ed impiegato dalle piattaforme Bloomberg®. Conseguentemente, anche la volatilità implicita dei cap/floor 
risulta differente e viene espressa, in accordo con il nuovo modello normale, in termini di basis point (Burro 

et al., 2017). 

La rete neurale multi-strato utilizzata, al fine di descrivere mediante un modello la relazione sussistente tra 
tempo a scadenza – strike price – volatilità normale, è dotata di tre hidden-layer aventi 5 neuroni ciascuno. 

Impiegando l’algoritmo di Levenberg-Marquardt come training function e la Mean Square Error come 
performance function, induce ad ottenere una rete che comporta un fitting bidimensionale perfetto. 

Come viene mostrato in Figura 71 e Figura 72, l’errore commesso non supera in nessun caso il punto base. 

La più elevata frequenza è quella in corrispondenza ad un errore approssimativamente pari a zero. Gli errori 
sono compresi nell’intervallo [-0.00009491;0.00009234]. 

Con una goodness of fit approssimativamente pari a 1, il modello regressivo spiega ottimamente la relazione 
osservata empiricamente in Figura 73. 

Infine, il grafico 3D in Figura 74, mostra la superficie di volatilità normale stimata dalla rete. Questa si adatta 
ai dati disponibili alla perfezione e può essere impiegata nella determinazione delle volatilità implicite, non 

direttamente quotate dal mercato.  
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Figura 71 - Post-training network errors 

  

 

 

Figura 72 - Network error surface 

 

Figura 73 - Network goodness-of-fit 
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Figura 74 - La superficie di volatilità normale stimata dalla rete neurale 

 

5.2.2.5 Validazione di una NAR network  

Nei paragrafi 5.2.2.3 e 5.2.2.4  si è svolta una validazione della rete progettata mediante una regressione 

cross-section, ora viene trattata una validazione con time-series. 

Si impiega come data set di addestramento la serie storica dei prezzi di chiusura dell’indice S&P 500 dal 30 
settembre 2015 al 30 settembre 2016. L’algoritmo di Levenberg-Marquardt sarà impiegato come forma di 

backpropagation anche per le reti dinamiche. La rete ha due hidden layer composte da 10 neuroni ciascuno 
e il numero di feedback è impostato a 5, numero di lag che, come verrà discusso nel proseguo del 

paragrafo, soddisfa i tradizionali criteri econometrici. Impiegando l’usuale notazione introdotta in 

precedenza, il fine della NAR network è quello di trovare la relazione: 𝑦(𝑡) = 𝑓(𝑦(𝑡 − 1), 𝑦(𝑡 − 2), 𝑦(𝑡 −

3), 𝑦(𝑡 − 4), 𝑦(𝑡 − 5)). Si noti che, nonostante la dipendenza esplicita sui 5 valori passati della serie storica, il 

predittore neurale ha comunque teoricamente una memoria infinita. 

La configurazione del data set impiegato per il training della NAR è il medesimo di quello usato per le reti 
statiche descritte in precedenza (Beale, M. H., Hagan, M. T., Demuth, H. B., 2014): 

-70% del set costituisce il training set, quindi l’ottimizzazione sarà condotta su tale insieme, con la MSE 

impiegata come performance function. 

-15% del set costituisce il validation set, quindi, nonostante i pesi siano aggiornati rispetto al training set, 

l’algoritmo salva i pesi che minimizzano la MSE sul validation set, al fine di evitare il data overfitting e 
cercando di raggiungere una buona generalizzazione. 

-15% del data set costituirà il test set, in modo che le performance della rete possano essere verificate su un 

nuovo campione di dati. 

In seguito all’addestramento, la rete è usata sull’intero data set, pertanto l’effettiva time series è confrontata 

con quella prodotta dalla rete. Quindi viene prodotto un vettore contenente le differenze tra i dati reali e 
quelli modellizzati, unitamente alla stima della MSE come misura della performance. Similmente all’analisi 

statistica di regressione condotta per le reti statiche, vengono generati gli usuali grafici che descrivono il 

comportamento adattante della rete. Con una goodness of fit del 0.97961, la rete mostra un buon 
adattamento ai dati come si può osservare in Figura 75. Gli errori commessi sono compresi nell’intervallo [-

65,2641; 50,6996]. La MSE ammonta a 290,1847 con un errore medio pari allo 17,0348 su un indice che nel 
periodo considerato è stato caratterizzato da un livello di prezzo pari a 2060,9 come da Figura 76 e Figura 
77. Per le reti dinamiche, il cui compito è quello di effettuare previsioni future sul valore dell’asset, è 
necessario associare alle misure statistiche sulla capacità di adattamento dei dati anche misure 

econometriche atte a verificare l’autocorrelazione dell’errore e la correlazione incrociata (cross-correlation) 

tra l’errore e l’input per differenti lag (Tsay, 2010). 

La Figura 78 mostra la sample autocorrelation function dell’error terms sino al decimo lag. 

La Figura 79 mostra la sample-cross correlation tra l’input e l’errore sino al decimo lag. 
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Quando si valuta le performance di un modello impiegato per la descrizione delle time-series, questi due 

indicatori devono essere tenuti in considerazione unitamente alla MSE: più è basso l’errore di 
autocorrelazione e di cross-correlazione tra input ed errore e meglio performante è il modello. 

Nel caso esaminato, da un lato, l’autocorrelation error è stato tenuto con successo sotto la soglia 

determinata a un livello di confidenza del 95% (l’unica autocorrelazione che eccede il limite è quella con lag 
0, ovvero la MSE), dall’altro la cross-correlation eccede di poco la soglia prefissata nel caso di un unico lag 

(si vedrà nel paragrafo 5.2.2.6 che, con l’implementazione di una NARX, si raggiungerà un’accuratezza 
ideale).  

Figura 75 - NAR network goodness-of-fit 

 

Figura 76 - Network errors: Network outcome versus Actual target 
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Figura 77 - Stima della time series prodotta dalla rete e quella realmente registrata 

 

 

Figura 78 - Error Autocorrelation per diversi lag 

 

 

Figura 79 - Cross-correlation tra l’errore e l’input per diversi lag 
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5.2.2.6 Validazione di una NARX network  

Impiegando una NARX network, l’obiettivo non è solo quello di trovare una relazione tra i prezzi degli asset 

futuri e i loro valori passati (variabile endogena), ma anche quella di trovare una relazione tra i prezzi futuri 
e il volume negoziato in passato (variabile esogena). Se si assume che il trading volume influenzi le decisioni 

di un trader e conseguentemente il prezzo dell’asset, diventa necessario aggiungere un vettore di input 
addizionale alla rete in modo che possa essere propriamente addestrata con la nuova specifica. Gli input 

impiegati per la fase di training saranno i medesimi usati per la NAR, ovvero i prezzi di chiusura dell’indice 
S&P 500 dal 30/09/2015 al 30/09/2016, con l’aggiunta dei volumi registrati per ogni trading session. 

L’algoritmo di minimizzazione impiegato nella fase di addestramento è quello di Levenberg-Marquardt. A 

livello di struttura, la NARX progettata presenta tre delay sia sui volumi che sui prezzi ed è costituita da due 
hidden-layer, ciascuno composto da dieci neuroni. La relazione che si intende far apprendere è, pertanto, del 

tipo:  𝑦(𝑡) = 𝑓(𝑦(𝑡 − 1), 𝑦(𝑡 − 2), 𝑦(𝑡 − 3); 𝑥(𝑡 − 1), 𝑥(𝑡 − 2), 𝑥(𝑡 − 3)), dove 𝑦 è il prezzo di chiusura e 𝑥 è il 

volume negoziato. 

Anche in questo caso, il fatto che 𝑦(𝑡) dipenda esplicitamente da 𝑥 e da 𝑦 sino al lag 3, non implica che la 

memoria della rete sia limitata. Infatti, essa risulta teoricamente infinita, dal momento che ripercorrendo 
indietro i periodi temporali si arriva a 𝑦(0) e 𝑥(0), ovvero i primi valori della serie storica delle due variabili 

d’ingresso. 

Le altre impostazioni della rete dinamica (ovvero la performance function, l’optimization algorithm, il 
training-validation-test set, stopping criteria) sono rimaste inalterate rispetto al caso precedente. Dopo la 
learning phase, la rete addestrata viene applicata sui dati di input ed è stimato sia un array di errori misurati 

come la differenza tra dato reale e dato modellizzato, sia la MSE. 

Basandosi su questi output, viene condotta l’analisi di affidabilità statistica ricorrendo agli usuali grafici. La 
goodness-of-fit è molto elevata, pari a 0.98191 e migliora quella raggiunta dalla NAR nel paragrafo 5.2.2.5 

come si può osservare in Figura 80. L’errore di approssimazione commesso rientra nell’intervallo [-
57.2432;43.0164], la MSE ammonta a 257.1134 con un errore medio pari a 16.0348 come mostrato in 

Figura 81 ed in Figura 82. In aggiunta alle più elevate performance della NARX rispetto alla NAR in termini di 

fitting, anche le misure econometriche risultano migliori: sia l’autocorrelazione che la cross-correlation 
risultano infatti più basse come da Figura 83 e da Figura 84. 

Sino al lag 10, l’autocorrelation error e il price-to-error cross correlation sono sotto la soglia che individua un 
intervallo di confidenza del 95%. 

Figura 80 - Network goodness-of-fit 
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Figura 81 - Network errors: Network outcome versus Actual target 

 

 

Figura 82 - Stima della time series prodotta dalla rete e quella realmente registrata 

 

 

Figura 83 - Error Autocorrelation per diversi lag 
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Figura 84 - Cross Correlation tra l’errore e l’input per diversi lag 

 

 

Complessivamente, la NARX network ha mostrato un miglioramento rispetto alla NAR network, 

coerentemente con l’assunzione dell’importanza dei volumi nelle scelte degli operatori di mercato: risulta 

pertanto consigliabile adottare tale tecnologia all’interno del trading system. 

5.2.3 Integrazione in un sistema di trading automatico 

La NARX network può essere impiegata come unico strumento previsionale, oppure utilmente integrato con 
una gamma di indicatori di analisi tecnica più tradizionali, al fine di addivenire ad un sistema strutturato di 

negoziazione (Giribone P.G., Ligato S., Penone F., 2018). 

Il trading system, che si propone a livello di applicazione integra la NARX network con tre indicatori tecnici 
tradizionali: l’Exponential Weighted Moving Average – EWMA, il Percentage Volume Oscillator – PVO e 

l’oscillatore stocastico. 

Di seguito si presenta una breve sintesi delle formule dei tre indicatori (Murphy J.J., 1999): 

a) EWMA Indicator’s formula 

𝐸𝑊𝑀𝐴(𝑡) = [𝐶𝑙𝑜𝑠𝑒𝑃𝑟𝑖𝑐𝑒(𝑡) − 𝐸𝑊𝑀𝐴(𝑡 − 1)] ∗ 𝑚𝑢𝑙𝑡𝑖𝑝𝑙𝑖𝑒𝑟 + 𝐸𝑊𝑀𝐴(𝑡 − 1)   
 

Dove: 𝑚𝑢𝑙𝑡𝑖𝑝𝑙𝑖𝑒𝑟 =
2

𝑚+1
  e 𝑡 > 𝑚 

La Figura 85 mostra l’applicazione dell’indicatore EWMA sulla serie storica dello S&P 500, già impiegato nel 

paragrafo 5.2.2.5 e nel 5.2.2.6 come training set per le reti dinamiche. 

b) PVO Indicator’s formula 

𝑃𝑉𝑂 𝑙𝑖𝑛𝑒 =
𝑝𝑑𝑎𝑦𝐸𝑊𝑀𝐴(𝑣𝑜𝑙𝑢𝑚𝑒)−𝑞𝑑𝑎𝑦𝐸𝑊𝑀𝐴(𝑣𝑜𝑙𝑢𝑚𝑒)

𝑞𝑑𝑎𝑦𝐸𝑊𝑀𝐴(𝑣𝑜𝑙𝑢𝑚𝑒)
   

Dove: 𝑞 > 𝑝 e 𝑆𝑖𝑔𝑛𝑎𝑙 𝑙𝑖𝑛𝑒 = 𝑟𝑑𝑎𝑦𝐸𝑊𝑀𝐴(𝑃𝑉𝑂 𝑙𝑖𝑛𝑒) 

La Figura 86, mostra l’applicazione dell’indicatore POV sulla serie storica dello S&P 500, già impiegato nel 
paragrafo 5.2.2.5 e nel 5.2.2.6 come training set per le reti dinamiche. 

c) Stochastic Indicator’s formula 

%𝐾(𝑡) =
𝐶𝑙𝑜𝑠𝑒 𝑃𝑟𝑖𝑐𝑒(𝑡)−𝑚𝑑𝑎𝑦𝐿𝑜𝑤𝑒𝑠𝑡 𝐿𝑜𝑤(𝑡)

𝑚𝑑𝑎𝑦𝐻𝑖𝑔ℎ𝑒𝑠𝑡 𝐻𝑖𝑔ℎ(𝑡)−𝑚𝑑𝑎𝑦𝐿𝑜𝑤𝑒𝑠𝑡 𝐿𝑜𝑤(𝑡)
  

Dove: 𝑡 > 𝑚  

La Figura 87, mostra l’applicazione dell’indicatore stocastico sulla serie storica dello S&P 500, già impiegato 
nel paragrafo 5.2.2.5 e nel 5.2.2.6 come training set per le reti dinamiche. 
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Figura 85 - 20-day EWMA calcolata giornalmente sullo S&P500 (30/09/2015-30/09/2016) 

 

 

 

Figura 86 - PVO calcolato giornalmente sullo S&P500 (30/09/2015-30/09/2016) 

 

 

 

Figura 87 - %K e %D calcolati giornalmente sullo S&P500 (30/09/2015-30/09/2016) 
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Dopo aver scelto gli indicatori da includere nel trading system e dopo averli implementati in un software di 

elaborazione numerica, come Matlab®, deve essere assegnato un valore ai parametri variabili degli 
indicatori. 

Possono essere seguiti diversi approcci al fine di determinare tali valori, ad esempio un trader può optare per 

un set di parametri che ha provato essere performanti sulla scorta della sua esperienza pregressa. Una 
metodologia più scientifica e rigorosa è quella di progettare una ottimizzazione parametrica, ovvero scegliere 

i valori dei parametri in modo tale che questi massimizzino una funzione obiettivo. 

Gli indicatori implementati sono stati calibrati separatamente sui dati della serie storica dell’indice di interesse 

registrati nel 2014 e 2015, rispetto ad una funzione utilità basata sui rendimenti (return performance 
function). 

Una volta che si è effettuato il tuning della rete e degli indicatori che compongono il sistema, ciascuno di 

questi produrrà un trading signal. 

Questi segnali necessitano di essere combinati tra loro e solo nel momento in cui tutti e quattro i segnali 

puntano verso la medesima direzione, allora verrà assunta una posizione. Operando in questo modo il 
segnale combinato fornito dal sistema dovrebbe risultare ragionevolmente affidabile, in quanto gli indicatori 

appartengono a categorie e filosofie di funzionamento differenti. 

Il modo di combinare i singoli segnali costituisce la trading rule adottata, che viene descritta sinteticamente 
nel seguito (Giribone P.G., Ligato S., Penone F., 2018): 

1) si calcola l’EWMA dei prezzi di chiusura, se il prezzo attraversa da sopra l’EWMA, viene generato un 
segnale di acquisto. Al contrario, se il prezzo attraversa dal basso l’EWMA, viene emesso un segnale di 

vendita. Una volta che un segnale di vendita o acquisto viene generato, si mantiene il segnale fintanto che 

l’indicatore EWMA non genera un segnale nella direzione opposta. 

2) si calcola l’oscillatore stocastico: se la K line attraversa la D line dal basso, nel range di trading superiore 

(>80), viene generato un segnale di vendita; nel caso contrario, se la K line attraversa la D line dall’alto nel 
range di trading inferiore (<20), viene emesso un segnale di acquisto. Una volta che un segnale di vendita o 

di acquisto viene generato, si mantiene il segnale fintanto che l’indicatore stocastico non genera un segnale 
nella direzione opposta.  

3) si effettua la previsione di tipo one-step head impiegando la NARX network: se si attende una crescita del 

prezzo, viene emesso un segnale d’acquisto, in caso contrario, se il prezzo è atteso decrescere, viene 
generato un segnale di vendita. In tal modo, quotidianamente, viene emesso un nuovo segnale. 

4) si calcola il PVO: se questo è positivo, viene emesso un segnale di conferma; dualmente, se questo ha un 
valore negativo viene emesso un segnale di disconferma. 

5) Se l’EWMA, lo Stocastico e la rete neurale danno un segnale di acquisto (1), e il PVO è in modalità di 

conferma (1), il sistema emette un ordine di acquisto sull’indice. Al contrario, se l’EWMA, lo Stocastico e la 
rete neurale danno un segnale di vendita (-1) e il PVO è in modalità di conferma (1), il sistema emette un 

ordine di vendita sull’indice. 

6) Se un segnale attivo di trading emesso dal sistema, come descritto nello step 5), è lo stesso dell’ultimo 

valido attivo, questo viene ignorato, mantenendo la posizione già presa. Con il termine “attivo” si indica un 

segnale di acquisto (1) o una vendita (-1), escludendo, pertanto un segnale neutrale (0). Questa ultima 
condizione assicura che quando vengono emessi consecutivamente più segnali d’acquisto (/vendita), venga 

solo considerato il primo, evitando acquisti (/vendite) doppie. 

Mentre la NARX network e il PVO, per loro costruzione, forniscono un segnale con cadenza giornaliera, 

l’EWMA e l’oscillatore stocastico emettono un segnale solo nel punto d’incrocio. Dal momento che è piuttosto 
improbabile che due cross-over avvengano nel medesimo giorno, è ragionevole programmare l’indicatore in 

modo tale da tenere il segnale emesso sino al successivo incrocio, ovvero fintanto che viene generato un 

trading signal contrario. 

La Tabella 2 ricapitola le logiche in accordo alle quali un segnale automatico di compravendita viene 

generato dal sistema. 
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Tabella 2 - Trading Rule and the System signal 

Current 
position on the 

index 

EWMA 

signal 

Stochastic 

signal 

NARX 

signal 

PVO 

signal 

System 

signal 

If no position 

has been taken 

yet, or the last 
active system 

signal is equal 
to -1 

+1 +1 +1 +1 +1 (buy) 

If no position 

has been taken 
yet, or the last 

active system 
signal is equal 

to +1 

-1 -1 -1 +1 -1 (sell) 

Every other combination 
0 (maintain the current 

position) 

 

 

Le regole appena trattate descrivono in modo completo la meccanica del trading system. 

Si effettua ora un backtest del sistema, in modo da verificare empiricamente l’abilità nel produrre profitto. 

Gli indicatori sono stati calibrati sui livelli di prezzo registrati su indici nel periodo 2014-2015 e con tali 

parametri sono stati applicati nel periodo seguente, ovvero 2015-2016. 

Di seguito si riportano i risultati del backtest sul Dow Jones Industrial Average e sul Nasdaq Composite. 

Nel primo caso, il rendimento ottenuto lungo l’orizzonte di trading considerato è stato di +8.83%, mentre nel 

secondo caso, il global return è stato pari a +15.55%. 

I grafici nella Figura 88 e nella Figura 89, sono generati dal codice di backtesting: il primo grafico mostra i 

prezzi di chiusura della serie storica e la previsione fornita dalla NARX, il secondo grafico mostra il prezzo e i 

tre indicatori inclusi nel sistema. 

Il grafico più in alto contiene i prezzi di chiusura ed i relativi EWMA, inoltre, la linea nera indica l’ordine di 

acquisto, mentre la linea rossa l’ordine di vendita. 

Il grafico intermedio mostra la K line e la D line che compongono l’oscillatore stocastico. 

Il grafico più in basso mostra la PVO line e la Signal line che compongono il Percentage Volume Oscillator. 



 

 

 

<AIFIRM> | APPLICAZIONI 89 

 

 

Figura 88 - Backtest del sistema di trading sul Dow Jones Industrial Average Index (2016) 
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Figura 89 - Backtest del sistema di trading sul Nasdaq Composite Index (2016) 
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5.2.4 Classifier  

5.2.4.1 La progettazione di una Neural Network Battery adibita al riconoscimento  

La fase successiva alla programmazione delle principali reti neurali adibite alla classificazione consiste nella 
loro programmazione in uno dei principali software di elaborazione numerica e validate su differenti 

benchmark test, che includono (Kim P., 2017): 

(a) Classificazione di numeri e caratteri digitali 

(b) Classificazione di numeri e caratteri scritti a mano 

(c) Classificazione di immagini 

Le Shallow neural network hanno performato meglio rispetto alle altre tecniche in (a), impiegando meno 

tempo ad elaborare il segnale; mentre le Convolutional neural network sono risultate decisamente più 
efficienti in (c). Per il training set (b), in funzione della chiarezza ortografica, le Deep Neural Network hanno 

impiegato frazioni di secondo a riconoscere il dato se ben scritto, negli altri casi è richiesta la flessibilità di 

una ConvNet. 

Dal momento che non vi è stata in sede di prova, una tecnica le cui performance sono sempre risultate 

superiori rispetto alle altre in termini di tempo-macchina e di efficacia, quando il fine è quello di risolvere un 
problema di classificazione multi-purpose, si è reso necessario progettare un’architettura robusta, in grado di 

cambiare l’architettura neurale da una più semplice verso una più complessa, in funzione del dataset di 
ingresso da processare. 

La costruzione di una batteria di reti potrebbe essere una ragionevole soluzione di Machine Learning, al fine 

di raggiungere il miglior trade-off tra tempo macchina e accuratezza di riconoscimento. 

L’architettura della batteria è composta dalle quattro tecnologie precedentemente descritte: 

- Shallow Neural Network 

- Deep Learning con ReLu 

- Deep Learning con Dropout 

- ConvNet 

La Figura 90 mostra la logica di selezione del miglior classifier per un generico data set: partendo dalla 

tecnologia meno complessa (Shallow ANN) verso quella più sofisticata (ConvNet), le reti sono 
sequenzialmente addestrate, in accordo con la più appropriata learning rule. 

Dal confronto dei risultati ottenuti in termini di qualità e velocità computazionale, il miglior classificatore 
viene scelto, di conseguenza, in via automatica. 

Dopo il training, il sistema è in grado di identificare il classificatore ottimo, che meglio riconosce i dati di 

input dal campione reale come si può osservare in Figura 91. 

L’output del segnale processato rappresenta il grado di appartenenza alle classi e, conseguentemente, il 

riconoscimento dell’input “reale” con quello “ideale” fornito dal training. 

Concettualmente, il processo può essere suddiviso in due parti: 

- L’addestramento della ANN Battery, impiegando il training set che definisce le categorie ideali 

- L’inferenza sui dati reali, durante la quale il migliore classifier della batteria è in grado di identificare la 
categoria che meglio rappresenta l’input sotto un certo livello di appartenenza (degree of membership). 

Se la probabilità risultante è sopra la soglia critica, la tecnica di Machine Learning ha classificato 
positivamente. 
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Figura 90 - Esemplificazione dell’architettura di una Artificial Neural Network Battery 

 

 

Figura 91 - Il processo di addestramento e di inferenza per una Artificial Neural Network Battery 

 

 

5.2.4.2 Impiego del Machine Learning a supporto dell’analisi tecnica  

L’analisi tecnica dei mercati finanziari è un modo diffuso tra i trader per predire il futuro andamento di un 
asset (Murphy J.J., 1999). 

Molti operatori di mercato, detti nel gergo “chartisti”, scommettono euristicamente sull’evoluzione di un 
prezzo, in funzione della formazione di certe figure o pattern caratteristici ricorrenti, quali ad esempio 

supporti e resistenze.  

L’idea è quella di applicare la batteria di reti neurali, precedentemente descritta, in grado di riconoscere 
automaticamente ed autonomamente tali profili evolutivi utili a questa categoria di trader (Fioribello S., 

Giribone P.G., 2018a). 

Il core della struttura per l’ANN battery rimane invariato, in modo tale che il processo di validazione 

precedentemente svolto sui bechmark dataset risulti ancora idoneo, ma devono essere previste due funzioni 

aggiuntive al fine di processare correttamente i dati in ambito finanziario. 

Per la gestione del training dataset deve essere fornito al trader, un pattern designer. Questo rappresenta 

un’utile interfaccia grafica all’interno della quale l’operatore predispone di apposite griglie per il tracciamento 
delle figure che sta cercando all’interno di una time-series. 
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La definizione del numero di forme è dinamica, così come lo è il numero delle classi. La GUI (Graphical User 

Interface) è user-friendly e la definizione dei segnali può essere attuata disegnandoli su griglie 
standardizzate. 

Dopo le rappresentazioni grafiche, la funzione del Pattern Designer memorizza l’informazione in matrici di 

pixel: queste costituiscono il training set per l’ANN Battery. 

La parte più complessa è quella di gestire in modo corretto l’input data: le time-series storiche devono 

essere pre-processate, attraverso una routine scritta ad-hoc, in grado di convertire i dati di mercato in tempo 
continuo in un formato che può essere reso confrontabile con le matrici di output del Patter Designer. 

Al fine di eseguire questo compito, le serie storiche dei prezzi devono essere ripulite dal rumore, in modo da 

catturare unicamente il trend: questo processo può essere, ad esempio, condotto tramite la metodologia 
statistica del Robust Loess (Cleveland W.S., 1979). 

Applicando questo filtro, il trend generale può essere isolato, come evidenziato dalla Figura 92. 

Ciascun nodo, definito in corrispondenza di ogni cambiamento di direzione della serie storica, viene 

considerato dall’algoritmo come un punto critico a partire dal quale può essere generato un pattern di 
interesse per il trader, che deve essere riconosciuto dalla batteria di classifier. 

L’insieme di nodi deve essere suddiviso in cluster consecutivi (time-windows), aventi la medesima lunghezza 

delle matrici usate nella fase di addestramento. 

Applicando una standardizzazione di tipo “min-max” per ciascun cluster, si rendono processabili gli input data 

processabili dalla batteria in modo sequenziale. 

L’architettura progettata è in grado di identificare automaticamente, in accordo con il classifer aventi le 

miglior performance, le figure direttamente definite dal trader nel Pattern Designer. 

 

Figura 92 - La serie storica filtrata attraverso la metodologia Robust Loess 
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Figura 93 - La creazione delle time-windows a partire dal set di nodi 

 

 

5.2.5 Outlier detection e data quality 

 
La qualità dei dati finanziari è di fondamentale importanza nei processi bancari e nei controlli di Risk 

Management.  

I metodi tradizionali di data quality si basano sulla esperienza degli utenti o su regole prestabilite e questo 

rende il processo molto time consuming, con un livello di accuratezza scarso. Usando le tecniche di machine 
learning, è possibile sfruttare le risorse computazionali e le tecniche avanzate per superare queste sfide. 

Nell’era dei Big Data, ci si trova spesso ad analizzare e gestire un elevato ammontare di dati in diversi 

dataset. Tuttavia, senza una data quality migliorata, non si è in grado di analizzare in modo appropriato 
questi dati e si finisce spesso per ricadere nel principio “garbage in, garbage out” (GIGO).  

Pertanto, il miglioramento e il controllo della qualità dei dati sono diventati le strategie critiche per le banche 
e le istituzioni finanziarie. Uno dei compiti essenziali nel rilevare problemi di data quality è il riconoscimento 

dei valori anomali. 

5.2.5.1 Outlier con SVM 

L’idea proposta è quella di indagare le potenzialità degli approcci basati sul Machine Learning per effettuare 

azioni di data quality e in particolare di definire una metodologia per individuare il valore più probabile di un 
eventuale dato mancante, al fine di riempire campi vuoti (missing) in maniera efficace. 

Si decide di utilizzare modelli basati su algoritmi di Supervised Machine Learning allo scopo di inferire il 

valore di un campo, utilizzando le altre informazioni presenti nei dati stessi. In questo modo, qualora tale 
campo fosse mancante, si avrebbe uno strumento per stimarlo in modo più evoluto di una semplice 

interpolazione. In questa sezione mostriamo come un modello basato sull’algoritmo del SVM e addestrato sui 
dati dei valori dei tassi in diversi anni può essere in grado di stimare i valori dei tassi mancanti con alta 

accuratezza. 
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A titolo di esempio si considera l’estrazione dei tassi di interesse in EUR, USD, GBP e CHF dal 1999 ad inizio 

2016 con una struttura simile a quella mostrata nella Tabella 3 - Struttura del Dataset utilizzato nell’analisi 
del SVM (per ogni valuta).  

Tabella 3 - Struttura del Dataset utilizzato nell’analisi del SVM 

Date 1W 1M 2M 3M 6M 1Y 2Y 3Y 4Y 5Y 6Y 7Y 8Y 9Y 10Y 15Y 20Y 30Y 

01/01/99 3,245 3,23875 3,22875 3,281 3,23 3,192 3,362 3,445 3,57 3,709 3,871 4,015 4,185 4,323 4,439 4,407 4,39 4,373 

04/01/99 3,245 3,23875 3,22875 3,234 3,223 3,212 3,244 3,349 3,469 3,605 3,753 3,903 4,039 4,179 4,277 4,695 4,654 4,612 

05/01/99 3,245 3,23875 3,22875 3,222 3,204 3,212 3,212 3,32 3,465 3,604 3,746 3,905 4,05 4,172 4,272 4,697 4,655 4,613 

… … … … … … … … … … … … … … … … … … … 

12/01/16 -0,00857 0,00214 0,03143 -0,144 -0,053 0,048 -0,084 -0,002 0,106 0,238 0,376 0,515 0,651 0,777 0,896 1,311 1,498 1,526 

13/01/16 -0,00857 0,00214 0,03143 -0,144 -0,054 0,049 -0,082 -0,014 0,091 0,22 0,366 0,491 0,625 0,751 0,865 1,282 1,466 1,496 

14/01/16 -0,00857 0,00214 0,03143 -0,143 -0,053 0,048 -0,078 -0,01 0,103 0,232 0,376 0,509 0,651 0,773 0,894 1,315 1,507 1,535 

 

Ai fini dell’utilizzo corretto di metodologie di Machine Learning (e in generale di tecniche statistiche 

predittive), è bene suddividere il dataset in due parti: training e test. La prima serve per addestrare il 

modello, la seconda per testarlo su dati per esso “nuovi”. Questa divisione viene fatta in maniera random, 
per evitare effetti di stagionalità e trend pluriennali che potrebbero creare un bias nell’addestramento. La 

proporzione scelta per questa analisi è di 70% per il training e 30% per il test. L’algoritmo SVM viene 
addestrato quindi su un campione, scelto in modo casuale, del 70% dei 12 anni presenti nel dataset storico. 

Scegliamo come variabile target il tasso di interesse in Euro a una settimana. Come variabili esplicative 

invece scegliamo: 

- Tassi di interesse (EUR) a diversi periodi (1M, 2M, 3M, 6M, 1Y e 2Y) 

- Tassi di interesse (EUR) a una settimana nei 5 giorni precedenti 

- Tassi di interesse a una settimana per le altre valute (USD, GBP, CHF) 

In questo modo il modello impara le relazioni che legano queste variabili tra di loro ed è in grado di stimare il 
valore di una di esse conoscendo quello delle altre. Questa capacità consente di effettuare data remediation, 

qualora ci si trovi di fronte ad un dato mancante. Le performance dell’algoritmo sono valutate come 

anzidetto sul dataset di test. Il SVM fornisce una stima per ogni punto del vettore di tassi in EUR ad una 
settimana. 

Questo valore viene confrontato con quello realmente storicizzato e vengono quindi calcolati i residui. Nella 
Tabella 4 è riportato il valore di tali residui e la percentuale di volte che essi superano la soglia del 5%. 

A scopo di confronto, lo stesso problema è stato affrontato anche con una classica regressione logistica. 

Nella Tabella 4 sono riportati i confronti tra i risultati dei due approcci. Per il SVM sono riportate anche le 
performance con i diversi kernel. 
 

 

Tabella 4 - Confronto tra i risultati ottenuti mediante SOM con diversi kernel 

Algoritmo Dettaglio Somma residui (val assoluto)  Percentuale errori > 5% 

SVM Kernel lineare 0.034 4.2% 

SVM Kernel polinomiale 0.034 4.4% 

SVM Kernel sigmoide 0.035 5.4% 

SVM Kernel radiale 0.036 6.9% 

Regressione Logistica 0.036 6.6% 
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Si può notare che il SVM presenta performance mediamente superiori, come è possibile verificare attraverso 

il grafico dei residui mostrato in Figura 94, in cui si nota come per il SVM (colore arancione) essi risultano più 
concentrati attorno allo zero, rispetto a quelli della regressione (colore azzurro). 

 

Figura 94 - Confronto tra i residui del SVM e Logit 

 

Figura 95 - Esempio d’uso SVM per identificare gli outlier 

 

Per quanto riguarda la ricerca di outlier, è possibile utilizzare ancora algoritmi di Supervised Machine 
Learning, utilizzando la seguente strategia. L’algoritmo effettua la previsione per il valore dei campi 

esattamente come mostrato in precedenza. 

Una volta calcolati i residui, si va a verificare quando la previsione dell’algoritmo è particolarmente lontana, 

con una soglia da definire a piacere, dal valore del dato storicizzato. Tale dato è un potenziale outlier su cui 
focalizzare l’attenzione.  

In Figura 95, si mostra un esempio di analisi nel periodo Luglio 2002 - Marzo 2003. I punti cerchiati in rosso 

sono relativi ai campi in cui il SVM effettua previsioni molto lontane dal dato storicizzato (residui maggiori del 
10%). 

Questi quattro punti sono dei possibili candidati a costituire degli outlier e vanno analizzati attentamente, 
qualora si vogliano cercare errori nella storicizzazione dei dati assunti ad esempio. 

5.2.5.2 Outlier con Isolation Forest 

Si prenda ancora in considerazione il dataset dei tassi utilizzato nell’esempio del SVM ed in particolare i tassi 
a 3 mesi in Euro, dal 1999 al 2016. Un metodo di analisi per l’identificazione di anomalie di mercato potrebbe 
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essere svolto con l’osservazione del tasso negli ultimi 90 giorni al fine di comprendere se il tasso osservato 

sia un valore in linea con i precedenti o un outlier. 

Lavorando con serie storiche, il primo passo da effettuare è quello di riportare le osservazioni del passato 

come feature, su cui concentrare l’analisi per la valutazione dell’ultima osservazione utile.  

L’algoritmo separa poi i dati a disposizione in modo da considerarne il 30% a fini di training. Il parametro di 
contaminazione che indica la percentuale di outlier attesi, è stato impostato al 5%, mentre è di 100 (valore 

di default) il numero di alberi (isolation tree) che compongono la foresta.  

La fase seguente è stata quella di applicare il modello, appena addestrato, sulla parte restante dei dati sulla 

quale sono stati individuati 130 outlier e 2920 inlier.  

Considerata l’alta dimensionalità del problema diventa difficile darne una sua rappresentazione grafica. Si è 
scelto di considerare sull’asse x la media di tutte le osservazioni prese in considerazione come feature, 

mentre la variabile target è rappresentata sull’asse y.  

L’algoritmo è stato sviluppato con l’ausilio dei pacchetti Python dell’ecosistema SciPy (Jones E., et al., 2001) 

tra cui numpy (Oliphant E., 2006), pandas (McKinney W., 2010), matplotlib (Hunter J.D., 2007) e scikitlearn 
(Pedregosa F., et al., 2011) 

Figura 96 - Rappresentazione degli outlier identificati tramite l’algortimo di Isolation Forest 

 

 

Per ottenere risultati ancora migliori, si potrebbe effettuare una prima analisi di dettaglio sui dati, in modo da 

essere sicuri che nell’insieme di dei dati training non siano compresi outlier. 

Questa attività risulta particolarmente importante quando si usano le serie storiche, infatti avendo utilizzato 
osservazioni precedenti come feature delle osservazioni dei giorni successivi, eventuali outlier influenzeranno 

il modo con cui gli alberi apprendono, con il rischio di indicare come inlier una situazione potenzialmente 
patologica. 

Si è quindi visto come è possibile applicare un algoritmo di Isolation Forest per individuare gli outlier di un 

dataset. Si può notare come l’utilizzo dei dati passati abbia reso il numero di feature considerevole, tuttavia 
la tecnica utilizzata – essendo basata su alberi decisionali – ben si presta a problemi di elevata 

dimensionalità. 

5.2.5.3 Outlier con K-means 

L’algoritmo K-means è una metodologia di clustering che permette di suddividere N osservazioni in K cluster, 

nei quali ciascuna osservazione appartiene al cluster avente il punto medio a questa più prossimo: tale 

obiettivo viene raggiunto dalla metodologia minimizzando la varianza totale intra-cluster.  
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Esprimendo il concetto in termini formali: dato un insieme di osservazioni (x1, x2, … , xN), dove ciascun 

elemento può essere rappresentato da un vettore reale a d dimensioni, il K-means clustering ha lo scopo di 

partizionare le N osservazioni in K (≤ N) insiemi S = {S1, S2, … , SK} in modo da minimizzare la varianza 

espressa dalla WCSS (Within-Cluster Sum of Squares). 

In termini matematici, l’obiettivo è il seguente: 

 

argmin 

S
 
∑ ∑ ‖x − μi‖

2
x∈Si

K
i=1

=
argmin 

S
 
∑ |Si|Var Si
K
i=1

 

 

Dove μi è la media dei punti in Si. 

L’algoritmo standard impiega una tecnica iterativa di aggiustamento: dato un insieme iniziale di  K medie 

m1
(1)
, … ,mk

(1)
, la procedura evolve alternando le due fasi seguenti: 

1) Fase di Assegnazione (Assignment step) 

Viene assegnata ciascuna osservazione al cluster la cui media è caratterizzata dalla distanza euclidea 

minima. Matematicamente significa partizionare le osservazioni impiegando un diagramma di Voronoi 
(Voronoi diagram) generato dalle medie. 

Si
(t)
= {xp: ‖xp −mi

(t)‖
2
≤ ‖xp −mj

(t)‖
2
} ∀j, i 

Dove ciascun xp è assegnato ad uno ed un solo S(t) 

2) Fase di aggiornamento (Update step) 

Sono calcolate le nuove medie che costituiranno i centroidi delle osservazioni nel nuovo cluster. 

mi
(t+1)

=
1

|Si
(t)
|
∑ xj

xj∈Si
(t)

 

L’algoritmo converge quando non avvengono più cambiamenti significativi alla configurazione trovata. 

Rispetto alla formulazione base, sono state proposte numerose varianti atte ad incrementare le performance 

di ricerca del metodo. Tra le più popolari si ricorda il K-medians clustering, il K-medoids, il K-means ++, 
l’Hartigan-Wong method, il Minkowski weighted K-means e la soft k-means (detta anche Fuzzy C-means). 

5.2.5.4 Outlier con la tecnica Fuzzy C-means 

Un esempio di applicazione della metodologia fuzzy c-means per l’individuazione delle anomalie di mercato si 
può riscontrare in (Caligaris O., Fioribello F., Giribone P.G., 2017). 

Il dataset consiste nelle quotazioni (espresse in basis points) dei CDS senior di una banca a 1, 3, 5, 7, 10 
anni, estratti da Bloomberg® e sintetizzati in Figura 97. 

È possibile individuare i centri di massa, utilizzando la tecnica del Fuzzy C-means (Chiu S., 1994). 

Nella Figura 97, si illustrano le partizioni calcolate dall’algoritmo (colori diversi rappresentano classi di 
appartenenza diverse) ed i relativi baricentri (indicati da croci nere). 

Nella Tabella 6 sono riportati i livelli di appartenenza dei singoli CDS all’interno dei 5 cluster (identificati dalle 
ascisse dei loro centri di massa). 
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Figura 97 - Dataset su cui si è basata l’analisi con l’uso del Fuzzy C-means: quotazioni CDS 
senior per differenti tenors 

 

 

Tabella 5 - Centroidi calcolati dall’algoritmo Fuzzy C-means a partire dal dataset di riferimento 

 

 

Tabella 6 - Percentuali di appartenenza di un’osservazione ad un cluster 

Massa/ID  1 2 3 4 5 6 7 8 9 10 

1,030 93,64% 95,20% 95,03% 98,69% 95,66% 98,08% 95,22% 99,70% 90,74% 98,75% 

2,934 4,24% 3,24% 3,35% 0,92% 3,33% 1,34% 3,23% 0,22% 7,27% 0,94% 

5,011 1,10% 0,82% 0,85% 0,21% 0,56% 0,31% 0,81% 0,04% 1,11% 0,17% 

7,291 0,59% 0,43% 0,45% 0,11% 0,27% 0,16% 0,43% 0,02% 0,52% 0,08% 

9,649 0,42% 0,31% 0,32% 0,08% 0,18% 0,11% 0,31% 0,01% 0,35% 0,06% 

 

Massa/ID  11 12 13 14 15 16 17 18 19 20 

1,030 73,70% 33,50% 93,81% 97,93% 2,65% 38,56% 0,96% 14,47% 0,22% 0,21% 

2,934 21,71% 59,67% 4,80% 1,57% 95,69% 54,56% 98,31% 80,44% 99,52% 99,53% 

5,011 2,62% 4,05% 0,77% 0,28% 1,05% 4,06% 0,47% 3,11% 0,17% 0,17% 

7,291 1,18% 1,68% 0,37% 0,14% 0,38% 1,71% 0,16% 1,21% 0,05% 0,05% 

9,649 0,79% 1,09% 0,25% 0,09% 0,23% 1,11% 0,10% 0,77% 0,03% 0,03% 

 

T* CDS* 

1,029815 84,0465 

2,93366 115,348 

5,011498 153,5278 

7,290601 181,9971 

9,64927 201,4692 
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Massa/ID 21 22 23 24 25 26 27 28 29 30 

1,030 0,51% 0,89% 2,48% 1,78% 0,04% 4,27% 3,83% 2,24% 0,46% 0,32% 

2,934 99,07% 97,81% 95,94% 95,14% 99,91% 84,22% 86,69% 93,54% 1,70% 1,16% 

5,011 0,27% 0,88% 1,00% 2,11% 0,03% 8,24% 6,74% 2,92% 95,37% 96,69% 

7,291 0,09% 0,27% 0,36% 0,61% 0,01% 2,10% 1,76% 0,83% 1,77% 1,32% 

9,649 0,06% 0,16% 0,22% 0,35% 0,01% 1,17% 0,99% 0,47% 0,70% 0,51% 

 
Massa/ID 31 32 33 34 35 36 37 38 39 40 

1,030 0,93% 0,24% 0,41% 0,04% 0,25% 0,42% 0,46% 0,16% 0,03% 0,19% 

2,934 3,66% 0,85% 1,52% 0,14% 0,90% 1,55% 1,72% 0,48% 0,10% 0,60% 

5,011 91,11% 97,50% 95,80% 99,43% 97,37% 95,74% 95,33% 97,71% 99,61% 97,10% 

7,291 3,05% 1,02% 1,63% 0,29% 1,07% 1,65% 1,79% 1,24% 0,20% 1,60% 

9,649 1,25% 0,39% 0,64% 0,10% 0,41% 0,65% 0,70% 0,40% 0,07% 0,51% 

 
Massa/ID 41 42 43 44 45 46 47 48 49 50 

1,030 0,31% 0,52% 0,64% 0,19% 0,25% 0,03% 0,91% 0,89% 0,40% 0,04% 

2,934 0,94% 1,54% 1,84% 0,60% 0,75% 0,08% 2,19% 2,14% 0,93% 0,09% 

5,011 95,05% 90,62% 87,88% 97,10% 96,19% 99,66% 20,75% 20,01% 6,84% 0,44% 

7,291 2,84% 5,68% 7,53% 1,60% 2,14% 0,17% 68,19% 69,06% 86,75% 98,14% 

9,649 0,87% 1,64% 2,11% 0,51% 0,67% 0,06% 7,96% 7,89% 5,08% 1,30% 

 

Massa/ID 51 52 53 54 55 56 57 58 59 60 

1,030 0,04% 0,10% 0,31% 0,49% 0,00% 0,00% 0,15% 0,25% 0,24% 0,12% 

2,934 0,09% 0,22% 0,71% 1,13% 0,01% 0,00% 0,31% 0,47% 0,47% 0,25% 

5,011 0,44% 1,34% 5,04% 8,66% 0,05% 0,01% 1,46% 1,71% 1,71% 1,19% 

7,291 98,10% 96,63% 89,67% 83,98% 99,85% 99,96% 91,65% 15,92% 15,80% 93,72% 

9,649 1,33% 1,71% 4,27% 5,75% 0,09% 0,02% 6,42% 81,65% 81,77% 4,73% 

 

Massa/ID 61 62 63 64 65 66 67 68 69 70 

1,030 0,19% 0,01% 0,32% 0,40% 0,38% 0,16% 0,16% 0,04% 0,34% 0,41% 

2,934 0,40% 0,03% 0,65% 0,79% 0,74% 0,29% 0,29% 0,07% 0,67% 0,81% 

5,011 1,84% 0,14% 2,83% 3,11% 2,85% 0,84% 0,86% 0,23% 2,53% 3,22% 

7,291 88,39% 99,45% 76,68% 43,58% 35,75% 3,93% 3,99% 1,59% 28,97% 48,49% 

9,649 9,18% 0,37% 19,52% 52,12% 60,29% 94,79% 94,70% 98,07% 67,48% 47,08% 
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Massa/ID 71 72 73 74 75 76 77 

1,030 0,10% 0,00% 0,02% 1,21% 0,13% 0,04% 0,03% 

2,934 0,19% 0,01% 0,05% 2,05% 0,23% 0,08% 0,05% 

5,011 0,65% 0,02% 0,14% 5,16% 0,69% 0,25% 0,18% 

7,291 4,99% 0,10% 0,76% 16,34% 3,31% 1,30% 1,21% 

9,649 94,07% 99,88% 99,03% 75,23% 95,63% 98,32% 98,53% 

 

Il trader è in grado con questo metodo di visualizzare graficamente le eventuali anomalie di mercato: 

qualora non fossero presenti quotazioni anomale, i centri di massa (X) risulterebbero allineati al tenor di 

appartenenza della struttura a termine dei CDS. Maggiore è lo scostamento delle ascisse dei baricentri 
rispetto al tenor, maggiore è l’overlapping tra gli insiemi identificati e, conseguentemente, risulta più 

marcata l’anomalia. 

5.2.5.5 Outlier con la tecnica SOM 

L’utilizzo di queste tecniche non si limita all’individuazione e analisi di outlier per un fine di pulizia del dato, 

ma può anche essere utilizzato per individuare opportunità di business (Resta M., 2016). Per esempio, 
guardando al mercato secondario dei titoli obbligazionari, ogni potenziale transazione è caratterizzata da una 

quantità che si vuole comprare o vendere e da un prezzo al quale il trader desidererebbe concludere lo 
scambio.  

Isolando queste due variabili si riesce ad individuare le zone in cui si osserva una maggiore concentrazione 

di punti da quelle in cui questi sono più dispersi. Si riesce pertanto a discriminare gli outlier del perimetro di 
riferimento, che saranno trattate come anomalie di mercato da segnalare all’operatore di mercato come 

potenziali opportunità di trading.  

L’esempio che segue descrive la metodologia in applicazione alle quotazioni registrate su due titoli 

obbligazionari quotati da contributori, così come riportato in (Cafferata A., Giribone P.G., 2017). Il numero 
dei nodi è un parametro del modello in questione. Se il numero dei nodi fosse uguale al numero di 

osservazioni, i nodi si allocherebbero esattamente sopra i punti rappresentanti le osservazioni di mercato in 

quell’istante. Maggiore è il numero dei nodi, minore è la capacità della rete di concentrarsi nelle aree di 
maggiore concentrazione. 

Tuttavia, una mappa dotata di un numero di neuroni estremamente basso, potrebbe fornire un numero 
troppo elevato di warning. 

Occorre quindi trovare un compromesso empirico, nel caso specifico si può considerare un numero di nodi 

variabile da un quinto ad un terzo delle osservazioni disponibili. La topologia iniziale applicata è quella 
deterministica ed esagonale.   

In entrambi i casi sono stati utilizzati 9 nodi rappresentati con punti blu in Figura 98 e Figura 99. Nelle 
immagini di sinistra i neuroni sono disposti sulla griglia iniziale, nell’immagine di destra si osserva la griglia 

evoluta dopo 1000 epoche. Sull’asse delle ascisse è sempre riportata la quantità (in milioni), mentre sulle 
ordinate si rileva il prezzo espresso in percentuale.  

I punti in verde rappresentano i dati sperimentali osservati. Sono da considerarsi outlier e pertanto potenziali 

anomalie di mercato, i punti non compresi all’interno della mappa. 

Nel primo caso la rete esclude correttamente i prezzi in corrispondenza di un volume molto elevato (2 

milioni) mentre nel caso di prezzi con volume intorno al milione è riuscita ad escludere solo quelli con prezzi 
significativamente sopra e sotto la media – fuori dall’intervallo (106,5%, 107,7%). Anche nel secondo caso la 

rete ha identificato come outlier quotazioni con volumi alti oppure, per volumi più limitati, ha individuato 

quotazioni con prezzi significativamente superiori o inferiori rispetto alla media. 
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Figura 98 - Griglia di neuroni prima e dopo l’applicazione della SOM sul primo esempio 

 
 

 

Figura 99 - Griglia di neuroni prima e dopo l’applicazione della SOM sul secondo esempio 

 

5.2.5.6 Outlier con t-SNE 

Lavorando ancora sul dataset dei tassi, presentato nel paragrafo 5.2.5.1, è possibile valutare le potenzialità 
del t-SNE, in quanto tecnica preparatoria ad un’analisi di outlier detection. 

Visto che lo scopo dell’algoritmo è quello di ridurre il numero di dimensioni presenti in un dataset, in questo 
caso non si adottano criteri di selezione a priori delle informazioni da usare: si importa lo storico dei dati 

nella sua totalità (72 dimensioni formate dalle informazioni di 18 dimensioni per le 4 valute a disposizione). 

La mappatura che il t-SNE trova, passando dalle 72 dimensioni di input alle 2 dimensioni di output, è 

riportata in Figura 100. Sono evidenziate chiaramente alcune strutture, ma in questo stadio dello studio è 

praticamente impossibile estrarre da questo grafico informazioni di una qualche utilità. Questo succede 
perché, come detto, il t-SNE è “solamente” un algoritmo di dimensionality reduction, il cui scopo non è 

quello di pervenire ad alcuna inferenza. 
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Figura 100 - Mappatura risultante dall’applicazione della tecnica t-SNE sul dataset dei tassi: da 
72 dimensioni di input a 2 dimensioni di output 

 
 

Per gli scopi di outlier detection, è tuttavia possibile utilizzare l’output del t-SNE come input di una successiva 

analisi, ad esempio aggiungendo opportune informazioni aggiuntive: è infatti evidente che alcuni cluster 

sono stati individuati, ora è necessario provare a capire se abbiano significato e, in caso affermativo, a che 
inferenze conducono. 

Ad esempio, associando ad ogni punto del grafico un diverso colore, a seconda della valuta del tasso di 
cambio ad esso corrispondente, emergono delle strutture come è possibile vedere in Figura 101. 

In un’ottica di outlier detection, diventa ora possibile associare ad ogni cluster la sua valuta di appartenenza 
e individuare facilmente quali punti rappresentano potenzialmente degli outlier perché sembrano 

appartenere ad un gruppo, ma contraddistinti da un “colore” sbagliato. Un algoritmo di cluster analyisis (ad 

esempio il DBSCAN) è ora in grado di individuare tali punti con estrema facilità. 

 

 

Figura 101 - Alla mappatura individuata dal t-SNE viene aggiunta una colorazione basata sulla 
valuta per individuare potenziali outlier 
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5.2.6 Pricing 

 

In questa sezione si descrivono alcune tra le possibili applicazioni del Machine Learning volte alla 
determinazione del fair value di uno strumento finanziario. 

Seguendo l’ordine di presentazione delle tecniche esposte, si tratta dapprima le reti neurali adibite al 
processo di ricostruzione di ampie porzioni di superfici di volatilità come nei paragrafi 5.2.6.1 e 5.2.6.2 per 

passare alla modellizzazione della stagionalità inflattiva con ANN dotate di neuroni circolari nell’ambito del 
pricing di un inflation-indexed swap (paragrafo 5.2.6.3 ) e si conclude con la valorizzazione di strumenti 

finanziari (opzioni e certificate) tramite l’impiego di PDE risolte numericamente con la tecnica delle funzioni a 

base radiale (RBF). 

5.2.6.1 Ricostruzione delle superfici di volatilità inflattive via feed-forward ANN 

È richiesto, talvolta, ad un analista quantitativo di dover valorizzare delle opzioni impiegando superfici di 

volatilità quotate sul mercato non complete. Infatti, specialmente per gli strike non ATM (at-the-money), non 
sempre è presente un contributore che valorizzi tutti i punti costituenti la superficie. Qualora i dati mancanti 

della matrice risultino non molti e sparsi con una sufficiente uniformità, ci si può ricondurre ad un semplice 
problema di data-missing, risolvibile, la maggior parte delle volte, con una interpolazione bidimensionale dei 

valori o note tecniche specifiche (interpolazione, ANOVA, Response Surface Methodology). Succede però che 
talvolta le quotazioni manchino per una porzione consistente della superficie e, pertanto, non è possibile 

approssimare localmente un dato a partire dai valori assunti nel suo intorno. Si pensi, ad esempio, alla 

superficie dei premi dei floor sui tassi inflattivi europei, a partire dalla quale vengono desunte le volatilità da 
applicare alla valorizzazione delle opzioni scritte sugli strumenti finanziari inflattivi in valuta domestica. Le 

sezioni in corrispondenza degli strike fortemente in e out of the money (-2%, -1.5% e 3%) non sono quasi 
interamente valorizzate, così come quella in corrispondenza dello strike -0.5%. In questi casi, il problema da 

risolvere, al fine di giungere ad un pricing affidabile dell’opzione, è ricostruire ampie porzioni mancanti, 

analizzando globalmente la superficie. 

Il 21 Ottobre 2014, Bloomberg® forniva le quotazioni (espresse in basis point) dei premi scambiati sul 

mercato per le opzioni floor sui tassi inflattivi europei, riportate nella Tabella 7. A partire da questa superficie 
si ricava, mediante il bootstrap dei dati, le volatilità implicite da impiegare nella valutazione dei derivati 

inflattivi nei quali è presente una opzionalità. 
 

Tabella 7 - La superficie dei premi dei floor scritti sui tassi inflattivi europei del 21 Ottobre 2014 

 
 

Le parti in giallo della Tabella 7, rappresentano i valori mancanti, poiché non contribuiti dall’info-provider. Lo 

scopo è quello di implementare una rete neurale feed-forward atta alla ricostruzione delle porzioni mancanti. 

Le tecniche progettuali sono le medesime di quelle già presentate nella sezione dedicata alle regressioni 
mediante ANN feed-forward, pertanto, in questa sede, ci si limita ad esporre direttamente i risultati 

conseguiti (Caligaris O., Giribone P.G., Ligato S., 2015). 
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Impiegando una rete composta da due strati nascosti da 20 neuroni ciascuno, si ottiene dopo 25.000 epoche 

un errore di fitting minimale dei dati esistenti. 
 

Figura 102 - Superficie dell’errore di fitting della rete neurale feed-forward 

 

 

Impiegando il modello regressivo fornito da tale metodologia per i punti mancanti, si ottiene la superficie è 

graficata nella Figura 103. 

 

Tabella 8 - La matrice di errore della volatilità ricostruita dalla ANN feed-forward 

 

 

Figura 103 - La superficie ricostruita dei premi dei floor scritti sui tassi inflattivi europei 

 

-2 -1,5 -1 -0,5 0 0,5 1 1,5 2 2,5 3

1 -0,000115 -0,001042 -0,005319 0,008900 0,004369 0,006021 0,003176 -0,001813 -0,001588

2 -0,005085 0,003752 0,003834 -0,008755 0,000059 -0,000989 0,005759

3 -0,003307 0,002687 0,008603 -0,004556 0,005405 0,000653 0,009269 -0,000559 -0,001397 -0,004838 0,001313

5 0,007463 -0,008189 0,000412 -0,008975 0,002633 0,000768 -0,000391

7 0,001835 0,003927 0,004289 0,003810 -0,002934 -0,000982 0,000289

10 0,006652 0,000619 -0,004206 -0,002150 -0,003553 -0,000319 0,001351 -0,001425

12 -0,000142 -0,003038 0,002771 -0,007217 0,003458 0,000394 0,001256 0,000391 -0,002259 0,000338

15 -0,001206 0,000614 0,000695 -0,002280 0,000641 -0,000088 -0,000130 -0,000850

20 -0,000093 -0,001461 0,000154 -0,000477 -0,001025 -0,000393 0,000665

30 0,001495 0,000894 -0,001534 0,000930 -0,000932 0,001372 -0,001397
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5.2.6.2 Ricostruzione delle superfici di volatilità di Black per swaption via NLPCA 

La presenza di tassi di interesse negativi nei maggiori mercati finanziari, rende problematica la derivazione 

delle superfici di volatilità log-normali alla Black. Tali superfici vengono ottenute applicando un processo di 
ingegneria inversa sulla formula di pricing, utilizzando come input principali le quotazioni di strumenti 

finanziari osservati sui mercati e i tassi di interesse. Quest’ultimi, al fine di garantire la corretta derivazione 
delle superfici di volatilità, devono essere positivi, data la presenza di termini logaritmici nella formula di 

Black. Qualora i tassi di interesse siano negativi, ci si trova di fronte ad un c.d. Missing-Data Problem, dal 
momento che una porzione consistente della superficie di volatilità risulta mancante. I problemi della 

ricostruzione di dati mancanti sono spesso risolti da metodologie tradizionali, quali l’interpolazione, che nel 

caso specifico danno luogo a valutazioni grossolane e non idonee a riprodurre una vasta porzione di 
superficie.  L’approccio proposto descrive la ricostruzione delle superfici di volatilità mediante l’utilizzo di reti 

neurali auto-associative, strumenti adatti per un’analisi non lineare delle componenti principali dei dati. Si 
può dimostrare che tali modelli permettono di ottenere una ricostruzione completa delle superfici sopra 

citate, soprattutto in presenza di tassi di interesse negativi, laddove la modellistica tradizionale non risulta in 

grado di derivare la superficie di volatilità di Black (Haug E.G., 2007).  

Si consideri la superficie di volatilità at-the-money (ATM) delle swaption osservata sul mercato il 29/07/2016, 

periodo nel quale i tassi d’interesse erano fortemente negativi nell’area Euro (Fonte: Bloomberg®). 

In tabella sono riportati i valori della volatilità log-normale nelle dimensioni tenor (𝝉)-maturity (𝑻) e per strike 

ATM. Come si evince sia dalla matrice come si può osservare in Tabella 9, sia dalla sua rappresentazione 

grafica come si nota in Figura 104, grandi porzioni di tale superficie non sono quotate (N.D.). 

 

Tabella 9 - Valori in percentuale della matrice di volatilità ATM di Black per Swaption 

 

 

Figura 104 - Rappresentazione grafica della superficie di volatilità ATM di Black per Swaption 
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Il motivo di tale mancanza di dati è riconducibile al fatto che, con l’eccezione del punto in corrispondenza di 
𝜏 = 𝑇 = 10 anni, si riscontra l’impossibilità, da parte del framework di pricing lognormale, di trattare tassi 

d’interesse negativi. 

Qualora sia necessario esprimere un valore numerico laddove risulti assente, è necessario ricorrere ad una 

metodologia complessa di ricostruzione dati, tipo quelle di Machine Learning (ML). 

All’interno di questo contesto, si propone l’approccio basato sull’analisi non lineare delle componenti 

principali (NLPCA), come descritto in (Caligaris O., Giribone P.G., Neffelli M., 2017), al fine di ricostruire la 

superficie di volatilità. Nella Figura 105, vengono graficati i punti ricostruiti dalla rete autoassociativa. 

 

Figura 105 - La ricostruzione della superficie di volatilità mediante reti neurali auto-associative 

 

5.2.6.3 Pricing di un Inflation-indexed swap via Circular Networks 

Un Inflation-Indexed Swap (IIS) è un derivato nel quale, a ciascuna data di pagamento, una controparte 

scambia un tasso inflattivo contro un tasso fisso. Nella determinazione dei cash flow associati alla gamba 
inflattiva dello swap, occorre predisporre un modello matematico atto alla proiezione dei valori dell’indice 

inflattivo CPI nel futuro. Al fine di ricavare tali simulazioni, si ricorre nella normale prassi di valutazione ad un 
modello di mercato, che si basa tipicamente sulle quotazioni degli zero-coupon IIS. Tale informazione è utile 

al fine di ricavare il trend principale del valore atteso prospettico della CPI, pur rimanendo insufficiente nella 

adeguata descrizione dell’indice inflattivo. Questo modello deve essere integrato con un altro, il cui compito 
è quello di descrivere il caratteristico effetto di stagionalità della CPI. Viene proposto, in questa sede, 

l’applicazione di un modello di stagionalità basato su reti neurali feed-forward con neuroni circolari, tecnica 
di Machine Learning particolarmente idonea nell’individuazione della periodicità in una serie storica. 

Per i dettagli tecnici sulla derivazione delle formule di pricing si rimanda al paper (Caligaris O., Giribone P.G., 
2018) e al libro (Brigo D., Mercurio F., 2006), in questa sede ci si focalizzerà, pertanto maggiormente sulla 

parte legata all’apprendimento artificiale. 

I valori forward della CPI, ℑ𝑖 sono stimati a partire dagli Zero Swap Rate sull’inflazione applicando la 

formula: ℑ𝑀(0) = ℑ𝑅𝐸𝐹(0) ⋅ [1 + 𝐾(𝑇𝑀)]
𝑀, dove: ℑ𝑅𝐸𝐹(0) è il valore CPI di riferimento. Esso corrisponde a 

quello fissato in corrispondenza a 𝑛 mesi indietro, rispetto alla data di riferimento per il bootstrap. 

Tipicamente si assume il lag temporale standard pari a 3 mesi e 𝐾(𝑇𝑀) e l’Inflation Zero Swap Rate quotato 

dal mercato in corrispondenza dell’anno 𝑇𝑀. 

Con tale relazione viene simulato il valore futuro dell’indice in corrispondenza del tasso Swap rilevato dal 

mercato. Dato che la frequenza con cui viene pubblicato l’indice è mensile, è necessario fornire una 
simulazione della CPI con tale periodicità. 

I punti della curva mancanti vengono pertanto stimati aggiungendo, tra un valore calcolato ℑ𝑀(0) ed il suo 

successivo ℑ𝑀+1(0), il logaritmo dell’incremento mensile: 
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Δℑ𝑀 =
ln (

ℑ𝑀+1(0)
ℑ𝑀(0)

)

12 ⋅ 𝜏
 

 

dove 𝜏 è l’intervallo temporale espresso in anni compreso tra ℑ𝑀(0) e ℑ𝑀+1. I punti costituenti la curva 

simulata dell’indice dei prezzi al consumo sono definiti dalla formula: 

 

ℑ𝑖+1 = ℑ𝑖 ⋅ exp(Δℑ𝑀 +ℜ𝑀) per ℑ𝑀(0) ≤ ℑ𝑖 ≤ ℑ𝑀+1(0) 

 

Il metodo base di valorizzazione prevede di tenere conto della stagionalità dell’indice, sommando 
algebricamente i residui normalizzati ℜ𝑀, stimati a partire dai valori storici della CPI, in accordo con 

l’espressione: 

 

ℜ𝑀 =

∑ ln [
ℑ𝑖+1
𝑀𝑜𝑛𝑡ℎ𝑙𝑦

ℑ𝑖
𝑀𝑜𝑛𝑡ℎ𝑙𝑦]

𝑠𝑡𝑎𝑔𝑦𝑒𝑎𝑟
𝑖=1

𝑠𝑡𝑎𝑔𝑦𝑒𝑎𝑟
−

∑ ln [
ℑ𝑖+1
𝑀𝑜𝑛𝑡ℎ𝑙𝑦

ℑ𝑖
𝑀𝑜𝑛𝑡ℎ𝑙𝑦]

12⋅𝑠𝑡𝑎𝑔𝑦𝑒𝑎𝑟
𝑖=1

12 ⋅ 𝑠𝑡𝑎𝑔𝑦𝑒𝑎𝑟
 

 

dove ℜ𝑀 sono i residui normalizzati ricavati dall’effetto della stagionalità su 𝑠𝑡𝑎𝑔𝑦𝑒𝑎𝑟 anni. Il primo 

contributo è la variazione logaritmica dei valori CPI del mese considerato; il secondo rappresenta la 
variazione logaritmica complessiva registrata nel periodo temporale considerata per la stagionalità. Ad 
esempio, per calcolare il residuo normalizzato da associare al mese di settembre (ℜ9) prendendo come 

campione di riferimento 5 anni (standard di mercato), 𝑠𝑡𝑎𝑔𝑦𝑒𝑎𝑟 = 5, il primo contributo sarà calcolato dalla 

media delle variazioni logaritmiche registrate nei soli mesi di settembre. Il secondo termine invece costituisce 
la grande media, calcolata nell’intero arco temporale di riferimento (60 mesi): 

 

ℜ9 =

ln [
ℑ2018
𝑆𝐸𝑃

ℑ2017
𝑆𝐸𝑃 ] + ln [

ℑ2017
𝑆𝐸𝑃

ℑ2016
𝑆𝐸𝑃 ] + ln [

ℑ2016
𝑆𝐸𝑃

ℑ2015
𝑆𝐸𝑃 ] + ln [

ℑ2015
𝑆𝐸𝑃

ℑ2014
𝑆𝐸𝑃 ] + ln [

ℑ2014
𝑆𝐸𝑃

ℑ2013
𝑆𝐸𝑃 ]

5
−
∑ ln [

ℑ𝑖+1
ℑ𝑖

]60
𝑖=1

60
 

 

Il metodo di Machine Learning proposto per l’interpretazione della stagionalità è quello derivante dall’utilizzo 

di una rete neurale feed-forward dotata di neuroni circolari. Al fine di comparare gli approcci metodologici di 

bootstrap dei valori inflattivi, si considerino i dati di mercato di venerdì 29 giugno 2018 (Fonte Bloomberg®). 
I valori degli swap rate 𝐾(𝑇𝑀) quotati dal mercato alla data di riferimento sono riportati nella Tabella 10 sino 

a 𝑇𝑀 = 5, unitamente alla stima degli ℑ𝑀(0) e Δℑ𝑀 

 

Tabella 10 - Swap Rate quotati sull’inflazione (bid-ask) del 29 giugno 2018 – Fonte: Bloomberg® 

Year 𝑇𝑀  Bid Value Ask Value Mid 𝜅(𝑇𝑀) ℑ𝑀(0) Δℑ𝑀 

1 1,67 1,69 1,680 104.8422 0.001369 

2 1,53 1,58 1,555 106.3417 0.001164 

3 1,49 1,57 1,526 107.9028 0.001198 

4 1,50 1,55 1,525 109.5451 0.001242 

5 1,51 1,54 1,528 111.2321 0.001256 
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Al fine di stimare i valori inflattivi con una periodicità pari a quella di rilevazione, ovvero mensile anziché 
annuale, si ricavano gli incrementi inflattivi mensili ΔℑM da applicare all’interno degli anni considerati, così 

come riportati nella Tabella 10. 

Queste informazioni sono impiegabili per stimare, in accordo ai valori prospettici della CPI per i prossimi 5 

anni, senza tuttavia tenere conto della stagionalità. 

Al fine di aggiungere tale essenziale contributo al modello dei valori prospettici della CPI, è necessario 
disporre della serie storica per il calcolo dei residui normalizzati mensili ℜM. 

La Tabella 11, mostra i valori di ℜM stimati in accordo con la metodologia standard di mercato. 
 

Tabella 11 - I residui normalizzati mensili 

Month 1 2 3 4 5 6 7 8 9 10 11 12 

ℜ𝑀 -1,2571 0,2882 0,9738 0,0981 0,0429 0,0266 -0,6507 0,0694 0,3509 0,0146 -0,1444 0,1879 

 

Applicando ricorsivamente l’equazione che determina i valori per ℑ𝑖+1 si ricavano le proiezioni della CPI per i 

successivi 5 anni: i risultati sono riportati nella Figura 106, congiuntamente ai valori passati dell’indice. 

In particolare, la linea rossa dopo l’ultimo valore registrato dall’inflazione (in corrispondenza di aprile 2018), 
rappresenta la simulazione di ℑ𝑖 senza il contributo della stagionalità (ovvero ponendo ℜ𝑀 = 0); per contro 

la linea blu rappresenta la proiezione di ℑ𝑖 impiegando i residui normalizzati della Tabella 11. 

Con l’approccio di Machine Learning viene impiegata per la simulazione prospettica dei valori inflattivi la 
formula ricorsiva, che determina i valori per ℑ𝑖+1 nella quale, al posto di impiegare gli ℜ𝑀 utilizzati per 

tenere conto della stagionalità mensile, vengono impiegati i valori estrapolati dalla rete neurale feed-forward 

con neuroni circolari, a partire dal dataset dei logaritmi dei rendimenti ln [
ℑ𝑖+1
𝑀𝑜𝑛𝑡ℎ𝑙𝑦

ℑ
𝑖
𝑀𝑜𝑛𝑡ℎ𝑙𝑦] registrati negli ultimi 5 

anni dall’indice inflattivo europeo. 

Il vantaggio di impiegare questa tecnologia consente, rispetto al metodo di calcolo precedente, di effettuare 

previsioni ragionevolmente più robuste e di evitare l’artificiosa procedura di aggiungere per ogni mese 
dell’anno simulato il medesimo incremento ℜ𝑀 . 

La Figura 107, riporta i grafici dei logaritmi dei rendimenti storici dal maggio 2013 (indicizzato con -60, 

ovvero 60 mesi indietro rispetto all’attuale rilevazione) al maggio 2018 (index 0) e quelli prospettici (a destra 
della linea verticale rossa) sino al maggio 2023 (indicizzato con +60, ovvero 60 mesi in avanti rispetto 

all’attuale rilevazione), stimati con la metodologia standard. 

La Figura 108, riporta i grafici dei logaritmi dei rendimenti storici dal maggio 2013 al maggio 2018 e quelli 
prospettici sino al maggio 2023, stimati con la rete neurale feed-forward con neuroni circolari. 

Considerando la nuova stagionalità ℜ𝑀, si possono ottenere i valori della CPI prospettici, sempre a partire 

dalla relazione: ℑ𝑖+1 = ℑ𝑖 ⋅ exp(Δℑ𝑀 + ℜ𝑀). 

Presentate le due modalità per ricavare i valori prospettici della CPI, si procede ora alla valorizzazione di uno 

swap di tipo YYIIS (Year-on-Year Inflation Indexed Swap), avente le caratteristiche riportate nella Tabella 
12. 

La data di valutazione dello swap “In Arrears” è il 29 giugno 2018, per cui i dati inerenti all’indice inflattivo 

sono già quelli precedentemente trattati. 

La struttura a termine dei tassi d’interesse impiegata per lo sconto dei flussi di cassa è l’EUR OIS. 

Impiegando l’approccio metodologico di pricing presentato, si stimano i flussi di cassa, ottenendo il NPV della 

gamba pagare e ricevere dello swap in esame (Mercurio, 2005).  
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Figura 106 - Serie storica dell’indice inflattivo europeo e relativa proiezione 

 

 

Figura 107 - Stagionalità storica e prospettica stimata con la metodologia standard 

 

Figura 108 - Stagionalità storica e prospettica stimata con la metodologia di Machine Learning 
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Tabella 12 - Caratteristiche finanziarie dello Year-on-Year Inflation Indexed Swap 

  Receive Leg Pay Leg 

Leg Type Y-o-Y Inflation Fixed 

Notional 10.000.000 10.000.000 

Currency EUR EUR 

Index CPTFEMU Index Fixed Coupon 1% 

Effective Date 30/08/2018 30/08/2018 

Maturity Date 30/08/2023 30/08/2023 

Lag 3 Months   

Interpolation Monthly   

Spread 0   

Reset Freq Semi-Annual   

Payment Freq Semi-Annual Semi-Annual 

Day Count ACT/ACT ACT/365 

Disc Curve EUR - OIS EUR - OIS 

Fwd Curve European Inflation Curve   

 

 

In particolare si osserva: 

- nella Tabella 13, sono riportati i cash flow scontati per la gamba pagare fissa dello swap. 

- nella Tabella 14, sono riportati i cash flow scontati per la gamba ricevere indicizzata all’inflazione con la 

stima dei valori prospettici della CPI, impiegando il calcolo della stagionalità effettuato con la metodologia 
standard (Figura 107). 

- nella Tabella 15, sono riportati i cash flow scontati per la gamba ricevere indicizzata all’inflazione, con la 

stima dei valori prospettici della CPI, impiegando il calcolo della stagionalità effettuato con la metodologia di 
machine learning come in Figura 108.  

 
 

Tabella 13 - Flussi di cassa della gamba pagare dello swap YoY 

Accrual Start Accrual End Days Notional Payment Discount Present Value 

08/30/2018 02/28/2019 182 -10000000 -49863,01 1,00241 -49983,18 

02/28/2019 08/30/2019 183 -10000000 -50136,99 1,004141 -50344,60 

08/30/2019 02/28/2020 182 -10000000 -49863,01 1,00553 -50138,76 

02/28/2020 08/31/2020 185 -10000000 -50684,93 1,006258 -51002,12 

08/31/2020 02/26/2021 179 -10000000 -49041,10 1,006133 -49341,86 

02/26/2021 08/30/2021 185 -10000000 -50684,93 1,005156 -50946,26 
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08/30/2021 02/28/2022 182 -10000000 -49863,01 1,003492 -50037,14 

02/28/2022 08/30/2022 183 -10000000 -50136,99 1,001136 -50193,94 

08/30/2022 02/28/2023 182 -10000000 -49863,01 0,9981 -49768,27 

02/28/2023 08/30/2023 183 -10000000 -50136,99 0,994411 -49856,77 

     

NPV Leg -501612,91 
 

 

Tabella 14 - Flussi di cassa della gamba ricevere dello swap YoY (metodologia standard) 

Accrual Start Accrual End Days Notional Reset Date Rate [%] Payment PV 

08/30/2018 02/28/2019 182 10000000 Nov 2018 0,4114122 41141,22 41240,37 

02/28/2019 08/30/2019 183 10000000 May 2019 1,2194895 121948,95 122453,94 

08/30/2019 02/28/2020 182 10000000 Nov 2019 0,2877428 28774,28 28933,40 

02/28/2020 08/31/2020 185 10000000 May 2020 1,1190166 111901,66 112601,94 

08/31/2020 02/26/2021 179 10000000 Nov 2020 0,3081261 30812,61 31001,58 

02/26/2021 08/30/2021 185 10000000 May 2021 1,1405639 114056,39 114644,47 

08/30/2021 02/28/2022 182 10000000 Nov 2021 0,3344362 33443,62 33560,40 

02/28/2022 08/30/2022 183 10000000 May 2022 1,1641446 116414,46 116546,71 

08/30/2022 02/28/2023 182 10000000 Nov 2022 0,3432091 34320,91 34255,70 

02/28/2023 08/30/2023 183 10000000 May 2023 1,1785192 117851,92 117193,25 

      

NPV Leg 752431,76 

 
 

Tabella 15 - Flussi di cassa della gamba pagare dello swap YoY (metodologia Machine Learning) 

Accrual Start Accrual End Days Notional Infl. Reset Date Rate [%] Payment PV 

08/30/2018 02/28/2019 182 10000000 11/01/2018 0,3114122 31141,22 31216,27 

02/28/2019 08/30/2019 183 10000000 05/01/2019 1,3940048 139400,48 139977,73 

08/30/2019 02/28/2020 182 10000000 11/01/2019 0,3866633 38666,33 38880,16 

02/28/2020 08/31/2020 185 10000000 05/01/2020 1,3055187 130551,87 131368,87 

08/31/2020 02/26/2021 179 10000000 11/01/2020 0,2081261 20812,61 20940,25 

02/26/2021 08/30/2021 185 10000000 05/01/2021 1,3148273 131482,73 132160,66 

08/30/2021 02/28/2022 182 10000000 11/01/2021 0,7076675 70766,75 71013,87 

02/28/2022 08/30/2022 183 10000000 05/01/2022 1,3680161 136801,61 136957,02 

08/30/2022 02/28/2023 182 10000000 11/01/2022 0,3432091 34320,91 34255,70 

02/28/2023 08/30/2023 183 10000000 05/01/2023 1,376496 137649,60 136880,28 

      

NPV Leg 873650,81 
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Modellizzando la stagionalità dell’inflazione in accordo con la metodologia base, si ottiene un valore per lo 
swap Y-O-Y pari a 𝑁𝑃𝑉𝐿𝐸𝐺 𝑅𝐸𝐶 − 𝑁𝑃𝑉𝐿𝐸𝐺 𝑃𝐴𝑌 = 752.431,76 − 501.612,91 = +250.818,85, mentre eseguendo il 

pricing del derivato impiegando la rete neurale per la stagionalità, si ottiene un valore pari a: 𝑁𝑃𝑉𝐿𝐸𝐺 𝑅𝐸𝐶 −
𝑁𝑃𝑉𝐿𝐸𝐺 𝑃𝐴𝑌 = 873.650,81 − 501.612,91 = +372.037,90. L’impiego di un differente modello per interpretare la 

stagionalità dell’indice CPI pone in evidenza una discrepanza significativa di pricing (121.219,05), pari ad un 
gap percentuale rapportato al nozionale superiore all’ 1%. 

L’esempio di valorizzazione proposto mostra come l’individuazione della periodicità con cui si presenta 
l’inflazione, ad opera dell’intelligenza artificiale, possa essere utilmente integrata con gli approcci 

metodologici tradizionali di pricing propri della finanza quantitativa. 

5.2.6.4 Pricing mediante funzioni a base radiale 

Al fine di valorizzare opzioni su un risky asset si ricorre tendenzialmente al framework generalizzato di 

pricing di Black-Scholes-Merton. Tale modello di valutazione si basa sulla definizione di un’equazione alle 
derivate parziali rappresentativa, sotto alcune ipotesi, della possibile evoluzione futura del valore del 

derivato, nota come PDE fondamentale. La specifica del tipo di opzione avviene mediante la definizione delle 
condizioni iniziali (IC – Initial Conditions) e delle condizioni al contorno di Dirichlet del problema (BC – 

Boundary Conditions), che dipendono strettamente dal pay-off dell’opzione. Qualora questo sia semplice la 

PDE ammette una soluzione in forma chiusa, altrimenti è necessario ricorrere ad una metodologia numerica 
di pricing. La discretizzazione avviene tipicamente impiegando i metodi delle differenze finite (FDM – Finite 

Difference Method) o degli elementi finiti (FEM – Finite Elements Method). Negli ultimi anni l’ingegneria 
finanziaria si sta concentrando su una metodologia innovativa per la valorizzazione di opzioni, che pone i 

suoi fondamenti teorici sulle funzioni a base radiale (RBF – Radial Basis Functions) e che permette 

un’approssimazione più accurata del fair-value. 

Al fine di derivare la superficie di pricing 𝑉(𝑆, 𝑡), ovvero la funzione che descrive l’andamento del valore del 

derivato al variare del tempo 𝑡 e del livello del sottostante 𝑆, è necessario implementare la procedura 

matematica mediante un software di elaborazione numerica, quale, ad esempio, Matlab®. 

Gli step procedurali sono descritti in modo approfondito in (Giribone P.G., Ligato S., 2015) per la valutazione 
di opzioni scritte su uno o più sottostanti azionari (/indici) e in (Fioribello S., Giribone P.G., 2019) per la 

valutazione di opzioni su valuta. In questa sede, ci si limita a riportare sinteticamente i passaggi ritenuti più 
importanti, lasciando al lettore interessato l’approfondimento della metodologia matematica negli studi 

teorici formali, riportati in letteratura. 

a) Definizione del problema PDE e trasformazione delle variabili 

La formulazione matematica del problema alle derivate parziali per un’opzione scritta su un asset è la 

seguente: 

Dinamica: 
𝜕𝑉(𝑆,𝑡)

𝜕𝑡
+ (𝑟 − 𝑞)𝑆

𝜕𝑉(𝑆,𝑡)

𝜕𝑆
+

1

2
𝑆2𝜎2

𝜕2𝑉(𝑆,𝑡)

𝜕𝑆2
− 𝑟𝑉(𝑆, 𝑡) = 0    

Condizione Iniziale: 𝑉(𝑆, 𝑇) = 𝑉𝑔(𝑆) = 𝑔(𝑆)    

Condizioni al contorno di Dirichlet: 𝑉𝑎(𝑎, 𝑡) = 𝜆(𝑡), 𝑉𝑏(𝑏, 𝑡) = 𝛽(𝑡)nel dominio Ω = [𝑎, 𝑏] × [0, 𝑇]    

Dove 𝑟 è il tasso risk-free, 𝑞 è il dividend-yield, 𝜎 è la volatilità annualizzata del sottostante, 𝑉𝑔(𝑆) è il pay-off 

del derivato. 

Il cambio di variabile proposto è quello di definire 𝑆 = exp(𝑦) → 𝑉(exp(𝑦), 𝑡) = 𝑈(𝑦, 𝑡) 

L’equazione log-trasformata che governa il problema di pricing diventa: 

Dinamica: 
𝜕𝑈(𝑦,𝑡)

𝜕𝑡
+ (𝑟 − 𝑞 −

𝜎2

2
)
𝜕𝑈(𝑦,𝑡)

𝜕𝑡
+
1

2
𝜎2

𝜕2𝑈(𝑦,𝑡)

𝜕𝑦2
− 𝑟𝑈(𝑦, 𝑡) = 0 

Condizione Iniziale: 𝑈(𝑦, 𝑇) = 𝑔(𝑦)   

Condizioni al contorno di Dirichlet: 𝑈(ln(𝑎) , 𝑡) = 𝜆(𝑡) = 0 𝑒 𝑈(ln(𝑏) , 𝑡) = 𝛽(𝑡) 

b) Scelta della funzione a base radiale e calcolo delle derivate 
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L’idea di base è quella di rappresentare 𝑈(𝑦, 𝑡) come combinazione lineare di funzioni a base radiale:  

𝑈(𝑦, 𝑡) = ∑ 𝛼𝑗(𝑡)𝜙𝑗
𝑘(𝑦)𝑁

𝑗=1      

Dove: 𝑁 è il numero di nodi della rete (detti anche punti di collocazione), 𝑗 il singolo nodo di collocazione, 𝜙 

funzione a base radiale e 𝑘 il relativo fattore forma. 

Esistono diverse 𝜙 impiegabili per la risoluzione di PDE, quelle normalmente utilizzate e suggerite dalla 

letteratura sono: 

- La funzione Quadratica Inversa: 

  𝜙𝐼𝑄(𝑦, 𝑦𝑗) =
1

𝑘2+(𝑦−𝑦𝑗)
2 , 𝜙𝐼𝑄

′ (𝑦, 𝑦𝑗) = −
2(𝑦−𝑦𝑗)

[(𝑦−𝑦𝑗)
2+𝑘2]

2, 𝜙𝐼𝑄
′′ (𝑦, 𝑦𝑗) =

8(𝑦−𝑦𝑗)
2

(𝑘2+(𝑦−𝑦𝑗)
2)3
−

2

(𝑘2+(𝑦−𝑦𝑗)
2)2

    

- La funzione Multiquadratica di Hardy: 

  𝜙𝑀𝑄(𝑦, 𝑦𝑗) = √𝑘2 + (𝑦 − 𝑦𝑗)
2 , 𝜙𝑀𝑄

′ (𝑦, 𝑦𝑗) =
(𝑦−𝑦𝑗)

√𝑘2+(𝑦−𝑦𝑗)
2
 , 𝜙𝑀𝑄

′′ (𝑦, 𝑦𝑗) =
1

√𝑘2+(𝑦−𝑦𝑗)
2
−

(𝑦−𝑦𝑗)
2

(√𝑘2+(𝑦−𝑦𝑗)
2)
3      

- La funzione Multiquadratica Inversa: 

  𝜙𝐼𝑀𝑄(𝑦, 𝑦𝑗) =
1

√𝑘2+(𝑦−𝑦𝑗)
2
 , 𝜙𝐼𝑀𝑄

′ (𝑦, 𝑦𝑗) = −
(𝑦−𝑦𝑗)

√[𝑘2+(𝑦−𝑦𝑗)
2]
3
  , 𝜙𝐼𝑀𝑄

′′ (𝑦, 𝑦𝑗) =
3(𝑦−𝑦𝑗)

2

√(𝑘2+(𝑦−𝑦𝑗)
2)
5
−

1

√[𝑘2+(𝑦−𝑦𝑗)
2]
3
     

c) Approssimazione della PDE mediante la funzione a base radiale scelta e le rispettive derivate 

Impiegando queste definizioni, si può ricavare un’espressione approssimata della PDE in funzione della RBF 
scelta per l’interpolazione nel dominio dello spazio. 

Scegliendo, a titolo di esempio, la Multiquadratica di Hardy, si riesce a ricavare la PDE fondamentale in 
termini di funzioni a base radiale: 

 

𝜕𝑈(𝑦, 𝑡)

𝜕𝑡
+ (𝑟 − 𝑞 −

𝜎2

2
)
𝜕𝑈(𝑦, 𝑡)

𝜕𝑦
+
1

2
𝜎2
𝜕2𝑈(𝑦, 𝑡)

𝜕𝑦2
− 𝑟𝑈(𝑦, 𝑡)

=∑
𝜕𝛼𝑗(𝑡)

𝜕𝑡
√𝑘2 + (𝑦 − 𝑦𝑗)

2 + (𝑟 − 𝑞 −
𝜎2

2
)∑𝛼𝑗(𝑡)

(𝑦 − 𝑦𝑗)

√𝑘2 + (𝑦 − 𝑦𝑗)
2
+

𝑁

𝑗=1

𝑁

𝑗=1

+
1

2
𝜎2∑𝛼𝑗(𝑡)

𝑁

𝑗=1

[
1

√𝑘2 + (𝑦 − 𝑦𝑗)
2
−

(𝑦 − 𝑦𝑗)
2

(√𝑘2 + (𝑦 − 𝑦𝑗)
2)
3] − 𝑟∑𝛼𝑗(𝑡)

𝑁

𝑗=1

√𝑘2 + (𝑦 − 𝑦𝑗)
2 = 0 

d) Discretizzazione del dominio spaziale: la collocazione 

L’equazione precedente, non ammettendo generalmente una risoluzione analitica, è necessario effettuarne 
una discretizzazione del dominio spaziale, impiegando gli 𝑁 punti di collocazione definiti. 

Tale procedimento porta alla definizione di un sistema lineare di 𝑁 equazioni: 

∑
𝜕𝛼𝑗(𝑡)

𝜕𝑡

𝑁

𝑗=1

𝜙(𝑦𝑖 , 𝑦𝑗) + (𝑟 − 𝑞 −
𝜎2

2
)∑𝛼𝑗(𝑡)

𝜕𝜙(𝑦, 𝑦𝑗)

𝜕𝑦
|
𝑦𝑖

+

𝑁

𝑗=1

𝜎2

2
∑𝛼𝑗(𝑡)

𝑁

𝑗=1

𝜕2𝜙(𝑦, 𝑦𝑗)

𝜕𝑦2
− 𝑟∑𝛼𝑗(𝑡)

𝑁

𝑗=1

𝜙(𝑦, 𝑦𝑗) = 0 

con  𝑖 = 1,… , 𝑁 

Scegliendo come 𝜙(𝑦𝑖 , 𝑦𝑗)  la funzione Multiquadratica di Hardy, si ottiene il sistema: 

∑
𝜕𝛼𝑗(𝑡)

𝜕𝑡
√𝑘2 + (𝑦 − 𝑦𝑗)

2 + (𝑟 − 𝑟𝐹 −
𝜎2

2
)∑𝛼𝑗(𝑡)

(𝑦 − 𝑦𝑗)

√𝑘2 + (𝑦 − 𝑦𝑗)
2
+

𝑁

𝑗=1

𝑁

𝑗=1

+
1

2
𝜎2∑𝛼𝑗(𝑡)

𝑁

𝑗=1

[
1

√𝑘2 + (𝑦 − 𝑦𝑗)
2
−

(𝑦𝑖 − 𝑦𝑗)
2

(√𝑘2 + (𝑦 − 𝑦𝑗)
2)
3] − 𝑟∑𝛼𝑗(𝑡)

𝑁

𝑗=1

√𝑘2 + (𝑦𝑖 − 𝑦𝑗)
2 = 0 
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Essendo questo sistema lineare, può essere espresso in notazione matriciale al fine di essere processato da 

un software di elaborazione numerica, come Matlab®. 

Si definiscono pertanto le matrici 𝛷,𝛷𝑦 , 𝛷𝑦𝑦 ∈ 𝑀𝑁𝑥𝑁 e il vettore �̃� ∈ 𝑀1xN: 

Φ ≔ 𝜙(𝑦𝑖 , 𝑦𝑗), Φy ≔
𝜕𝜙(𝑦,𝑦𝑗)

𝜕𝑦
|
𝑦=𝑦𝑖

, Φyy ≔
𝜕2𝜙(𝑦,𝑦𝑗)

𝜕𝑦2
|
𝑦=𝑦𝑖

 e �̃� ≔ 𝛼𝑗  

che consentono di riscrivere il problema in notazione vettoriale: 

Φ�̃� +
1

2
𝜎2Φyy�̃� + (𝑟 − 𝑞 −

𝜎2

2
)Φy�̃� − 𝑟Φ�̃� = 0    

Essendo stata dimostrata da Powell l’invertibilità di Φ, si perviene, dopo una serie di passaggi algebrici, ad 

un’espressione esplicita di �̃�′: 

�̃�′ = [𝑟𝐼 − (𝑟 − 𝑞 −
𝜎2

2
)Φ−1Φy −

1

2
𝜎2Φ−1Φyy] �̃� → �̃�′ = 𝐵�̃�      

Denominando la matrice 𝐵 ∈ MNxN la quantità calcolata tra parentesi si deriva un sistema di equazioni 

differenziali ordinarie (ODE), risolvibile con un’integrazione numerica nel tempo. La conoscenza di �̃� 

consente di ricavare il valore dell’opzione 𝑈 = Φ�̃�. 

e) Discretizzazione del dominio temporale 

Il sistema di ODE è classicamente risolto impiegando un tradizionale metodo di integrazione temporale 
esplicito (Eulero di I ordine, Eulero di II ordine o Runge-Kutta) o implicito (𝜃-method). Per ogni intervallo 

temporale 𝑚 dovrà pertanto essere iterativamente risolto uno tra questi sistemi, in funzione dell’algoritmo 

scelto: 

- Eulero esplicito del Primo Ordine 

�̃�(𝑚) = �̃�(𝑚 − 1) − Δ𝑡𝐵�̃�(𝑚 − 1) = (𝐼𝑁 − Δ𝑡𝐵)�̃�(𝑚 − 1)      

- Eulero esplicito del Secondo Ordine 

�̃�(𝑚) = �̃�(𝑚 − 1) +
𝑅1+𝑅2

2
      

Con: 𝑅1 = −Δ𝑡𝐵�̃�(𝑚 − 1) e 𝑅2 = −Δ𝑡𝐵 [�̃�(𝑚 − 1) +
𝑅1

2
] 

- Eulero esplicito del Quarto Ordine (Runge-Kutta) 

�̃�(𝑚) = �̃�(𝑚 − 1) +
𝑅1+2𝑅2+2𝑅3+𝑅4

6
      

Con:𝑅1 = −Δ𝑡𝐵�̃�(𝑚 − 1), 𝑅2 = −Δ𝑡𝐵 [�̃�(𝑚 − 1) +
𝑅1

2
] , 𝑅3 = −Δ𝑡𝐵 [�̃�(𝑚 − 1) +

𝑅2

2
]  , 𝑅4 = −Δ𝑡𝐵[�̃�(𝑚 − 1) + 𝑅3]  

- 𝜃 –method 

�̃�(𝑚) = �̃�(𝑚 − 1) − Δ𝑡𝐵[𝜃�̃�(𝑚 − 1) + (1 − 𝜃)�̃�(𝑚)] = 𝐵1
−1𝐵2�̃�(𝑚 − 1)     

Con: 𝐵2 = 𝐼𝑁 − 𝜃Δ𝑡𝐵 e 𝐵1 = 𝐵2 + Δ𝑡𝐵 

Si noti che in funzione del parametro assunto da 𝜃 si ha: 

per 𝜃 = 0  Eulero Implicito di Primo Ordine 

per 𝜃 = 0.5  Crank-Nicolson 

per 𝜃 = 1   Eulero Esplicito di Primo Ordine (caso degenere) 

f) Applicazione delle condizioni al contorno e della condizione iniziale 

Le condizioni al contorno di Dirichlet devono essere ridefinite ad ogni step temporale 𝑚 di integrazione, 

essendo tempo-varianti. Nel caso esaminato, ad ogni loop del ciclo, devono essere calcolate le quantità: 
𝑈(ln(𝑎) , 𝑡) = 𝜆(𝑡) e 𝑈(ln(𝑏) , 𝑡) = 𝛽(𝑡); nel caso di una put plain-vanilla, esse sono pari a: 𝜆(𝑡) = 0   e 

𝛽(𝑡) = (exp(𝑦) − 𝐾)exp[−𝑟(𝑇 − 𝑡)]. 
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La procedura iterativa per l’integrazione nel tempo, essendo di tipo backward time, necessita di un seme 
iniziale, �̃�(0): il primo valore della successione numerica è pari alla condizione iniziale del problema, ovvero il 

pay-off del derivato nelle variabili log-trasformate. 

Nel caso esemplificato: 𝑈(𝑦, 𝑇) = 𝑔(𝑦) = max[𝐾 − exp(𝑦) , 0]. 

g) Calcolo del valore dell’opzione e ritrasformazione delle variabili 

Calcolato �̃�, derivato dall’integrazione temporale condotta per ogni step di tempo del problema, si ricava il 

valore dell’opzione 𝑉 mediante la ritrasformazione delle variabili del problema del prodotto 𝑈 = Φ�̃�. 

La matrice così ottenuta rappresenta la superficie di pricing 𝑉(𝑆, 𝑡) del problema affrontato. 

Per una descrizione formale del problema su un’opzione scritta su più asset si rimanda a (Giribone P.G., 

Ligato S., 2015). 

Una volta descritta la procedura di implementazione, si procede al confronto prestazionale tra i metodi FDM 
– FEM – RBF. 

Si è ottenuta l’analisi prestazionale tra le tre differenti metodologie confrontando le differenze tra le superfici 
di pricing (da queste ricavate numericamente), con quella esatta, ottenuta analiticamente applicando le 

formule chiuse di Black-Scholes (Black F., Scholes M., 1973). 

Il pricing proposto è quello di una put plain-vanilla, aventi le seguenti caratteristiche finanziarie: 

𝑆 ∈ [0.5; 5] Livello del sottostante. Assume valori da 0.5 a 5, con intervalli di 0.05.  

𝑇 ∈ [0.1; 1.5] Tempo a scadenza del derivato. Assume valori da 0.1 anni a 1.5 anni, con intervalli di 0.05.   

𝐾 = 2.438 Strike Price dell’opzione 

𝑟 = 5.062% Tasso risk-free 

𝑞 = 0% Dividend-yield 

𝜎 = 35.725% Volatilità annualizzata del sottostante 

Come si nota dalle superfici di errore così prodotte come si vede in Figura 109 e Figura 110, la metodologia 

RBF risulta stabile e consente di pervenire ad un errore medio inferiore rispetto alle tecniche canoniche 
(ovvero intorno ai 10−4, rispetto ai 10−3 ottenuti con la FDM e FEM). 

 

Figura 109 - Confronto prestazionale tra RBF (in blu) e FDM 
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Figura 110 - Confronto prestazionale tra RBF (in blu) e FEM 

 

Si presenta in questo paragrafo l’impiego della risoluzione numerica della PDE fondamentale mediante RBF, 
in applicazione al pricing di un’opzione esotica e ad un certificate. Iniziando dal derivato, ci si propone di 

valutare il pricing di una digital gap, il cui pay-off è esprimibile (Hull, 2018): 
 

 

𝐶𝑎𝑙𝑙 = {
  0             𝑠𝑒 𝑆𝑇 ≤ 𝐾1
  𝑆𝑇 − 𝐾2 𝑠𝑒 𝑆𝑇 > 𝐾1

,   
  

 

 

𝑃𝑢𝑡 = {
  0             𝑠𝑒 𝑆𝑇 ≥ 𝐾1
  𝐾2 − 𝑆𝑇 𝑠𝑒 𝑆𝑇 < 𝐾1

 

 

Il pricing dell’opzione call USD put EUR gap digital è stato realizzato impiegando i valori di mercato del 14 
agosto 2018 (Fonte Bloomberg ®), di seguito riportati: 

 

S = 0.8815 –  tasso di cambio USD/EUR 

T = 0.5 – tempo a scadenza del derivato espresso in frazione d’anno 

K1 = [0.5; 1.5] con step pari a 0.05 – primo strike price della digital gap option 

K2 = [0.5; 1.5] con step pari a 0.05 – secondo strike price della digital gap option 

r = −0.266% – tasso privo di rischio in Europa (per annum) 

rf = 2.51% – tasso privo di rischio in America (per annum) 

σUSD/EUR = 8.112% – volatilità (per annum)  

 

Nella Figura 111, sono riportate le superfici di pricing ottenute in corrispondenza di tali dati di ingresso ed 
impiegando come funzioni a base radiale la quadratica inversa (𝜙𝐼𝑄, colore: rosso), la multiquadratica di 

Hardy (𝜙𝑀𝑄, colore: verde) e la multiquadratica inversa (𝜙𝐼𝑀𝑄, colore: blu). 

Lo schema di discretizzazione temporale impiegato è quello di Crank-Nicolson. 
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Figura 111 - Superfici di pricing ottenute impiegando le funzioni a base radiale 𝝓𝑰𝑸, 𝝓𝑴𝑸, 𝝓𝑰𝑴𝑸  

 

 

Come il terzo esempio di valorizzazione, si propone il pricing di un certificate in vita negli anni 2012-2014. 

Lo strumento finanziario ha un pay-off complesso, definito su tre livelli, in funzione del valore a scadenza 

dell’indice sottostante: 

- Se il livello dell’EuroStoxx50 a scadenza è compreso tra il valore iniziale e il livello del Cap, il rendimento del 

certificato è doppio rispetto a quello del sottostante. 

- Se il valore del sottostante è superiore al Livello del Cap, il rendimento del certificato è definito dal Cap. 

- Se il valore del sottostante è inferiore al valore iniziale, il Certificato diventa equivalente all’investimento 

diretto dell’indice, replicandone la performance. 

Le caratteristiche dell’emissione necessarie alla definizione del pay-off del derivato sono: 

Prezzo di Emissione: 100 Eur 

Data di Emissione: 31/05/2012 

Lotto Minimo: 1 certificato 

Data di Scadenza: 30/05/2014 

Cap: 180%, 2 x Livello Percentuale Cap – 100% 

Livello Percentuale Cap: 140% 

Livello Cap: 3654.36, pari al 140% del valore iniziale 

Valore Iniziale del sottostante: 2610.26 

Valore Finale del sottostante: Livello di chiusura dell’indice alla data di scadenza presso la Borsa Eurex 

Stile: Europeo 

Mercato di Riferimento: Stoxx Ltd 

Rimborso: Automatico alla scadenza 

Importo liquidato a scadenza (Pay-Off): 

- Se (Valore Finale del sottostante < Valore Iniziale del sottostante)    

     Valore Nominale x [1+(Valore Finale-Valore Iniziale)/Valore Iniziale] x Lotto Minimo 
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- Se (Valore Iniziale del sottostante     Valore Finale del sottostante   Livello Cap)   

     Valore Nominale x [1+200%(Valore Finale-Valore Iniziale)/Valore Iniziale] x Lotto Minimo 

- Se (Valore Finale del sottostante   Livello Cap)   

     Valore Nominale x Cap x Lotto Minimo 

La valorizzazione è stata effettuata il 23/07/2012 con i seguenti parametri finanziari desunti dal mercato 

(Bloomberg®): 

Underlying: SX5E Index 

Settle Date: 23/07/2012 

Underlying Price: 2174.63 (𝑆) 

Underlying Volatility: 26.402% (𝜎) 

Dividend Yield: 5.562% (𝑞) 

Time to Maturity: 1.8603 (𝑇) 

Forward Rate: 0.643% (𝑟) 

I dati d’ingresso dell’algoritmo di valutazione: 

Dominio di integrazione della PDE: Ω = [1100; 4000] × [0; 2] 

Numero di punti di collocazione: 𝑁 = 121 

Discretizzazione spaziale: ΔS = 0.0108 

Discretizzazione temporale: Δt = 0.0101 

Schema di integrazione temporale: 𝜃 = 0.5  (Crank-Nicolson) 

La superficie di pricing calcolata in corrispondenza di tali dati è riportata nella Figura 112. 

 

Figura 112 - Superficie di pricing ottenuta per il certificate impiegando RBF 

 

  



 

 

 

<AIFIRM> | APPLICAZIONI 120 

 

5.3 Applicazioni nel ML al Rischio Operativo, Fraud Detection e altri 
ambiti 

 

5.3.1 Rischio Operativo Gli Event Type (ET)  

 

Nella Figura 113 vengono riportate le 7 tipologie di eventi di rischio operativo (ET) in base alla 

disaggregazione di primo livello. 

 

 

Figura 113 – Classificazione dei 7 event type (ET) 

 

 

 

 

Nella Figura 114 si riporta l’albero decisionale alla base della classificazione dei 7 ET come riportato nel 
Database Italiano delle Perdite Operative (DIPO). Lo schema semplifica la comprensione e soprattutto la 

differenziazione degli ET. 
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Figura 114 – Albero decisionale alla base della classificazione dei 7 ET (fonte DIPO) 

 

Nello stesso DIPO si censiscono anche 24 ulteriori categorie di secondo livello caratterizzate ovviamente da 

un maggior dettaglio descrittivo.  

Figura 115 – Frequenza di accadimento per tipologia di ET in Italia negli ultimi 174 mesi (fonte 
DIPO) 
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Se si guarda alla realtà italiana e ci si concentra sulla frequenza di accadimento, esistono verosimilmente 

tipologie di rischio operativo più idonee ad essere trattate con tecniche di ML. Senza riportare i dati assoluti 
si vede in Figura 115  come, sul totale del numero degli eventi, gli ET più frequenti sono: ET4, ET7 ed ET2.  

Visto l’aumento in quantità, tipologia e complessità delle esposizioni dovute a rischi operativi, in particolar 

modo per il settore finanziario, l’opportunità di impiego di metodologie di machine learning (ML) e di artificial 
intelligence (AI) è diventata ancor più evidente (Choi T.-M. et al, 2017). 

Se i primi impieghi di ML e AI si sono registrati nel contesto della prevenzione di perdite per eventi esterni, 
come le frodi su carte di credito, attualmente si vedono molti tentativi di ulteriore impiego in aree nuove 

come l’analisi estensiva di documentazione di tipo testuale o vocale o l’attuazione di processi ripetitivi fino a 

tematiche di anti-riciclaggio, il tutto grazie alla gestione e all’analisi di grandi basi dati, tratti appunto 
distintivi del ML e AI. 

Solo a titolo esemplificativo e non esaustivo elenchiamo alcuni esempi di impiego di tecniche ML per specifici 
ET. 

5.3.1.1 ML per ET2 e non solo 

In ambito OSSIF, il Centro di Ricerca dell’ABI sulla Sicurezza Anticrimine, banche e aziende fornitrici di 
soluzioni di sicurezza stanno valutando possibili applicazioni del ML per rafforzare la prevenzione e il 

contrasto alla criminalità di tipo predatorio (sicurezza fisica).  

L'analisi dei video è uno dei primi ambiti nel settore della sicurezza che viene radicalmente trasformato 

dall'Intelligenza Artificiale. 

Ad esempio, le banche e, più in generale, le grandi aziende con migliaia di telecamere di sicurezza possono 
identificare in modo specifico una persona che si avvicina ad un software di riconoscimento facciale. L'analisi 

analitica della tecnologia della fotocamera può anche eseguire la scansione rapida ed efficiente dei veicoli in 
avvicinamento e delle loro targhe automobilistiche (pensiamo alla sicurezza dei Grandi Stabili delle Banche). 

Queste informazioni possono essere incrociate con le persone di interesse per avvisare i team di sicurezza se 
una minaccia ha il potenziale per verificarsi. 

Le soluzioni di sicurezza intelligenti, come i sistemi di gestione video o il controllo dell'accesso in rete e la 

gestione dei visitatori, ora possono immagazzinare i dati raccolti e correlarli con modelli di comportamento 
per dipendenti e visitatori di una struttura. Questi dati, a loro volta, possono essere utilizzati per trovare i 

modi in cui un'organizzazione può aumentare l'efficienza e risparmiare risorse preziose. Ad esempio, le 
informazioni sul controllo dell'accesso possono essere utilizzate per valutare quando le strutture non sono in 

uso in modo che l'utilizzo di energia possa essere ridotto ma soprattutto segnalare anomalie. 

Se tuttavia guardiamo alle realtà estere, ci si rende conto velocemente di quanto si stia andando oltre la 
semplice videosorveglianza e l’incrocio più o meno sofisticato di basi dati.   

Cortica, una società israeliana con lunga esperienza nella sicurezza e nella ricerca sull’intelligenza artificiale, 
ha recentemente siglato una partnership in India con Best Group per analizzare i terabyte di dati in 

streaming dalle telecamere a circuito chiuso nelle aree pubbliche. Uno degli obiettivi è quello di migliorare la 

sicurezza nei luoghi pubblici, come le strade cittadine, le fermate degli autobus e le stazioni ferroviarie. 

Grandi metropoli come Londra e New York utilizzano già il riconoscimento facciale e l’abbinamento delle 
targhe, cercando “anomalie comportamentali” che segnalino che qualcuno sta per commettere un crimine 

violento. Il software si basa su sistemi di screening di sicurezza militare e governativa che cercano di 
identificare i terroristi monitorando le persone in tempo reale, alla ricerca di cosiddette 

microespressioni - minuscoli spasmi o manierismi che possono smentire le intenzioni nefaste di una 

persona. Tali segni spia sono così piccoli che possono eludere un investigatore esperto, ma non l’occhio 
dell’intelligenza artificiale che non si distrae mai. 
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5.3.1.2 ML per ET4  

Una ulteriore area di applicazione che indirettamente tocca il rischio operativo è quella della classificazione 

dei reclami (che come noto possono portare ad una perdita operativa ma anche ad un esborso per ragioni 
commerciali ossia non connesso a ragioni di rischio operativo). 

In tal senso, si riporta un interessante esempio, seppur a livello sperimentale, nel quale si classificano i 
reclami per categorie di prodotti a partire dalle lamentele scritte dei clienti. A tal fine si impiegano tecniche di 

analisi di testo che ritroveremo anche nel seguito, basate sugli approcci più recenti ed evoluti di ML. In 
particolare, vengono utilizzate Convolutional Neural Network (CNN) con un solo layer intermedio, seguite da 

strati convolutional, max-pooling e softmax. Si tratta di reti neurali complesse addestrate su migliaia di dati 

di input (nello specifico parole riportate nelle descrizioni) e da un sistema di trasformazione e calibratura di 
pesi che permette di rimappare e ottimizzare il contenuto semantico in base all’obiettivo dell’analisi (nel caso 

specifico classificare i reclami in base ai prodotti). 

5.3.2 Fraud detection 

5.3.2.1 Premessa 

I servizi bancari appartengono alla nostra vita e sono presenti in tutti i momenti importanti. Dentro i dati di 
ogni transazione ci sono desideri, sogni, bisogni, storie. Dal risparmio per realizzare il progetto di una vita, al 

finanziamento per far fronte a nuovi bisogni o più semplicemente desideri.  

Tutta questa mole di informazione rappresenta un immenso patrimonio che può essere sfruttato e messo a 
servizio sia degli istituti bancari sia degli individui che con essi interagiscono. Utilizzando tecnologie come 

quelle di Intelligenza Artificiale (IA), gli operatori principali (non solo bancari) hanno la possibilità di 
raccogliere analizzare ed elaborare una consistente quantità di dati in varie forme per poi tradurle in 

informazioni più approfondite sull’efficacia dei servizi offerti che possono spingere verso un concetto 
estremizzato di personalizzazione.  

Oggi, siamo nell’era degli algoritmi capaci di apprendere. Siamo molto avanti sullo sviluppo dell’automazione 

basata su algoritmi di machine learning e deep learning nell’ambito di interazioni più standardizzate e 
semplici. Possiamo sfruttare tali algoritmi sia a supporto di azioni che semplificano i gesti quotidiani, sia 

come meccanismo di controllo e garanzia di affidabilità.  

Garantire la sicurezza in ogni transazione e di qualsivoglia operazione “on-line” è un concetto banale ma è 

un prerequisito fondamentale per lo sviluppo e la diffusione dei sistemi di pagamenti alternativi, dell’e-

commerce e del remote banking.  

Il rischi legati ad operazioni fraudolente rivestono sempre più una componente fondamentale e la loro 

gestione è un elemento imprescindibile per qualsiasi operatore bancario.  

Di seguito ci si propone di descrivere come si è evoluta l’esperienza dell’e-commerce in tale ambito e l’idea di 

applicare l’AI anche agli altri servizi bancari.       

5.3.2.2 Transazioni e-commerce ed evoluzione sistemi antifrode 

La crescita esplosiva dell'e-commerce sta creando una crescita corrispondente nelle transazioni nel mondo 

online, nello specifico quelle CNP (carte non presenti). Questa crescita sta a sua volta creando un enorme 
bisogno di trovare migliori soluzioni di autenticazione / frode / sicurezza, sia per i venditori/acquirenti che 

per gli emittenti, poiché queste transazioni sono più vulnerabili alle frodi rispetto alle transazioni con carta di 

credito.2 

                                                

2 Financial Technology Partners Research - 2015 
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L’introduzione dello standard EMV, e in particolare l’implementazione dello standard anche negli Stati Uniti, 

ha contribuito a ridurre la criminalità nel punto vendita fisico, ma le transazioni fraudolente si sono spostate 
verso transazioni online (telefoniche, internet e ordini via mail) più vulnerabili. A partire dal maggio 2009 le 

transazioni CNP costituivano almeno il 50% di tutte le frodi con carta di credito.3 

I truffatori hanno guardato sempre con più attenzione alle transazioni CNP, che non sono direttamente 
influenzate dalla maggiore sicurezza di EMV, e ne è una prova il fatto che un simile cambiamento nella frode 

si è verificato in tutti i Paese che hanno implementato EMV. 

I vari provider stanno tentando di risolvere i problemi relativi all’autenticazione / frode / sicurezza in diversi 

modi: alcuni si rivolgono solo agli e-commerce (venditori), altri si rivolgono agli emittenti e altri servono 

entrambi. Alcuni sono fornitori di soluzioni puntuali, mentre altri offrono un insieme più ampio di servizi di 
gestione del rischio oltre la sicurezza delle transazioni; ci sono anche soluzioni collaborative che sfruttano i 

dati tra gli e-commerce e gli emittenti partecipanti al fine di combattere le frodi. 

Esiste un ampio divario di accettazione tra le transazioni con carta presente e quelle con carta non presente 

perché gli emittenti hanno più difficoltà nell'autenticare le transazioni con carta non presente a causa delle 
carenze dell'infrastruttura legacy di pagamento. 

Anche se i venditori mirano a ridurre le frodi, non intendono introdurre alcun attrito nel processo di acquisto 

dei consumatori per timore di perdere la vendita; inoltre, gli strumenti di prevenzione delle frodi devono 
anche garantire che non siano eccessivamente zelanti e quindi eliminare quelle che altrimenti sarebbero 

"buone" autorizzazioni. 

Le soluzioni di settore come 3-D Secure tentano di risolvere il problema dell'autenticazione con transazioni 

non presenti sulla carta, ma si sono guadagnate una scarsa reputazione in merito alla potenziale frizione con 

i consumatori; tuttavia, i protocolli 3-D Secure, quando sfruttati in modo ottimale, possono portare vantaggi 
significativi agli e-commerce (ad esempio tassi di approvazione più elevati, incentivi di interscambio, 

spostamento di responsabilità). 

In riconoscimento delle crescenti opportunità di mercato per la sicurezza delle transazioni, i finanziamenti di 

private equity sono aumentati ampiamente in questo settore, il che è un indicatore importante per le future 
attività di fusione e acquisizione. 

Le organizzazioni più grandi tendono ad acquisire startup o aziende più piccole che stanno cercando di 

migliorare o creare una nuova esperienza di autenticazione / frode / sicurezza sui pagamenti al fine di 
ampliare le proprie offerte commerciali. 

Il relativo spostamento verso le transazioni CNP sta avendo un profondo impatto sulla decennale 
infrastruttura di pagamento sottostante, che non è mai stata pensata per le transazioni CNP. 

Nuovi metodi di pagamento sono in costante sviluppo e i consumatori vogliono usarli senza problemi su tutti 

i canali e dispositivi il che crea sia sfide dal punto di vista dell’accettazione che dal punto vista dei problemi 
di gestione della sicurezza e dei rischi per i venditori, che non vogliono perdere una vendita, ma allo stesso 

tempo non vogliono essere esposti a frodi. 

Le tradizionali misure di sicurezza e antifrode in caso di carta non utilizzate da venditori ed emittenti possono 

essere eccessivamente restrittive e creare inutili attriti nella procedura di checkout, determinando così un 

ampio divario di accettazione tra i tassi di accettazione delle carte e quelli non presenti, dovuto 
principalmente all’utilizzo di blacklist o regole inserite nel processo di vendita / accettazione. I consumatori 

finali prediligono un checkout semplice, veloce e privo di rallentamenti, anche se questo comporta il dover 
gestire account multipli (con relative password). 

Le richieste di identificazione più incisive possono creare inutili peggioramenti nell’esperienza di acquisto 
dell’utente finale, che può portare l’utente all'abbandonare l'acquisto, danneggiando le vendite e incidendo 

negativamente sull'immagine del marchio. 

                                                

3 BBC NEWS – Technology – Credit card code to combat fraud  
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Gli istituti bancari pongono maggiore attenzione alle transazioni senza carta, anche in ragione del fatto che 

le infrastrutture create non sono mai state progettate per le transazioni CNP. Basti pensare che mentre un 
sistema POS ha la posizione esatta dell'acquirente (data dalla posizione esatta del negozio), in una 

transazione CNP il consumatore potrebbe essere ovunque. 

Le violazioni / le frodi dei dati sono più comuni nelle transazioni CNP, che quindi presentano un rischio 
sistematico per le banche. 

Poiché la violazione delle informazioni sulla carta di credito sono diventate più frequenti - il numero di una 
carta rubata è ampiamente disponibile in rete - gli e-commerce inseriscono delle regole per rifiutare, ad 

esempio, le transazioni da determinate aree geografiche: altri escludono gli ordini provenienti da un intero 

Stato (alcuni e-commerce statunitensi si sono ritrovati a bloccare tutte le transazioni provenienti dal 
Canada). 

Esistono enormi opportunità di aumento nei tassi di vendita tramite CNP senza aggiungere ulteriori filtri 
nell’esperienza di vendita riducendo le frodi, il che comporterebbe un aumento delle vendite degli e-

commerce. La frode CNP è la più grande categoria di perdita tra le altre tipologie di frodi per gli e-
commerce, viene stimato che un terzo delle perdite per frode delle carte di credito è a carico dei venditori. 

Le frodi di CNP stanno crescendo ancora più velocemente delle frodi dovute a contraffazione, che invece 

sono in netta riduzione. 

Il mercato della rilevazione delle frodi online è nato insieme all'e-commerce e alla possibilità di effettuare 

pagamenti online, già nel 1995 con i primi portali di e-commerce come Amazon e eBay. Nello stesso periodo 
nascono aziende per fornire i primi servizi di individuazione delle frodi e di pagamento online. 

Oggi la situazione è praticamente cambiata e diverse società, soprattutto dagli Stati Uniti e Israele, sono 

entrate nel mercato. Nello specifico negli Stati Uniti, nel 2013 gli e-commerce hanno riportato perdite dovute 
a frodi online per lo 0,9% di tutti i ricavi online, per un importo totale di circa 3,5 miliardi di $ con un 

aumento di oltre 100 miliardi di $ rispetto al 2012 e con un ordine medio fraudolento di circa 200 $ (fonti: 
Cybersource e MorganStanley). 

Il mercato dell'e-commerce nel Regno Unito nel 2012 ha registrato perdite per l'1,65% di tutte le vendite 
online pari a circa 1,60 miliardi di dollari (fonte: eMarketer). Nell'Europa continentale, in Francia e in 

Germania l'1,1% delle transazioni online è risultato essere fraudolento con un picco del 4,5% in Turchia 

(fonte: JPMorgan). In particolare, l'Italia è in linea con la media europea, con l'1,1% delle transazioni 
risultanti essere fraudolente e avendo generato perdite per un importo di circa 231 miliardi di euro (fonti: 

JPMorgan e CyberSource). 

Secondo Forrester Research il valore del mercato e-commerce nel 2019 supererà il triliardo di dollari, con un 

CAGR dal 2015 al 2020 del 7,7% . 

Tra le varie tecnologie per contrastare le frodi online c’è il 3-D secure, sviluppato dalle reti di carte per 
affrontare le sfide relative all'autenticazione dei consumatori in un ambiente CNP.  

3-D Secure è un insieme di protocolli per il collegamento del consumatore / titolare della carta direttamente 
alla banca emittente, in modo che le informazioni possano essere condivise tra le parti per migliorare la 

sicurezza dell'autenticazione nelle transazioni online. 

Il software acquisisce dati da terminali di punti vendita / altri portali di vendita al dettaglio e analizza 
continuamente le abitudini dei consumatori per identificare attività fraudolente. 

La posizione geografica, le tendenze e il contesto vengono anche trasformati in punti dati per modellare 
modelli di consumo. 

Gli e-commerce che utilizzano questa tecnologia per rilevare e gestire attività insolite, riducono chargeback 
prevenendo in primo luogo transazioni fraudolente, ma riducono drasticamente anche l’esperienza utente in 

fase di acquisto. 

I principali problemi sono relativi alla compatibilità e alle richieste di identificazione molto invasive, che 
causano un alto abbandono degli acquisti. 
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Il processo di integrazione tra tutte le parti coinvolte (banche, e-commerce e fornitori di servizi) diventa 

complesso e può causare delle latenze dovute a sistemi semi-compatibili, piattaforme software, ecc. Solo a 
titolo esemplificativo si riportano alcune delle strozzature negli attuali sistemi di verifica: 

 

 necessità di supportare più marchi, carrelli e fornitori di servizi di pagamento per garantire 

prestazioni senza impedimenti. 
 soddisfare diversi requisiti per processori e gateway specifici 

 indirizzamento del consumatore ad una piattaforma separata e distinta dal venditore, eliminando 

efficacemente il controllo commerciale dell'esperienza del cliente 

 mancanza di scelta sulla tipologia di autenticazione eseguita 

 finestre popup e password richieste che creano latenza e prestazioni scadenti, causando attriti nel 

processo di acquisto 
 difficoltà del cliente nel verificare se la richiesta di identificazione è legittima o fatta da un sito 

dannoso ("phishing" di informazioni) 

 ritardo o blocco nei server ACS delle banche emittenti con potenziale effetto ostruttivo sulle 

transazioni 
 presenza di dispositivi / browser non compatibili con le richieste di identificazione, causando il 

fallimento dei protocolli 

 

Risulta fondamentale che tutte le informazioni di autenticazione siano correttamente instradate attraverso 
tutte le parti nel flusso di autorizzazione. L'apprendimento automatico è emerso come una tecnologia in 

grado di combattere efficacemente le transazioni fraudolente 

Piuttosto che isolare tipi specifici di transazioni e sottoporli a controllo, queste soluzioni avanzate sono in 

grado di sintetizzare lo storico delle transazioni e costruire in tempo reale modelli progressivi individuali per 

individuare comportamenti fraudolenti (1) 

5.3.2.3  Advanced Data Analytics per la Fraud Detection  

I progressi tecnologici e software stanno consentendo alle organizzazioni di adottare approcci analitici più 
potenti e innovativi per favorire la crescita, l'efficienza, la competitività e la gestione dei rischi. La 

disponibilità di nuove fonti di dati crea un enorme potenziale per lo sviluppo di modelli predittivi che possono 

supportare la gestione del portafoglio o la rilevazione di frodi andando ben oltre i modelli e i dati 
"tradizionali".  

Vi sono già esperienze nel settore che hanno sviluppato vaste conoscenze e stabilito un track record nel 
fornire le cosiddette "Advanced Analytics" utilizzando Big Data, algoritmi di Machine Learning e soluzioni di 

credito intelligenti, in numerosi paesi in tutto il mondo. 

I progetti integrati con gli strumenti tradizionali hanno rapidamente portato maggiori benefici nelle diverse 
aree del ciclo di vita del credito - dal marketing, al rischio di credito, alla raccolta, alla fidelizzazione della 

clientela e alle frodi. Esiste un'enorme letteratura sugli algoritmi di Machine learning, i Big Data, l'Intelligenza 
Artificiale, ma il mondo degli affari non è completamente allineato su tutti questi argomenti.  

Per chiarire: con il termine “Advanced Analytics” ci si riferisce a tutti quei modelli creati su fonti di 
informazioni non tradizionali (i cosiddetti "Nuovi Big Data") utilizzando algoritmi di Machine Learning con 

diversi potenziali scopi, come visto nelle precedenti sezioni, la valutazione del rischio di credito, il marketing 

o il rilevamento di frodi.  

L'intento di questa sezione è quello di presentare alcuni esempi concreti di Advanced Analytics, in particolare 

rispetto al problema del rilevamento di frodi. In particolare esistono suite di soluzioni di analisi avanzate che 
utilizzano fonti di dati non tradizionali, tra cui registrazioni di chiamate vocali, dati transazionali relativi alle 

carte di credito o ai dati di conto corrente e dati Web. Tipi di informazioni – numeriche e testuali – non 

strutturate che, in combinazione con tecniche di Machine Learning, sono utilizzate per fornire con successo 
soluzioni di prevenzione delle frodi.  
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Recenti analisi di mercato focalizzate su EMEA (Europe, Middle-East, Africa) hanno messo in evidenza quanto 

segue: 
 

* Il 71% dei leader aziendali, afferma che migliorare le proprie capacità di analisi è una priorità assoluta;  

 

* Il 78% delle organizzazioni prevede di investire in strumenti e risorse di analisi interna per intraprendere 

nuove iniziative.  
 

Business case reali hanno dimostrato che il miglioramento dei sistemi predittivi usando modelli ML rispetto 

ad approcci standard, possono fornire un miglioramento del 10-20% in termini di predittività e 
contemporaneamente aumentare la velocità di esecuzione del modello fino ad ottenere una soluzione 

decisionale in tempo reale (cd. “Real Time Decisioning Processes”).  

Vengono riportate di seguito alcune delle principali soluzioni di Advanced Analytics per la prevenzione di frodi 

che possono essere fornite. 

5.3.2.4 Voice of Customer Analytics 

Il Voice of Customer Analytics (VoC) utilizza informazioni derivate da molteplici fonti di comunicazione, tra 

cui chiamate vocali convertite in testo, registri di contact center e reports, per consentire lo sviluppo di 
modelli predittivi per la gestione della collection, il rilevamento di frodi e informazioni sui comportamenti di 

clienti. 

Analizzando combinazioni di parole e frasi, il VoC può identificare i comportamenti tipici dei clienti, grazie 
all'uso di metodologie statistiche avanzate applicate all'analisi del testo ed alla modellazione predittiva nella 

classificazione automatica del testo (il cosiddetto “Natural Language Processing”) 

Una delle principali applicazioni consta nel prevenire / rilevare frodi su richieste di risarcimento assicurative a 

partire da registrazioni di chiamate dei call centers. 

A tale scopo i dati vocali e di testo non utilizzati sono una risorsa informativa spesso tanto sprecata quanto 

estremamente preziosa. 

VoC consente di accedere a queste fonti per sviluppare una serie di nuove funzionalità e migliorare le 
prestazioni dei modelli analitici, contribuendo a fornire significativi benefici finanziari attraverso un migliore 

processo decisionale. 

L’analisi predittiva di VoC fornisce informazioni sul contenuto di telefonate registrate, aiutando ad analizzare 

in maniera automatizzata le telefonate e sviluppando, attraverso questa informazione, modelli 

comportamentali dei frodatori durante il processo di richiesta di risarcimento. 

Le chiamate registrate vengono dapprima convertite in file di testo attraverso un processo di codifica con un 

alto grado di accuratezza, quest’ultima da definire in base alla lingua (l'italiano o l'inglese vengono 
transcodificati in testo con una precisione di circa il 90%). 

Una volta realizzata la transcodifica, l'analisi delle parole chiave e delle frasi viene realizzata 
automaticamente per sviluppare metodologie statistiche avanzate per la modellazione di modelli di 

predizione di frode che successivamente vengono implementati nei processi decisionali. 

VoC è una soluzione di consulenza analitica personalizzata per soddisfare al meglio le esigenze dei clienti. 
Quindi, in base alle caratteristiche del campione e dei dati, l’approccio di fraud detection può essere 

sviluppato utilizzando diversi modelli di apprendimento automatico come Random Forest, Support Vector 
Machine, Deep Learning. 
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5.3.2.5 Transactional Advanced Analytics 

Il Transactional Advanced Analytics (TAA) analizza le transazioni dei conti correnti e i pagamenti storicizzati 

delle carte di credito per creare modelli che forniscano la stima del reddito, segmentino la qualità e 
l’affordability di un portafoglio di clienti e rilevino operazioni sospette e potenzialmente fraudolente.  

TAA utilizza i dati transazionali per affrontare una serie di sfide fondamentali per i competitor sul mercato: la 
valutazione del rischio di credito, il marketing, x-selling e up-selling di prodotti finanziari e rilevamento delle 

frodi. 

Nello specifico, lo sviluppo di modelli statistici avanzati che utilizzino dati transazionali aiuta a migliorare 

l'individuazione di nuovi tipi di frodi, basandosi su anomalie transazionali e sul tipico DNA di spesa di ciascun 

consumatore 

Il TAA si distingue dalle tradizionali analisi transazionali dei dati, grazie all’uso di tecniche di apprendimento 

automatico per la mappatura di diverse “tipologie di spesa” (o DNA di spesa) basati sia su informazioni 
numeriche che testuali (come le causali dei pagamenti). 

In questo modo, il TAA permette di creare un modello che, una volta applicato, riconosca automaticamente 

transazioni sospette basandosi sulle caratteristiche di spesa dei clienti, aiutando pertanto a ridurre le 
potenziali frodi. Analizzando lo storico dei dati transazionali a disposizione per un portafoglio di clienti, è 

possibile creare una segmentazione più accurata di profilo di rischio di ciascun cliente e fornire una 
panoramica delle transazioni fraudolente. Da un lato, vengono analizzate informazioni quantitative sugli 

importi, i saldi, gli sconfini per verificare le spese, dall'altra viene condotta una analisi qualitativa sulla 

tipologia di spesa usando tecniche di Natural Language Processing per classificare diversi tipi di pagamenti. 
Usando queste informazioni, è possibile realizzare modelli predittivi basandosi sulla correlazione tra le 

informazioni transazionali ed un evento di frode. Una volta addestrato, il modello può essere facilmente 
implementato per prevenire frodi con decisioni in tempo reale. 

Il TAA è una soluzione di analisi personalizzabile al 100% in base alle esigenze dei clienti, alla definizione 
dell'obiettivo di evento di frode e alle caratteristiche del campione di dati. Gli algoritmi di Machine Learning 

utilizzati in questa soluzione dipendono dalle specifiche caratteristiche del campione, ma i più comuni sono il 

clustering (k-means), le regressioni e il Deep Learning.  

5.3.2.6 Web Data Analytics 

Il Web Data Analytics (WDA) è una soluzione per l’intero ciclo di vita del portafoglio dei clienti, dal rischio 
credito a quello operazionale, con metodologie personalizzate per massimizzare il beneficio sui segmenti 

delle persone fisiche e giuridiche.  La soluzione WDA utilizza dati non strutturati raccolti dal Web per 

realizzare modelli di prevenzione di rischio frode. 

Il Web è un'enorme fonte di informazioni che può essere utilizzata per prevenire le frodi. Da un lato, è 

possibile eseguire automaticamente la scansione delle informazioni aziendali nel web che possono essere 
utilizzate per sottolineare la correlazione con eventi di frode. Dall'altro si utilizza il comportamento di 

navigazione dei consumatori (dato il loro consenso esplicito) per analizzare comportamenti sospetti o 

anomali all’interno di determinati domini web o all’interno di applicazioni mobile. 

L’analisi dei dati web ha già una comprovata esperienza nell’offrire vantaggi per la prevenzione delle frodi, 

mettendo a disposizione processi decisionali automatizzati che forniscono una maggiore precisione nel 
rilevamento delle frodi. 

Il WDA è una soluzione end-to-end che prevede diversi passaggi come la scansione delle informazioni 

relative ad aziende sul Web, la classificazione dei siti, l'estrazione di informazioni testuali e l’estrazione ed 
analisi dei cookies di determinati domini web o applicazioni mobile. 

In caso di un portafoglio di società, viene analizzata ogni azienda, ricercando su Internet informazioni 
raccolte dal web attraverso un processo automatizzato noto come "scansione" o scraping di dati Web. Le 

informazioni vengono quindi classificate in varie categorie usando algoritmi di Natural Language Processing, 
così da rendere le informazioni significative e utilizzabili per il processo di modellizzazione. Dalla 
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classificazione di questi dati web non strutturati, vengono sviluppate variabili per i modelli e, 

successivamente, vengono applicate tecniche di Machine Learning per creare un approccio basato 
esclusivamente sui dati Web per la detection di frodi sulla base di uno storico di osservazioni di frodi. Questo 

modello può essere combinato con le informazioni interne o altri score in possesso dei clienti, per migliorare 

la segmentazione della clientela e ridurre ulteriormente le frodi. 

Un approccio simile può essere utilizzato per le persone fisiche, analizzando il comportamento di navigazione 

dei consumatori su un sito specifico o in un'applicazione mobile. Inoltre, previo consenso esplicito dei clienti 
finali, si possono utilizzare informazioni di riconoscimento biometrico per ridurre la percentuale di furti di 

identità. 

5.3.3 Anti Money Laundering (AML) 

5.3.3.1 L’intelligenza artificiale in ambito Antiriciclaggio 

L’AI sta rapidamente diventando la difesa chiave degli istituti europei contro il riciclaggio di denaro che 

finanzia il terrorismo e altre attività criminali in tutto il mondo. Questo non significa che tali metodologie 
siano la soluzione ma ne migliorano enormemente l’efficacia e l’efficienza dei processi di controllo  

La lotta contro il riciclaggio di denaro (AML, Anti-Money Laundering) è una priorità fondamentale all’interno 
dell’Ue.  

La maggior parte delle soluzioni offerte attualmente dal mercato per effettuare il “risk assessment” e 
monitorare le transazioni si basano sull’impostazione di regole condizionali o su parametri statistici 

tradizionali. Tale impostazione le fa risultare poco efficienti, in quanto poco adattabili alle mutate necessità e 

soprattutto hanno una forte componete umana. I metodi tradizionali, infatti, hanno anche lo svantaggio di 
avere numerosi livelli di discrezionalità, poiché: 

 

- richiedono ancora il supporto di approfondite tecniche investigative da parte dei collaboratori della 

banca; 

- comportano l’aumento dei costi generati dal processo di analisi e di investigazione; 

- implicano l’arbitrarietà del giudizio dato dal singolo incaricato nella valutazione del caso in esame. 

 

In generale, le tecniche legate all’AI rappresentano un’opportunità in grado di aiutare nella risoluzione di un 
problema sempre più avvertito dai responsabili compliance e dalle banche, ovvero l’aumento costante dei 

costi derivanti dalla regolamentazione del settore finanziario. 

L’intelligenza artificiale si avvale di svariate tecniche perseguite con diversi approcci: a) rappresentazione 

della conoscenza; b) pianificazione, analisi del linguaggio naturale, c) apprendimento automatico e d) 

capacita di riconoscere i trend.  

 

Alcune delle tecnologie sviluppate in questi ed altri ambiti possono essere sfruttate 

per i sistemi Anti-Money Laundering (AML), quali, ad esempio: 

 

- data mining; 

- machine learning; 

- reti neurali artificiali; 

- network analysis; 

- open source intelligence. 
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È necessario disporre di sistemi, controlli e prassi efficaci contro il riciclaggio di denaro sporco (AML) per 

gestire il rischio di attività di riciclaggio di denaro per le banche. 

I controlli devono essere messi in atto per evitare, tra le altre cose, eventuali accuse future che possono 

essere particolarmente costose per le banche. Negli ultimi decenni, un modello operativo che si basa su 

regole prestabilite è risultato essere il più popolare. 

Regole semplici e facili da codificare sono state sviluppate da consulenti e esperti di dominio che 

implementano la loro esperienza di lavoro nel processo decisionale automatizzato. 

Ad esempio, un sistema inizia con 100 scenari e 100 regole per gestire il problema del riciclaggio di denaro. 

Col passare del tempo, maggiori regole devono essere create per gestire le nuove eccezioni; ma 

l'integrazione tra le nuove regole e le regole esistenti può compromettere le prestazioni del sistema quando 
si tratta di dati che cambiano dinamicamente. Nel frattempo, è straordinariamente difficile valutare le 

prestazioni di tutte le regole e identificare tutte le eccezioni. 

Il vantaggio di un algoritmo di apprendimento automatico (ML) sta nell’utilizzo di informazioni ed esempi 

acquisiti nella fase di formazione dai quali si può efficacemente interpolare o estrapolare rispetto a nuovi 
scenari senza avere degli esempi specifici. 

Al contrario, con un sistema basato su regole, la conoscenza di esperti è obbligatoria per creare nuove 

regole e scenari. 

Più recentemente, i ricercatori hanno fatto ampio utilizzo di tecniche di apprendimento automatico come 

logica fuzzy, support vector machines (SVM), clustering, rilevazione di outlier, reti neurali, algoritmi genetici, 
reti bayesiane e corrispondenza di sequenza per valutare meglio le transazioni sospette (Cahill M.H. et al 

2002, Yue D. et al. 2007). 

Nella maggior parte dei lavori di ricerca pubblicati nel campo dell'AML, le variabili scelte ed utilizzate per 
addestrare i sistemi di apprendimento automatico sono accuratamente raccolte a mano dagli esperti di 

dominio. 

La maggior parte della letteratura descrive le variabili/caratteristiche usate per l’addestramento di un 

algoritmo di ML, ma non viene fornita alcuna informazione dettagliata sul processo di selezione delle variabili 
stesse. Un processo di selezione automatica delle funzionalità è importante a causa della natura stessi dei 

dati di transazioni bancarie tipicamente multidimensionali. 

Inoltre, i missing value (valori mancanti) sono un problema rilevante durante l'estrazione dei dati dai 
database transazionali bancari. Le cause di un missing value possono essere diverse, ad esempio a causa di 

omissione, irrilevanza o inapplicabilità in un contesto specifico. In particolare, alcuni clienti non sono disposti 
a fornire/condividere il loro reddito annuo, l'occupazione, o anche gli indirizzi validi per un istituto finanziario 

a causa di problematiche connesse alla privacy. 

Tuttavia, la maggior parte degli algoritmi di apprendimento automatico sono molto sensibili ai valori 
mancanti in quanto possono influenzare negativamente le prestazioni dell'algoritmo. I valori mancanti 

possono essere gestiti rimuovendo tutte le transazioni che contengono tali valori o sostituendoli utilizzando 
algoritmi di filtro, quali la sostituzione della media, l'imputazione del cold-deck e i metodi di imputazione 

degli hot-deck (Brown M.L., John F.K., 2003), (Garfinkel S.L., 2006). 

Al fine di mantenere la precisione del tasso di rilevazione e di ridurre il numero di falsi positivi, un sistema di 
AML non deve solo automatizzare l'analisi delle operazioni, ma anche gestire le scoperte di nuovi 

comportamenti anomali da transazioni mai viste precedentemente e per prevedere casi non noti senza 
diminuire l'accuratezza delle prestazioni. 

Un modo per raggiungere questo obiettivo è consentire l'interazione dell'esperto di dominio con il sistema di 
rilevazione in modo che il modello di apprendimento automatico possa essere regolato per adattarsi ai 

diversi comportamenti criminali. 

Le soluzioni di AML correnti si basano fortemente sui database relazionali per archiviare e gestire il recupero 
dei dati e le funzionalità di pre-elaborazione. Tuttavia, i database relazionali convenzionali hanno gravi 

strozzature delle prestazioni quando si tratta di grandi volumi di dati (vale a dire milioni di transazioni su 
base giornaliera). 
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Le recenti tecnologie di Big data come Hadoop (Shvachko K. et al., 2010) possono essere redditizie per 

gestire e fornire la capacità di recepire e analizzare grandi volumi di dati. È anche un ambiente ideale per 
estrarre e trasformare enormi volumi di dati in quanto fornisce un ambiente di elaborazione scalabile, 

affidabile e distribuito. 

Gli algoritmi di apprendimento automatico per le soluzioni AML nel rilevamento delle transazioni sospette 
sono generalmente classificati in due gruppi principali nella letteratura: tecniche supervisionate e non 

supervisionate. 

Le tecniche supervisionate si riferiscono ad algoritmi che imparano da una serie di esempi etichettati, 

conosciuti come il set di addestramento (Russell S.J., Norvig 2002, Tan P-N. et al. 2005). 

Ad esempio, l'etichetta può essere normale o sospetto e rappresenta una variabile binaria. Sulla base degli 
esempi, un modello di apprendimento supervisionate è costruito per classificare i nuovi casi non usati 

precedentemente (conosciuti come test set) rispetto a diverse tipologie di etichette. In alternativa, le 
tecniche non supervisionate sono costituite da algoritmi che tentano di dividere i dati (senza informazioni 

sull'etichetta) in gruppi diversi. 

Questi gruppi, noti come cluster, si caratterizzano per avere caratteristiche similari rispetto alle variabili 

utilizzate. Anche se a volte la tecnica di apprendimento non supervisionato contiene anche training set, 

l'etichetta dei dati verrà omessa durante il processo di apprendimento. L'etichetta sarà utilizzata per valutare 
la decisione finale quando i cluster sono stati formati (Russell S.J., Norvig P., 2002, Tan et al. 2005). 

Va notato che l'attuale sistema di soluzioni commerciali per AML è costituito da diversi strumenti di 
rilevazione per identificare le transazioni sospette (Schmidt A., 2013). 

La discussione di queste soluzioni di AML si può focalizzare su sei aspetti comuni, che sono le tipologie di 

AML, la link analysis, la cross-channel support geographic capability, il behavioural modelling, il risk scoring e 
l’anomaly detection. 

Queste funzioni sono basate sulla guida di riferimento KYC (Know Your Client) che è un protocollo standard 
per le istituzioni finanziarie contro AML (PWC 2017, Schmidt A., 2013). L'idea intuitiva di KYC è di rinforzare i 

principi di due diligence. Secondo le regole degli istituti finanziari, il flusso di denaro deve essere 
completamente tracciato. 

L'Istituto finanziario deve fornire una completa comprensione sul proprietario e le parti interessate nelle 

transazioni. In particolare, la fonte, lo scopo dei fondi, l'adeguatezza e la ragionevolezza dell'attività 
commerciale. 

La link analysis è utile per estrarre queste informazioni, il behavioural modelling può catturare il modello 
delle transazioni nel contesto delle imprese, il risk scoring stima i punteggi di rischio per i clienti sulla base di 

fattori statici predefiniti dell'istituto finanziario, tra cui posizione geografica, nazionalità, tipo di attività e di 

occupazione, o reddito e fonte dei fondi. 

Il risk scoring viene confrontato con soglie regolabili, stabilite dall'istituto finanziario, per collocare i clienti in 

categorie specifiche. 

Ciò consente all'istituto finanziario di applicare un approccio basato sui rischi che coniughi un protocollo KYC 

con la gestione dell’AML. 

Passiamo ora in rassegna i principali algoritmi studiati in letteratura per la gestione dell’AML con algoritmi di 
ML. Gli approcci possono essere divisi in 6 macro categorie in base al principio alla base della metodologia: 

AML typology, Link Analysis, Behavioural Modelling, Risk Scoring, Anomaly Detection e Geographic 
capability. 

Ciascuna macro categoria viene ulteriormente divisa in approcci supervisionati, non supervisionati e semi-
supervisionati in base alla presenza o meno di una variabile target da prevedere, concetto fondamentale in 

qualsiasi algoritmo ML. 

La suddivisione è riportata nella tabella sottostante come proposta da Chen et al. 2018. 
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Tabella 16 – La gestione della AML con algoritmi ML 

 

 

 

AML typology-supervisionato: Logica fuzzy 

Un tipico sistema di controllo basato su logica fuzzy è composto da tre componenti un fuzzifier, un motore di 
inferenza e un defuzzifier. La teoria degli insiemi fuzzy è stata proposta da Zadeh (Zadeh L., 1965) per 

gestire il problema delle informazioni vaghe che comunemente compaiono anche nel campo dell’AML. Un 
insieme di regole condizionali fuzzy è progettato da un esperto di dominio per determinare il processo. Nella 

fase di fuzzificazione, il dato di input grezzo viene trasformato tramite delle funzioni di appartenenza in un 
intervallo per poi essere processato dal motore inferenziale più appropriato. 

Le regole Fuzzy sono in grado di rilevare complessi modelli di riciclaggio di denaro solo se le regole possono 

essere generate automaticamente tramite l’algoritmo stesso. Inoltre, se si utilizzano solo poche variabili quali 
ad esempio l'importo della transazione, la frequenza e il tempo, la modellistica diventa molto semplice. 

Questo rappresenta un chiaro vantaggio perché alcune istituzioni finanziarie non hanno accesso a banche 
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dati contenenti numerose informazioni rilevanti per il controllo. Il metodo potrebbe essere efficace perché 

ciascun istituto finanziario può generare il proprio insieme di regole fuzzy per identificare pattern simili che si 
potranno replicare nel futuro. Tuttavia, il principale limite delle regole fuzzy sta nella necessità di intervento 

da parte di esperti di dominio in quanto le regole fuzzy non possono essere generate automaticamente. 

 

Frequent rule 

Luo 2014 ha proposto di utilizzare l'algoritmo di frequent pattern (FP) per identificare pattern frequenti nelle 
transazioni bancarie per rilevare modelli di transazione sospette tra conti correnti. 

Il metodo proposto è costituito da due stadi. La prima fase si riferisce alla scoperta di regole frequenti e alla 

costruzione di un albero FP dal set di training. Dal momento che le stringhe delle transazioni bancarie 
possono essere estremamente lunghe, causando problemi di performance, l'autore ha proposto di 

raggruppare le transazioni in più finestre di tempo e costruisce l'albero FP in base a ogni finestra di tempo 
cumulativamente. La seconda fase consiste nella creazione di un modello di classificazione utilizzando le 

regole rilevate nella prima fase. Se tutte le regole che corrispondono alla nuova transazione appartengono 
alla stessa classe, la transazione viene assegnata direttamente a tale classe. In caso contrario, un insieme di 

classi in base alle diverse regole verrà applicato alla nuova transazione (Chen Y-T., Mathe J.,2011).  Inoltre, 

nel mondo bancario reale, il numero di transazioni effettivamente sospette potrebbe essere troppo poco per 
creare un albero FP in cui ogni transazione sospetta è univoca, molto complicata e rara. 

 

AML typology-supervisionato: Support Vector Machine (SVM) 

Le SVM sono un metodo di apprendimento per risolvere problemi di classificazione e di regressione introdotti 

da Vapnik (Cortes C., Vapnik V., 1995). Tecnicamente, l'obiettivo primario delle SVM è quello di costruire un 
decision boundary con la distanza più ampia dalle osservazioni rilevanti nel campione, il cosiddetto 

separatore di margine massimo. 

Le SVM hanno la caratteristica di poter gestire naturalmente i problemi in alta dimensionalità come 

tipicamente accade nell’anti money laundring. Le SVM sono in grado di trasformare lo spazio originale non 
lineare in un altro di dimensione maggiore lineare.  

Sebbene le SVM risultino essere uno dei migliori classificatori proposti dalla letteratura in ambito AML le 

performance non sono particolarmente entusiasmanti soprattutto in presenza di incidenza rara dell’evento di 
interesse (transazione sospetta). 

Esistono tuttavia una serie di accorgimenti che possono esser utilizzati per migliorare l’accuratezza delle 
SVM: con l’utilizzo di dati ausiliari (Pengcheng & Dietterich 2004), con una selezione molto stringente delle 

variabili (Gabrilovich E., Markovitch S., 2004), con la trasformazione dei kernel (Segata N., Blanzieri E., 

2011), con un ensemble di modelli predittivi (Chen Z.,2016). Inoltre le SVM non hanno problemi di minimi 
locali e producono risultati stabili e riproducibili. 

Uno svantaggio di questo algoritmo sta tuttavia nella lentezza della fase di addestramento in particolare con 
i kernel non lineari e dati di input di grandi dimensioni. Recentemente, è stato proposto una versione SVM 

basata su una cluster analysis (CB-SVM) in grado di migliorare sensibilmente le performance in caso di 

grandi basi dati (Gonzalez J.L, Marcelin-Jimenez R., 2011). 

 

AML typology-supervisionato: Radial basis Function (RBF)  

La tecnica RBF adotta l'architettura della rete neurale che unisce i nodi in diversi strati per l'apprendimento. 

La forza del legame tra nodi fra 2 livelli adiacenti è definita attraverso un insieme di pesi. Il valore di pesi di 
un nodo dipende dalla distanza dai nodi collegati dal livello precedente e viene valutato dalla funzione di 

attivazione non lineare. L'obiettivo principale di una rete è determinare il centro e la larghezza di RBF e 

regolare il peso. Il processo di apprendimento del parametro è simile alla tecnica semi supervisionata e si 
divide in 2 fasi. La prima fase applica l'apprendimento non supervisionato, come il k-means, approccio per 

determinare i parametri in una funzione di attivazione. La seconda fase mantiene i parametri appresi e 
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implementa una semplice classificazione lineare per la regolazione del peso. Utilizzando un solo hidden layer, 

i tempi sono notevolmente ridotti rispetto al percettrone multi-layer. Questa struttura ha anche un vantaggio 
in quanto i due insiemi di parametri possono essere misurati in modo indipendente. Tuttavia, RBF ha lo 

stesso svantaggio delle SVM nel lavorare anche con variabili irrilevanti. In particolare, le SVM con kernel 

gaussiano è un tipo di RBF. 

Un problema generale con l'utilizzo di reti neurali e SVM nell’AML è la difficoltà nello spiegare come una 

transazione è considerata sospetto dal sistema. Inoltre, il riciclaggio di denaro è un problema sofisticato e 
complesso che richiede più dati di input e componenti come la link analysis tra i comportamenti dei clienti e 

il flusso di denaro. Di conseguenza, i modelli che possono essere addestrati e implementati usando solo la 

frequenza e l'importo della transazione non sono completi abbastanza per capire il problema dell'AML. 

 

AML typology- non supervisionato: CLOPE 

Cao e Do (2002) hanno proposto un approccio basato su un algoritmo di clustering denominato CLOPE per 

rilevare 3 casi comuni di riciclaggio di denaro, che sono (1) il trasferimento di denaro in un modello circolare, 
(2) la distribuzione di piccole somme di denaro a molti destinatari, e (3) il raccoglimento di denaro da 

diverse fonti. L'algoritmo CLOPE sfrutta il rapporto height-to-width per aumentare la sovrapposizione intra-

cluster tra i dati di transazione (Yang B.H., et al. 2002). 

Il principale difetto di questo algoritmo sta nell’impossibilità di determinare i cluster rilevanti per AML senza 

l’intervento umano. Inoltre, l'algoritmo CLOPE ha una limitazione in quanto accetta solo variabili nominali. Le 
variabili continue come gli importi delle transazioni devono essere discretizzate ed opportunamente 

etichettate secondo un numero di classi definito a priori. Ma questo mal si concilia in un contesto di gestione 

di milioni di dati potenzialmente diversi ad ogni analisi. 

 

AML typology-semi supervisionato: Deep Learning 

Paula et al. (2016) hanno proposto un metodo deep learning per la rilevazione delle anomalie nelle indagini 

anti-riciclaggio. Gli autori hanno costruito un modello che ha usato il processo standard cross-industry per il 
data mining (CRISP-DM) come modello di riferimento. Il CRISP-DM consiste in diverse fasi, vale a dire la 

comprensione del business, la comprensione dei dati, la preparazione dei dati, la modellazione, la 

valutazione e la distribuzione. 

Uno dei modelli proposti è stato il Deep Learning AutoEncoder che è stato paragonato al metodo dell’analisi 

in componenti principali (PCA). Gli autori hanno sostenuto che sulla base degli esperimenti condotti, il Deep 
Learning AutoEncoder è 20 volte più veloce rispetto alla PCA nel ridurre la dimensionalità.  

L’uso di tecniche non supervisionate tuttavia porta con sé la difficoltà nella valutazione delle performance 

non essendoci un criterio oggettivo e anche la valutazione da parte di esperti risulta del tutto soggettiva. 

Gli algoritmi Deep Learning sono progettati per affrontare e gestire complessi ed enormi dataset, tuttavia, la 

quantità di potenza di calcolo necessaria per addestrare e testare tali reti è molto elevata. Per questo motivo 
la ricerca recente si sta concentrando sull’ottimizzazione di tali algortimi; i lavori di ricerca in (Spring & 

Shrivastava 2017) hanno presentato una nuova tecnica basata sull'hashing per ridurre drasticamente la 

quantità di calcolo necessaria per formare e testare tali reti. Il nuovo algoritmo di Deep Learning ha ridotto il 
costo computazionale complessivo di forward e backpropagation operando su nodi significativamente meno 

sparsi. Ha usato soltanto 5% delle moltiplicazioni totali, mentre si mantiene in media in una finestra dell’1% 
di accuracy rispetto al modello originale. 

 

Link Analysis 

In questa sezione vengono brevemente illustrati gli algoritmi, che si concentrano sull'identificazione dei 

collegamenti o delle connessioni tra entità quali i conti bancari. L'analisi di collegamento viene in genere 
utilizzata per l’analisi della natura del rapporto tra conti bancari. Sulla base delle attività di transazione svolte 
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da ogni account, i link sono costruiti utilizzando svariati algoritmi proposti. Una volta che i collegamenti sono 

costruiti, il comportamento di un particolare gruppo può essere analizzato nel suo complesso. 

 

Link analysis: Sistema supporta la rilevazione del riciclaggio di denaro  

Dreewski et al. 2012 hanno proposto un sistema che supporti il rilevamento del riciclaggio di denaro 
costituito da 3 fasi principali: clustering, ricerca di pattern frequenti e all’interno dei cluster e la 

visualizzazione dei dati. Il clustering si riferisce alla costruzione di grafici che rappresentano il flusso di 
denaro e catturano solo i trasferimenti sospetti di denaro tra gruppi di conti. La seconda fase è costituita da 

algoritmi (ad esempio FP growth, FP Close e FP max) che evidenziano modelli di riciclaggio di denaro 

frequenti estratti dalla fase di clustering. L'autore spiega che l'estrazione dei pattern può aumentare le 
possibilità della componente di clustering di trovare comportamenti di transazione sospetti.  

In base all’algoritmo, la creazione dei grafici nella componente di clustering richiederà l'origine e la 
destinazione di una particolare transazione bancaria e può essere difficile individuare la destinazione esatta 

se il trasferimento di denaro avviene in banche o paesi diversi. Inoltre, ci possono essere problemi di 
allineamenti temporali rispetto al tempo impiegato per la realizzazione del trasferimento di denaro e ad una 

determinata dimensione della finestra temporale prefissata dall’analista. Tuttavia, il sistema può essere utile 

quando si tratta di stabilire legami tra casi sospetti che sono già accaduti all'interno di una banca al fine di 
verificare la validità dei casi stessi. 

 

Link analysis Algoritmo SNA (Social Network Analysis)  

Dreewski et al. 2012 hanno proposto un algoritmo completo di social network analysis (SNA) noto come 

sistema di rilevazione del riciclaggio di denaro (MLDS) per aiutare l’attività di AML (Larik & Haider 2011). 

MLDS consiste di pochi componenti ovvero un modulo per la generazione del profilo 

dell'azienda/Organizzazione e un modulo per la social network analysis che crea reti sociali che assegnano 
ruoli ai nodi, dove ogni nodo rappresenta un account cliente. 

Per assegnare i ruoli a ciascun conto cliente nella creazione della SNA, sono state impiegate sei misure di 
base. Ogni misura è caratterizzata da un proprio intervallo di default per ciascun ruolo in cui gli intervalli 

sono stati stabiliti in base alle caratteristiche dei ruoli stessi. 

Le suddette misure comprendono closeness, betweeness, page rank, degree, authorativeness, and hubness. 
Ciascuna di queste misure quantifica le relazioni tra i conti e le loro connessioni sulla base delle attività di 

transazione da esse svolte.  

I vari esperimenti condotti hanno indicato che il profilo sospetto risulta essere meno centrale rispetto al 

relativo grafico di collegamento e solitamente opera con una più alta quantità di transazioni.  

Tuttavia, gli studi hanno ancora alcune limitazioni. In particolare le prestazioni non sono garantite quando la 
metodologia viene applicata a grandi set di dati da istituti finanziari. 

 

Behavioural modelling 

In questa sezione, discutiamo brevemente sugli algoritmi, che si sono concentrati sull'identificazione dei 

comportamenti di clienti bancari in base alle loro attività di transazione. Questo strumento mira a costruire 
un modello comportamentale che tenta di combinare le informazioni provenienti da vari settori, come i 

domini politici, sociali, economici e culturali rispetto al riciclaggio di denaro (Demetis 2010) 

 

Behavioural modelling-unsupervised: Expectation Maximisation (EM)  

Chitra & Subashini (2013) hanno suggerito di usare l’algoritmo Expectation Maximisation (EM) come modello 

di clustering per scoprire le frodi. Si ritiene che il cluster EM possa essere utilizzato per raggruppare i dati in 

cluster simili. La strategia è quella di costruire un modello che massimizza la funzione di densità di 
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probabilità che obbedisce alla distribuzione gaussiana basata sul comportamento delle transazioni passate di 

ogni cliente della banca. Il modello costruito è quindi utilizzato per confrontarlo con la nuova transazione. 
L'algoritmo EM richiede un numero predefinito di cluster per stimare e massimizzare ogni dato per ogni 

cluster creato. Tuttavia, gli autori non hanno fornito risultati sperimentali sulle prestazioni dell'algoritmo sia 

su dataset sintetici sia reali. Pertanto, la fattibilità di tale approccio non è stata convalidata. Inoltre, 
l'approccio presuppone che ogni transazione cliente obbedisca alla distribuzione gaussiana, assunzione in 

realtà non vera. È necessario condurre molti esperimenti e analisi prima di poter fare ipotesi sulla 
distribuzione sottostante, soprattutto quando le attività di riciclaggio di denaro sono molto complesse e 

difficili da prevedere in quanto dipendenti da molte variabili. 

 

Behavioural modelling-altro: Empirical mode decomposition (EMD)  

Zhu T. (2006) propone un metodo di scomposizione delle serie temporali, la Empirical Mode Decomposition 
(EMD), basata sul concetto di confronto di gruppi similari rispetto al comportamento. Il metodo estrae le 

fluttuazioni delle variabili in primo luogo ed poi le confronta con quelle dei relativi pari di settore, così 
diminuendo i falsi sospetti e scoprendo nuove inusualità.  

L'approccio è stato convalidato con i dataset delle transazioni in valuta estera e gli esperimenti hanno 

dimostrato che l'approccio EMD riduce in modo efficiente il numero di falsi positivi. Tuttavia, gli esperimenti 
sono stati convalidati solo con dataset di transazioni in valute estere. Di conseguenza, non ci sono risultati 

preliminari per determinare il tasso di accuratezza ed il tasso di falsi positivi in data set reali di AML. 

 

Risk Scoring 

I modelli statistici e le regole aziendali sono definiti per classificare automaticamente tutte le transazioni e i 
clienti rispetto ad un rischio potenziale. Il fattore di rischio potrebbe contribuire a prendere una decisione se 

segnalare una transazione particolare come sospetta o normale. Lo strumento di valutazione dei rischi può 
essere applicato per assegnare rischi a clienti e transazioni; nel primo caso risulta importante per identificare 

i clienti ad alto rischio, mentre nel secondo è utilizzato come strumento di rilevazione per una transazione 
sospetta. 

 

Risk Scoring supervisionato: Decision trees 

L'albero decisionale è un algoritmo molto noto in letteratura in cui ogni nodo corrisponde ad una funzione di 

test lineare specifica che stabilisce le opportune partizioni delle variabili di input, come la frequenza di 
transazione, il reddito del conto. Nel caso più semplice di classificazione binaria, l’algoritmo più popolare si 

basa sull'indice di Gini o sull'entropia (Kamber et al. 1997). Gli alberi decisionali devono gran parte della loro 

popolarità proprio a causa della loro semplicità e della possibilità di essere facilmente interpretabili e 
traducibili in regole del tipo ‘if-then’.  Questo costituisce un chiaro vantaggio anche in ambito AML, visto che 

si possono ottenere regole chiare e riproducibili per classificare un cliente o una transazione a differenze di 
algoritmi più sofisticati come SVM o deep learning. 

In quest’ottica Wang S-N e Yang B.H. (2007) hanno impiegato l'albero decisionale con algoritmo ID3 per 

classificare il rischio del cliente. Il metodo è stato utilizzato per creare regole relative ai rischi di riciclaggio di 
denaro in base ai profili dei clienti. Per la fase di pre-elaborazione, gli autori hanno condotto esperimenti 

utilizzando quali variabili: settore industriale, posizionamento geografico, volume degli affari e prodotto 
bancario. Per valutare le transazioni sospette, ogni variabile viene categorizzata in basso, medio e alto 

rischio. In particolare, i livelli di rischio sono stati assegnati in base al settore industriale (ad esempio 
manifatturiero, chimico, commercio domestico, medico, IT, commercio estero, vendita al dettaglio, 

pubblicità, automotive). Ad ogni settore industriale è stato assegnata una priorità da basso ad alto. Il 

metodo proposto è stato utilizzato solo per valutare i rischi dei clienti attuali e futuri e come conseguenza i 
soggetti ad alto rischio vengono sottoposti a rigorosi controlli. 

L'esperimento ha stabilito che un albero con profondità a 4 livelli e 15 regole derivate è in grado di filtrare il 
12% dei profili clienti come sospetti. Tuttavia, tale metodo non può essere una soluzione autonoma in 



 

 

 

<AIFIRM> | APPLICAZIONI 137 

 

quanto indaga solo i profili dei clienti, mentre il fattore più cruciale nel riciclaggio di denaro è le transazioni 

effettuate dai clienti. Inoltre, può essere difficile ottenere categorie di rischio per ogni variabile perché una 
indagine approfondita deve essere condotta prima di assegnare i punteggi alle categorie. C'è anche la 

possibilità di un alto tasso di falsi positivi, perché una volta che un cliente è classificato come ad alto rischio, 

tutte le sue transazioni saranno monitorate. Inoltre, è ben noto in letteratura che in caso di dataset molto 
ampi e fortemente sbilanciati in termini di variabile target, gli alberi tendono a essere particolarmente 

instabili e inefficienti.  

 

Risk Scoring supervisionato: Sequence matching algorithm 

Liu X., Zhang P., Zeng D. (2008) propongono un algoritmo di corrispondenza delle sequenze per identificare 
le transazioni sospette. La corrispondenza di sequenza è un metodo che si concentra su un confronto tra le 

sequenze nei database di serie temporali ed è stato ampiamente adottato nell'analisi di magazzino. Gli autori 
consigliano l'uso dello storico dei conti individuale e le informazioni di transazione da altri account 

appartenenti ad un gruppo similare per una sequenza di corrispondenza come il tempo di transazione, il 
numero di conto, la direzione della transazione e l’ammontare della transazione. 

L'obiettivo principale era quello di estrarre sequenze di transazioni all'interno di un gruppo similare ad un 

livello giornaliero. La sequenza ad alto rischio è stata quindi scelta utilizzando un modello probabilistico e tali 
sequenze vengono confrontate con lo storico delle sequenze di transazioni di ogni account. Il confronto è 

stato fatto usando una distanza Euclidea e ad ogni sequenza ad alto rischio è stata assegnata un indice di 
somiglianza. Un punteggio soglia predefinito viene utilizzato per estrarre sequenze ad alto rischio da quelle 

sospette in base al punteggio assegnato. 

Una delle limitazioni nell’approccio sta nella necessità di stabilire valore di soglia. Definire la soglia 
manualmente non è pratico perché ogni conto o cliente può richiedere una soglia diversa. Tuttavia, un modo 

per scegliere una soglia appropriata è utilizzare la cross-validation. La cross-validation è uno strumento 
standard nella data analysis per sviluppare e perfezionare i modelli, consentendo di impostare il livello di 

accuratezza nelle stime. Inoltre, è spesso impossibile stimare il numero di sequenze sospette, poiché questa 
informazione è sconosciuta nelle applicazioni reali. L'algoritmo eseguito è quindi in gran parte dipendente dal 

livello di soglia scelto. L'impostazione di una soglia più elevata può comportare un tasso di falsi positivi 

inferiore e un tasso di accuratezza più elevato, ma in ogni caso possono andar perse transazioni sospette. 
D'altra parte, l'impostazione di una soglia inferiore può aumentare il tasso di falsi positivi. 

 

Anomaly Detection 

La rilevazione di anomalie si riferisce alla capacità di una soluzione di AML di identificare la deviazione di 

operazioni particolari dal normale comportamento delle transazioni. In generale, la soluzione dovrebbe 
essere in grado di riconoscere l'insolito comportamento delle transazioni di ogni conto cliente 

 

Anomaly Detection supervisionato: Le SVM one class  

Come già visto le SVM servono a classificare i dati in base a due o più classi, Schölkopf ha proposto una 

estensione delle SVM operante con dati non etichettati nota come one class SVM (Schölkopf B., et al. 2001). 

Tang J. & Yin J. (2005) hanno proposto di utilizzare una versione migliorata dell’algoritmo one class SVM per 

rilevare il comportamento inusuale di clienti sulla base dello storico delle transazioni. Gli autori hanno 
effettuato una serie di esperimenti usando la somma e la frequenza delle transazioni cumulate e le 

fluttuazioni economiche. Hanno dimostrato che il tasso di accuratezza più alto è circa pari al 69% con un 
5,4% di falsi positivi utilizzando un set di dati reale. Guardando le prestazioni, anche se il tasso di falsi 

positivi è molto basso, la precisione dell’algoritmo potrebbe essere migliorata utilizzando più variabili, come 

la media e la deviazione standard delle transazioni, la frequenza o altre variabili che possono contribuire alla 
rilevazione di comportamenti inusuali. Inoltre, l'utilizzo dell’one class-SVM richiede all’analista di immettere la 

percentuale di outlier nel dataset ed è noto che questo numero può variare in base al set di dati.  
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Anomaly Detection non supervisionato: Link Discovery of correlation analysis (LDCA)  

L'uso di grandi quantità di testo non strutturato e dati Web come i documenti di testo libero, pagine Web, e-
mail e messaggi SMS è ormai una prassi consolidata in molte applicazioni finanziarie e non, ma ancora poco 

esplorato nella letteratura relativa alle fraud detection (Yue D., et al. 2016). Zhang Z. M. et al. (2003) hanno 

proposto un algoritmo di clustering basato sulla Link Discovery of Correlation Analysis (LDCA). Gli autori 
hanno affrontato la questione estraendo n individui sospetti, che sono in relazione con casi sospetti raccolti 

dall’analista. Le transazioni eseguite da tali individui sono state poi mappate in uno spazio euclideo a n + 2 
dimensioni, che rappresenta il tempo e le transazioni. La sequenza temporale viene discretizzata in vari classi 

temporali così che ogni transazione viene vista come un nodo nello spazio unidimensionale della sequenza 

stessa. Il problema viene ulteriormente semplificato cumulando i quantitativi monetari e le frequenze delle 
transazioni in ciascuna classe temporale. A seguire, viene applicato il metodo di clustering k-means per 

segmentare gli istogrammi dove ciascun cluster è rappresentato da un istogramma. I casi sospetti vengono 
intercettati guardando a picchi anomali nell’istogramma e alla correlazione tra istogrammi di diversi soggetti. 

Il metodo proposto è in grado di confrontare singole transazioni tra di loro utilizzando le transazioni stesse 
senza conoscenze aggiuntive, quali le dimensioni dell’azienda o l'occupazione. Tuttavia, la durata di ogni 

finestra temporale e il numero di cluster devono essere definiti in modo appropriato per poter intercettare le 

transazioni anomale. Inoltre in applicazioni finanziarie reali caratterizzate da moltissime transazioni il numero 
di irregolarità sottolineate dagli istogrammi potrebbe essere eccesivo, quindi l’approccio potrebbe perdere 

efficacia. Tuttavia potrebbe essere utile una volta individuati i casi sospetti con altri approcci, per 
approfondire ulteriormente.  

 

Anomaly Detection non supervisionato: Algoritmo MST (Minimum Spanning Tree)  

Wang X. e Dong G.(2009) hanno proposto di utilizzare l'algoritmo di clustering di Minimum Spanning Tree 

(MST) per rilevare transazioni sospette. Gli autori migliorano l'algoritmo MST dividendo i dati in tre 
sottoinsiemi, superiore, inferiore e centrale. L'algoritmo lavora selezionando casualmente una osservazione 

come radice dell’albero. Una osservazione viene inserita nel sottoinsieme superiore nel caso in cui il valore 
sia inferiore o uguale alla radice, alternativamente verrebbe inserito nel sottoinsieme inferiore. Il 

sottoinsieme centrale contiene tutte le osservazioni che non compaiono negli altri due insiemi. Il passo 

successivo consiste nel costruire l’albero dove tutte le osservazioni cadute nel sottoinsieme superiore sono le 
radici a sinistra del sotto-albero mentre tutti le osservazioni nell’insieme inferiore e centrale diventano le 

radici a destra. Ciascuna delle radici del sotto albero viene scelta minimizzando la distanza della radice 
principale. Da ultimo, i nodi in tutti i sotto alberi usano l’algoritmo MST per costruire l’albero. Da ultimo gli 

autori propongono una nuova metrica per identificare i cluster anomali in grado di sottolineare la differenza 

tra due osservazioni. La metrica calcolata per ciascuna coppia viene infine ordinata all’interno di ciascun 
cluster per scoprire le anomalie.  L’esperimento condotto su un dataset reale ha dimostrato che l’approccio è 

in grado di individuare tutte le transazioni sospette senza avere conoscenze a priori ulteriori e assegnando a 
ciascuna osservazione una metrica molto utile per fare ulteriori valutazioni e analisi. Tuttavia rimangono le 

problematiche legate alla scelta del numero di cluster che richiede una serie di prove sui dati e varia da caso 

a caso. Questo rimane chiaramente un limite nel caso di gestione real time di AML. 

 

Anomaly Detection semi supervisionato: Segnalazione di attività sospette tramite reti 
bayesiano dinamiche (SARDBN) 

Raza S. e Haider S. (2010) hanno proposto una combinazione di clustering e reti bayesiane secondo 
un’approccio chiamato segnalazione di attività sospette utilizzando reti bayesiane dinamiche (SARDBN) per 

identificare le anomalie nelle transazioni. Il flusso di analisi consiste di tre fasi principali. 

In primo luogo, il processo di clustering per i clienti si basa sull’importo medio mensile di accredito e di 
addebito, frequenza media mensile di transazioni di credito e di debito, e il tempo tra transazioni 

consecutive. La fase di clustering si focalizza sul raggruppamento del comportamento dei clienti in base alle 
attività di transazione utilizzando l'algoritmo c-means fuzzy. Nel processo successivo, l’algoritmo SARDBN 

determina la formazione di rete bayesiane dinamiche (DBN) su ogni singolo cluster. Ogni DBN viene costruita 

utilizzando tre variabili e cioè l'importo della transazione, la modalità di transazione e il periodo di 
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transazioni. Poiché l'importo della transazione è una variabile numerica, la discretizzazione viene eseguita 

utilizzando il metodo dei k-intervalli su ogni cluster. Una sequenza di transazioni e le relative dipendenze è 
stata utilizzata come input per formare la struttura che viene trasformata in una connessione dinamica DBN 

con diversi intervalli di tempo. Mentre la transazione entra nella DBN, la nuova distribuzione di probabilità 

posteriore per ogni variabile viene calcolata per fornire lo strumento inferenziale. Il risultato della transazione 
recente è stato utilizzato per rilevare le anomalie per le transazioni in ingresso. Gli autori hanno proposto 

anche una metrica per calcolare un anomaly index utilizzando il rank e l’entropia (Anomaly Index Rank 
Entroypy). L’AIRE totale è la somma pesata di tutti gli AIRE parziali con lo scopo di confrontare tale indice 

con una soglia prefissata per classificare transazioni normali e sospette. Mentre il ranking serve ad inviduare 

il livello di sospetto, l’entropia misura la variabilità (o compattezza) del modello stesso. 

Il solito problema nell'utilizzo del clustering nel rilevamento delle transazioni sospette è come ottenere il 

numero ottimale di cluster da produrre e trovare le osservazioni per la formazione dei clustering. Anche la 
presenza di outlier può causare problemi all’algoritmo sebbene impiego dell’approccio fuzzy nel clustering ne 

allevia l’impatto. 

 

Geographic capability (semi supervisionato) 

Lo strumento della capacità geografica si riferisce alla capacità di identificare le attività di riciclaggio di 
denaro in diversi paesi e con diverse lingue. Pertanto, lo strumento di capacità geografica richiederebbe forti 

legami tra istituzioni finanziarie di paesi diversi per condividere informazioni che collegano i terroristi 
finanziari. Di conseguenza, un sistema che esplora questo aspetto si concentra fortemente sul tasso di 

cambio e sulla posizione geografica come variabili principali. 

Un esempio di tale sistema di supporto è stato presentato da Yang B.H. et al. (2007) che hanno costruito un 
approccio AML per una banca per rilevare il riciclaggio di denaro sui pagamenti online. 

Il framework logico dell'approccio è composto da cinque livelli sequenziali: database, risorse dati di base, 
analisi dati, servizio di applicazione e interfaccia. Il livello database raccoglie informazioni e cronologia delle 

transazioni. Il livello risorsa dati di base contiene la conoscenza di base, sugli eventi e altri dati informativi 
che permettono la scoperta di casi di riciclaggio di denaro. Le informazioni raccolte vengono quindi 

trasformate in applicazioni utili attraverso il sistema real time basato su Multi-Agent all’interno del livello di 

analisi dei dati. In questo livello, la pulizia dei dati viene eseguita dall'agente di monitoraggio dei dati in 
tempo reale e quindi il risultato viene passato a diversi agenti che includono la rete neurale, il sistema 

esperto e il data mining per l’analisi. Il livello di rilevazione entra nel servizio di applicazione in cui le 
informazioni rilevanti relative alle nuove transazioni entranti vengono estratte e fornite agli utenti per 

richiedere una decisione. Quando in base alla transazione viene scoperto il riciclaggio di denaro, il risultato 

viene inviato alla banca. Il livello di interfaccia standard funziona come un'interfaccia esterna che trasmette 
le informazioni di transazione dalle differenti istituzioni finanziarie alla banca centrale attraverso Internet. Le 

difficoltà sono chiaramente legate al prerequisito dell'integrazione tra sistemi in quanto le transazioni di 
questo tipo coinvolgono solitamente aree multi-geografiche con valute differenti. 

 

Conclusione 

In conclusione la maggior parte dei contributi si sono concentrati sugli approcci AML che cercano di 

individuare transazioni sospette precedentemente identificate (AML typologies). Quasi tutti algoritmi 
vengono misurati utilizzando varie formule che misurano il tasso di corretta classificazione delle transazioni 

normali e sospette.  

Al secondo posto il gruppo di algoritmi finalizzato all’individuazione delle anomalie. Sono stati proposti diversi 

approcci a questo scopo ma va sottolineato che tutti si basano sull’identificazione di transazioni che di 

discostano dalla norma. Tali anomalie possono indurre a sospetti ma potrebbero anche essere dovuti a 
fattori esterni contingenti che andrebbero valutati da esperti caso per caso (un cliente potrebbe ricevere 

bonus, regali o eventi particolari).   

Un elemento di fondamentale importante per un qualsiasi algoritmo di classificazione (sia in contesti AML 

che in altri) sta nel corretto confronto degli stessi in termini di performance. Il semplice controllo del tasso di 
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accuratezza può essere fuorviante specialmente in applicazioni AML in cui l’incidenza di transazioni di 

riciclaggio ha una incidenza estremamente bassa (intorno all’1%) e quindi è molto facile ottenere tassi di 
accuratezza alti. Uno strumento decisamente più sensibile è l’indice AUROC che monitora anche il tasso di 

falsi positivi e falsi negativi al variare della soglia di classificazione.  

Da ultimo, molti algoritmi sono testati su dataset artificiali o reali ma di piccole dimensioni. Ciò implica che 
prima di adottare una qualsivoglia soluzione è necessario testarla su dati reali di grandi dimensioni e con 

risultati real time. 

5.3.3.2 Model Risk e Artificial Intelligence  

Il contesto – Come si interagisce con una tecnologia se il suo progettista non la comprende 

appieno?  

Il crescente utilizzo delle tecniche di intelligenza artificiale sta facendo emergere una sfida dai contorni 

sempre più “filosofici”, oltre che operativi, nelle organizzazioni “data-driven culture”.  

È noto nell’ambiente che i più sofisticati modelli di machine learning che operano in ambiente non 

supervisionato presentano una grossa complessità di interpretazione su come e in che maniera riescono a 

simulare determinati risultati rendendo di fatto i modelli stessi delle black box: in letteratura si parla infatti, 
rispetto a questi approcci, come di “non interpretabilità”, “non esplicabilità” oppure “opacità”. 

Seppure queste conclusioni siano oggettive va in ogni caso ricordato che l’opacità del sistema è in ogni caso 
un trade-off che dipende da scelte umane: maggiore è il livello di accuratezza che chiediamo al sistema 

minore sarà la sua applicabilità.   

Questo trade-off può essere ottimizzato mediante opportuni framework dove è possibile combinare la 
massimizzazione dell’accuratezza di previsione su determinate feature e la massimizzazione della 

comprensione del sistema di previsione in altre aree dell’analisi. 

La gestione di questo trade-off, che comporta una decisione umana, suggerisce perciò un sistema molto 

accurato di mappatura della decisone, di documentazione di tutte le fasi di scelta e ovviamente una 
“capacity culturale” molto robusta sul tema da parte delle strutture aziendali coinvolte in relazione al 

problema analizzato alle decisione che verranno prese: un Machine Learning che seleziona il miglior prezzo 

per l’acquisto di carta utilizzata dall’ufficio acquisiti può essere altamente accurata e anche poco 
trasparente; un Machine Learning che cerca di stimare un rischio con impatti sul capitale regolamentare 

deve, se possibile, esserlo in entrambe.   

Impostare il sistema di model risk management in ambiente AI: obiettivi chiari e 3 linee di 

difesa  

Al fine di governare questa nuova fase della tecnologia è indispensabile avere ben chiaro l’obiettivo (o 
problema da risolvere) sin dall’inizio: pertanto tutti i progetti che coinvolgono tecniche di intelligenza 

artificiale devono avere inizio con una documentazione molto accurata e molto chiara su obiettivi e 
assunzioni sottostanti, non solo tra gli addetti ai lavori (data scientist) ma anche tra tutti gli stakeholder 

degli obiettivi creando di fatto un processo strutturale tra analisi, comprensione e scelta.  

Una volta che il processo è stato definito e gli obiettivi risultano essere chiari e condivisi si può costruire il 

sistema di difesa atto a contenere il rischio modello indotto da queste nuove tecnologie. 

Facendo riferimento alle diverse practice suggerite sul tema una modalità di organizzazione dei sistemi di 
rischio potrebbe configurarsi in modo seguente: 

1. La prima linea si concentra su sviluppo e testing delle macchine. 
2. La seconda linea sulla validazione base dati (strutturate e non strutturate) e sui modelli sottostanti 

le macchine. 

3. La terza linea agisce secondo un programma periodico di audit dell’intero processo. 

Per rendere strutturalmente capace il framework di operare, le diverse linee di difesa dovrebbero 

coinvolgere le figure professionali/ruoli seguenti: 
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1. I data owners: responsabili per le diverse tipologie di strutture dati usate nei modelli di machine 

learning.  
2. I data Scientists: responsabili della creazione e manutenzione dei modelli.  

3. Utilizzatori dei modelli: responsabili di verificare coerenza tra obiettivi del progetto, dati e 

modelli di analisi. 
4. I validatori: responsabili sulle attività di cui ai punti 1, 2 e 3 con focus precisi e verticali 

sull’accuratezza tecnica dei dati, dei modelli e soprattutto coerenza con gli obiettivi.  
5. Governance body: gli altri stakeholder coinvolti nel processo decisionale che utilizzano le risultanti 

della simulazione del modello, poiché il loro compito è comprendere, revisionare e approvare tutte 

le 4 fasi precedenti.  
 

La criticità delle diverse strutture di dati e la loro tracciabilità  

La definizione di un possibile framework di model risk management nel nuovo contesto pone, come abbiamo 

osservato, un forte accento sul mondo dei dati di alimentazione della macchina, molto più stringente di 
quanto si osservi attualmente rispetto alle “tradizionali” tecniche di finanza quantitativa. 

 

Per contenere quanto più possibile il rischio modello associato al mondo dati è suggeribile: 
 

1. Documentare accuratamente obiettivi e requisiti del modello: i modelli hanno determinati 
requisiti di funzionamento (dalla “freschezza” dei dati, oppure specifiche feature richieste in 

relazione al modello, …) che possono aiutare i validatori durante la loro attività al fine di poter 

dimensionare bene il trade-off accuratezza/comprensibilità della macchina. 
2. Procedure di data quality robuste per strutture dati supervisionate e non: la qualità dei 

dati, la loro tracciabilità, la loro replicabilità sono un fattore strutturale rispetto alla funzionalità di 
un modello simulativo, a maggior ragione se il tutto viene evoluto in un contesto di Machine 

Learning. 
3. Monitoraggio dati: va previsto un tracciato dati di alimentazione della macchina dove i dati di 

produzione e i dati di training siano separati con una particolare attenzione a come tale separazione 

possa inficiare la performance del modello accrescendone la rischiosità nel suo impiego. 
4. “Isolare” la macchina rispetto ai processi tradizionali di calcolo: la macchina dovrebbe 

operare in un ambiente informatico separato dalla tradizionale architettura, questo per facilitare 
tutte le attività di analisi/testing, manutenzione e aggiornamento. Ovviamente il tutto 

accuratamente documentato e tracciato. 

5. Rendere effettivi i processi di alerts: il monitoraggio dei dati rappresenta un elemento di 
rischio modello rilevante nel contesto del machine learning; la sua supervisione e le relative azioni 

da intraprendere devono coinvolgere tutti i ruoli/figure delle 3 linee di difesa con diversi livelli di 
magnitudine. 

 

Back testing e rischio modello della macchina: comprendere e usare gli output di analisi  

La comprensione dei risultati della macchina, sia durante la fase di addestramento sia in produzione, è un 

passo fondamentale nell’ottica del contenimento del rischio modello. 

A tale fine sarebbe utile, rispetto alle figure coinvolte nelle 3 linee di difesa, che si: 

 

1. Identifichi le cause di distorsione dei dati: le strutture dati rappresentano una 

“semplificazione” della complessità del mondo reale. Nella maggior parte dei casi questa limitazione 

strutturale non è risolvibile e pertanto, nell’utilizzo di approcci Machine Learning, si suggerisce di 
mappare i fattori di distorsione, quantificarne quanto possibile il loro valore e se ne verifichi 

l’impatto su tutto il ciclo di vita del modello.  
2. Esegua il monitoraggio nel continuo: la rappresentazione statistica degli output della macchina 

sia in training sia in produzione dovrebbe essere sistemica al fine di verificare il livello di accuratezza 

della dinamica della stessa. Questo implica di definire con precisione, ubicazione dei modelli in uno 
spazio di simulazione identificato, le regole e i livelli di accuratezza nel funzionamento, le procedure 
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di esecuzione automatica delle analisi di back testing, la tracciabilità delle diverse strutture dati 

utilizzate, l’identificazione degli utenti coinvolti, il salvataggio delle risultanze per tutte le finalità di 
controllo interno ed esterno verso i regulators. 

3. Individuino eventuali “Feedback Loops”: questa situazione si verifica quando il funzionamento 

del modello influenza i dati che lo alimentano. Identificare queste situazioni, che è sfidante e 
costoso, rappresenta però un elemento di contenimento del rischio modello notevole in particolare 

rispetto a tipologie di Machine Learning molto sofisticate che, per esempio, possono lavoro in un 
processo di analisi sequenziale.  

4. Documentino tutte le attività di testing: tutte le analisi, i test, le attività ed i soggetti coinvolti   

vanno documentati per consentire tutte le attività di validazione della infrastruttura. 

 

Alcune considerazioni riguardanti le sfide del nuovo contesto culturale “data driven” 

Le dinamiche competitive attuali e prospettiche mostrano un processo accelerato di investimenti nel nuovo 

contesto tecnologico, in particolare nel settore finanziario. 

Il Machine Learning, le tecniche di artificial intelligence e la combinazione di queste con i contesti fintech, 

quali la block chain, rappresentano indiscutibilmente uno degli ambiti di maggior dinamicità proprio per la 

trasversalità delle loro applicazioni.  

La necessità accresce il controllo dei rischi insiti negli algoritmi e relativi processi/procedure per le future 

istituzioni “data driven”.  

Questo nuovo contesto richiede nei fatti una progressione del contesto culturale: soluzioni complesse per 

utenti complessi. 

Uno degli elementi di maggiore criticità che si riscontra attualmente è la carenza di capacità tecnica e 
manageriale rispetto al tema “data drive”, che di per sé già una grossa fonte di rischio modello (di 

business). 

Le istituzioni finanziare, in relazione alle sfide generate da questo cambio tecnologico, dovrebbero, oltre a 

dotarsi degli skills tecnici di gestione, favorire quanto prima la diffusione di una cultura aziendale che 
consenta ai decision maker di potersi approcciare pro attivamente alle nuove sfide. 

 

5.3.4 Altri Ambiti-Un Approccio Generale al Framework di Previsione delle 
Voci PPNR 

Nei periodi più recenti, le sempre maggiori attese da parte dei regolatori e supervisori (EBA-ECB, Federal 

Reserve, BoE tra le più attive in tal senso) a livello internazionale circa un rigoroso approccio analitico alla 
misurazione e previsione delle poste di bilancio, siano esse di conto economico o di stato patrimoniale, 

unitamente ai cicli periodici di Comprehensive Capital Analysis and Review (CCAR), sono andate a porre 
un’enfasi particolare sulla modellizzazione degli aggregati che contribuiscono alla definizione del pre-
provision net revenue (PPNR), con l’esempio della Federal Reserve che nell’esercizio CCAR 2014 ha per la 

prima volta utilizzato dettagliati e sofisticati modelli statistico-econometrici per valutare le previsioni di PPNR 
sottoposte dalle singole banche analizzate. 

Sulla scorta di tali premesse, i principali gruppi bancari del mondo hanno iniziato ad adoperarsi per 
soddisfare le attese dei citati regolatori e supervisori, tramite implementazione di un approccio statistico di 

tipo top-down e scenario-based consistente con l’impostazione CCAR, in opposizione al tradizionale approccio 

bottom-up, expert-based di previsione dei ricavi netti pre-provisioning. 

Di più, fin dalla pubblicazione della SR 11-71, l’asticella per gli approcci analitici è stata ulteriormente alzata. 

Laddove in passato, l’implementazione di un approccio quantitativo all’analisi delle poste PPNR era 
considerata un significativo passo in avanti nella giusta direzione di un’analisi condotta su basi rigorose e 

consolidate, i modelli PPNR sono ora attentamente sottoposti a revisione e criticamente valutati sotto 
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molteplici dimensioni, inclusive di solidità concettuale e di business, rigore statistico-econometrico, 

completezza documentale e di processo. 

La modellizzazione dei ricavi netti pre-provision (PPNR) sta divenendo quindi una delle componenti sempre 

più significative nei processi di pianificazione e di stress testing. Essa si risolve anche in una nuova area di 

attenzione normativa e industriale, come poco sopra specificato. Sebbene gli standard normativi europei 
debbano ancora raggiungere una versione definitiva, le principali banche europee hanno avviato nel corso 

dei periodi più recenti lo sviluppo di suite di modelli macroeconomici granulari focalizzate sulla proiezione di 
attività, passività e linee chiave del conto economico per migliorare le capacità di pianificazione ordinaria e 

strategica: 

 valutando l'impatto del contesto macroeconomico sulla capacità di generare profitto, isolando 

chiaramente l'impatto delle decisioni aziendali; 

 articolando e facilitando le discussioni sulle sfide con le imprese; 

 migliorando granularità e trasparenza sulle fonti di profitto/aree di rischio economico. 

Dal punto di vista metodologico, si è quindi intrapreso lo sviluppo di modelli PPNR capaci di coprire volumi e 

tassi (segmenti di credito e depositi) e driver di commissioni nette, i primi sforzi essendo stati dedicati 
all'estrazione completa del valore di PPNR nei processi di gestione (ad esempio pianificazione, definizione del 

budget e stress test, in particolare quanto a capacità di misurazione delle sensitivity delle diverse poste ai 
singoli fattori di rischio e driver di profitto). 

Analogamente a quanto suggerito dalle best practice internazionali, lo sviluppo dei modelli è in fase di 

realizzazione utilizzando un processo in cinque fasi, cui fa da pre-condizione, sul piano organizzativo, la 
condivisione dell’approccio progettuale tra strutture centrali (in particolare Area CFO ed Area CRO) e 

strutture di business (i.e. divisioni o business unit), ancora una volta proponendo una sorta di rottura con il 
passato, laddove eventuali modellizzazioni quantitative di poste PPNR venivano sviluppate all’interno delle 

strutture di direzione centrale senza il diretto coinvolgimento di unità di business, che al contrario 

tendevano, nelle proprie attività a sviluppare modelli autonomi o, più comunemente, ad utilizzare stime 
basate su giudizi expert-based privi di sufficiente supporto quantitativo. 

Guardando ad un eventuale progetto di sviluppo ed implementazione di modelli quantitativi PPNR che 
possano essere giudicati solidi dal punto di vista statistico/econometrico e di business, ciascuno dei passaggi 

critici è rappresentato nella Figura 116 e descritto in dettaglio di seguito. 
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Figura 116 – Approccio Progettuale allo Sviluppo di Modelli PPNR 

 

 

 Fonti Dati e loro Collezione: il primo passo consiste nella progettazione del quadro di 
riferimento e nell’avere una visione preliminare dei dati disponibili. In tal senso è stata condotta 

una revisione completa dei dati interni disponibili o di potenziali dati esterni da poter utilizzare 
per la costruzione di misure proxy da calibrare poi su quelli interni. La determinazione di una 

appropriata segmentazione per i driver caratterizzanti i modelli PPNR è risultata, nelle esperienze 
recenti dei principali gruppi bancari internazionali, una sfida significativa. Criticità sono state 

rilevate sia nell’implementazione di modelli in cui la variabile dipendente risultava troppo 

granulare che troppo aggregata, con il risultato di rendere meno solide e meno accurate (o più 
perturbate, i.e. “noised”) dal punto di vista statistico le eventuali relazioni macroeconomico-

finanziarie caratterizzanti il legame tra driver PPNR ed evoluzione dello scenario reale e di 
mercato, introducendo eccesso di rumore di fondo. Non sempre, inoltre vi è sufficiente 

disponibilità di dati aziendali: tali cioè da coprire un intero ciclo macroeconomico (i.e. ciclo di 

espansione e contrazione della crescita economica e dei correlati indicatori, e.g. occupazione, 
inflazione, produzione, reddito, ecc.)4 o finanziario (i.e. ciclo di rialzo e riduzione dei tassi di 

interesse)5, a causa di riorganizzazioni che hanno significativamente coinvolto i diversi gruppi 
bancari, per linee interne o esterne, nel corso dell’ultimo decennio, determinando l’impossibilità 

di poter usufruire di serie storiche di dati aziendali tra loro omogenei e/o, comunque, la gestione 

di una necessaria riconciliazione degli stessi. In tutti i casi in cui tale attività non risultasse 
possibile, si ritiene solitamente più opportuno l’utilizzo di un approccio expert-based od un 

approccio altrimenti analitico, rispetto alla scelta di costruire modelli statistici basati su dati 
statisticamente non coerenti; 

                                                

4 A titolo indicativo, per comprendere un intero ciclo economico globale, i dati aziendali dovrebbero risalire agli anni 2006/2007. 

5 Anche in questo caso, a titolo indicativo, per comprendere un intero ciclo di tasso globale, i dati aziendali dovrebbero risalire agli anni 
2004/2005. 
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 Profit & Loss e Balance Sheet: il secondo passo è quello di suddividere ogni linea chiave di 

P&L e B/S (Profit and Loss e Balance Sheet, i.e. Conto Economico e Stato Patrimoniale) in voci di 
cui sia possibile modellare i prezzi (tassi nel caso bancario), i volumi complessivi e le diverse voci 

di spesa o ricavo. Su questo tema, una necessaria riflessione, strettamente connessa alle criticità 
rappresentate nel punto precedente, consiste nell’osservare come la definizione del piano di 

sviluppo di un modello quantitativo (o, meglio, di un set di modelli quantitativi) includa la 

necessità di intraprendere decisioni critiche circa il giusto bilanciamento tra granularità del set di 
dati utilizzati e capacità rappresentativa degli stessi. Una caratteristica chiave 

nell’implementazione della modellizzazione PPNR risulta la definzione di un piano di 
segmentazione che è solitamente costruito attorno alle seguenti dimensioni: 

o Soglia di Materialità — si ritiene solitamente opportuno definire una soglia di materialità 
(i.e. importanza relativa in termini di impatto a conto economico e/o bilancio) dei singoli 

aggregati da modellizzare, in particolare laddove sia necessario allocare strategicamente le 

solitamente scarse risorse umane e tecniche da dedicare alla modellizzazione, eliminando nei 
fatti l’ipotesi di cadere in un eccesso di granularità; 

o Caratteristiche del Portafoglio — risulta determinante altresì segmentare sulla base di 
criteri di omogeneità il portafoglio di attivi e passivi bancari, o fonti di reddito/spesa: e.g. per 

prodotto, tipologia di cliente, business unit, ecc.; 

o Driver Macroeconomici — i prodotti che si percepiscono come caratterizzati nella loro 
dinamica da diversi driver macroeconomici o finanziari (e.g. via principal components 
analysis o correlation analysis e giudizio di business), devono essere modellizzati come 
segmenti differenziati, onde evitare confusione tra le variabili e sporcare la relazione che si 

va ad individuare come caratterizzante introducendo indebito rumore; 

o Allineamento dell’Architettura di Modello — nella definizione della fase di sviluppo di 
modelli PPNR si deve sempre tenere presente come gli output da questi prodotti possano 

essere utilizzati a valle per alimentare altri work stream tipici del mondo bancario (a titolo 
esemplificativo si potrebbero citare il processo del credito, della valutazione degli asset risk-
weighted, il processo di definizione del piano strategico ed industriale pluriennale, del 
budget annuale, ecc.). Diventa quindi strategico mantenere uno stretto coordinamento tra 

modellizzazione PPNR e work stream alternativi onde assicurare un flusso di input coerente. 

Rimane da sottolineare, in conclusione dell’argomento e a titolo di complemento all’analisi della componente 
modellizzabile di PPNR, come, nonostante (come da principio fondamentale sopra enunciato) modelli 

statistico/econometrici dovrebbero essere utilizzati laddove ritenuti appropriati e ciò fosse reso possibile dalla 
disponibilità di dati aziendali consistenti, sia altrettanto importante evitare di sviluppare modelli che non 

risultino idonei allo scopo o che risultino, di converso, inappropriati. 

I quattro casi seguenti illustrano tipici esempi in cui si ritiene di dover evitare di costruire modelli 
econometrici il cui utilizzo potrebbe risultare controproducente, vista la tipica debolezza intrinseca che 

caratterizzerebbe l‘eventuale relazione tra variabile dipendente e variabili esplicative che si andrebbe a porre 
in essere: 

 Scarsa Sensitivity allo Scenario Macroeconomico — questa situazione caratterizza 
aggregati per i quali eventuali correlazioni con driver macroeconomici non sono attese essere 

particolarmente significative. Gli esempi più comuni in tal senso sono rappresentati da portafogli 
di run-off, nuovi prodotti o variabili principalmente gestite su base manageriale (e.g. asset o 

funding non-interest bearing), per cui ogni correlazione con driver macroeconomici può risultare 

spuria e misleading;  

 Dati Insufficienti o Non Affidabili — qualora i dati non risultino in grado di soddisfare dei 

criteri basi per apprezzarne la significatività statistica (e.g. scarsa profondità storica, scarsa 
omogeneità, difficoltà di interpretazione ed eterogeneità) ed assenza dati esterni su cui basarsi 

per la costruzione di una eventuale misura proxy, sconsigliano di ambire alla costruzione di un 
modello statistico-econometrico; 
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 Tentativo di Modellizzazione Approcciato e Fallito — l’utilizzo di un approccio non-model 
based potrebbe essere più coerente ed in grado di garantire migliori risultati qualora i modelli 
statistici eventualmente costruiti non fossero in grado di garantire il superamento dei criteri di 

significatività e coerenza statistica (quali, ad esempio, il soddisfacimento delle ipotesi soggiacenti 
il metodo di stima applicato: linearità e significatività della relazione, normalità, stazionarietà, 

omoschedasticità e non autocorrelazione dei residui di regressione sono i test usualmente 

condotti in ambito stima Ordinary Least Squares), ed economica; 

 Impatto Significaivo delle Azioni Manageriali — analogamente inopportuna risulta la 

costruzione di relazioni di carattere statistico-econometrico per tutti quegli aggregati tali per cui 
l’impatto delle c.d. azioni manageriali risulta più rilevante della relazione con le variabili 

macroeconomiche e finanziarie; 

 Modellizzazione della Regressione Macroeconomica/Finanziaria: per ogni segmento 

identificato, le variabili predittive sono identificate attraverso l'analisi dei fattori macroeconomici 
e finanziari. Trasformazioni e ritardi delle variabili macroeconomiche selezionate sono incluse 

come potenziali fattori trainanti. Vengono testate più combinazioni possibili di una o più variabili 
esplicative. La selezione dei migliori modelli candidati si basa sulla solidità statistica dei modelli, 

sulle statistiche di bontà di adattamento e sull'intuitività del set di variabili esplicative utilizzate 

nel contesto complessivo della relazione macroeconometrica individuata. In particolare, in merito 
alla solidità statistica dei modelli ed alle statistiche di bontà di adattamento del modello ai dati 

della variabile dipendente (o driver di PPNR), si può sottolineare come lo sviluppo dei modelli 
statistico/econometrici sia ritenuto in grado di riflettere un giusto bilanciamento tra 

l’implementazione di un rigoroso approccio analitico e statistico da un lato ed un altrettanto 

critico giudizio di attinenza all’area di business dall’altro. Nella ricerca di tale bilanciamento, le 
seguenti caratteristiche statistiche debbono essere soddisfatte dai modelli PPNR per essere 

ritenuti consistenti: 

o Stazionarietà delle Variabili — un’ampia gamma di test statistici (e.g. ADF test, DF-

GLS test, KPSS test, and PP test) vengono utilizzati per valutare la stazionarietà delle 
variabili, dipendenti ed esplicative, da utilizzarsi per la costruzione di relazioni 

econometriche solide e consistenti. I risultati di detti test numerici, inoltre, vengono 

combinati con il giudizio dell’analista e l’analisi della migliore struttura ARMA per 
avvalorare la decisione se sia o non sia stazionaria. Gli stessi supervisori internazionali 

generalmente tendono a dare grande importanza ed a valutare con attenzione la 
coerenza dei livelli di stazionarietà utilizzati nella definizione delle relazioni costruite a fini 

di proiezione PPNR; 

o Residui Non-autocorrelati — come noto, i modelli che vedono residui che esibiscono 
correlazione seriale, possono produrre stime distorte per i coefficienti della relazione, tali 

da condurre a verifiche d’ipotesi, proiezioni e stime intervallari potenzialmente non 
affidabili. I più comuni test utilizzati dagli analisti dei principali gruppi bancari chiamati a 

costruire modelli PPNR per rilevare la presenza o meno di tale problema includono i test 
generalizzati di Durbin-Watson e Breusch-Godfrey. Al di là del precisare come si possa 

econometricamente ovviare alla eventuale presenza di tali limiti includendo nella 

relazione stimata i valori ritardati dei residui della relazione stessa, utile sottolineare 
come solitamente si testi la presenza/assenza di autocorrelazione solamente per il primo 

lag, mentre sempre più frequentemente sarà necessario prevedere l’utilizzo di test 
includendo lag anche superiori6;  

o Solida Performance Out-of-Sample — i modelli PPNR sono utilizzati per fornire 

previsioni circa le future evoluzioni trimestrali/mensili degli aggregati modellati e, di 
riflesso, la valutazione della loro capacità previsiva diviene determinante. Una delle 

possibili vie per raggiungere tale obiettivo consiste nella definizione di una sequenza di 
esercizi di previsione out-of-sample a fronte del quale vengono calcolati i root mean 

                                                

6 Ad esempio pari al quarto o al dodicesimo qualora si utilizzino dati trimestrali o mensili. 
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square error (RMSE) basati sul rapporto tra valori attuali e previsti, ed andando quindi 

ad individuare la migliore tra le alternative di modello analizzate in quella capace di 
rendere comparabili gli RMSE in- ed out-of-sample; 

o Verifica delle Ipotesi Statistiche di Base — in funzione, usualmente, dell’utilizzo 

della regressione lineare (la stessa ipotesi di linearità della relazione dovrà, peraltro, 
essere adeguatamente testata, ad esempio attraverso un test RESET di Ramsey) come 

metodo di stima delle relazioni per costruire modelli PPNR, le assunzioni che 
soggiacciono all’applicazione del metodo OLS dovranno essere adeguatamente 

verificate. Tra le ipotesi (in parte già citate) da verificare, quindi, la distribuzione 

normale dei termini di errore (Jarque-Bera, Kolmogorov-Smirnov e Shapiro-Wilkies tra i 
test più diffusamente utilizzati), la loro non eteroschedasticità (ARCH/GARCH, Breusch-

Pagan e White test), la loro non autocorrelazione (Durbin-Watson e Breusch-Godfrey 
test), la loro stazionarietà (ADF, DF-GLS, KPSS, PP test), la significatività dell’intera 

relazione (F-test). Inoltre, necessaria attenzione dovrà essere dedicata alla valutazione 
dell’assenza di multicollinearità tra le variabili esplicative (usualmente valutata attraverso 

il Variance Inflation Factor). E’ nell’ordine naturale delle cose che, nonostante sia 

auspicabile che ciò accada, non tutti i test sopra citati vengano ad essere superati da 
tutti i modelli econometrici ritenuti solidi e giustificabili anche dal punto di vista 

economico; in questo caso, sarà compito dell’analista giudicare se il fallimento di uno o 
più test sia tale da giustificare il completo rigetto del modello proposto, o più 

semplicemente tale da dover essere documentato, giustificato ed attentamente 

monitorato nel suo evolvere in funzione del successivo fluire dei dati. 

o Analisi di Validazione: la funzione ISP Validation effettua la ri-stima dei modelli con 

obiettivi di validazione e con un approccio alternativo orientato al Machine Learning. 

 

Tale approccio, che può essere nominato data-science oriented, ha l’obiettivo di capire quali sono le variabili 
che meglio rappresentano ed influenzano (feauture) l’oggetto di studio (variabile target-dipendente). 

L’esercizio non applica un approccio atto a spiegare e generalizzare attraverso una modellizzazione fenomeni 

economici e/o di business. L’obiettivo, attraverso le tecniche di ML (di seguito spiegate) è quello di 
benchmarking e di hint per ragionare sulla possibilità di cogliere ulteriori patterns tra le variaibli 

macroeconomiche che influenza il fenomeno da modellizzare. 

 

Machine Learning e Selezione Variabili: Recursive Feature Elimination con Random Forest 

 

Al fine di ottenere un set di variabili esplicative che meglio rappresentano l’oggetto in esame che si vuole in 

futuro prevedere si è deciso di applicare modelli di machine learning per la selezione di variabili (feautures). 

L’esercizio di utilizzo di tecniche di machine learning è stato utilizzato dalla funzione Validazione del gruppo 

Intesa San Paolo allo scopo di fornire un supporto nella scelta dei regressori (instantanei e ritardati) delle 

diverse equazioni modellizzate  

Il metodo, chiamato Random Forest Recursive feauture selection (RF-RFE), viene generalmente usato con 

l’obiettivo di identificare il più piccolo set possibile di variabili esplicative con una buona performance 
(accuracy elevata) predittiva e semplicità manageriale. 

In letteratura Dìaz-Uriarte and De Andres (2006) comparano RF-RFE metodo con altre tecniche usate con lo 
stesso obiettivo (per esempio Support vector Machine, Nearest neighbour, Diagonal Linear Discriminant 

Analysis e Shrunken Centroids) mostrando che sia le simulazioni che l’utilizzo su dati reali  mostrano la 

competitività del metodo. 

L’algoritmo iterativamente fitta un random forest eliminando una frazione di variabili meno importanti, le 

quali sono classificate, ad ogni step, secondo una misura di importanza. 
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Ottenuto il set di variabili che meglio rappresentano la variabile da studiare si procede con una regressione 

stepwise per decidere i ritardi delle variabili precedentemente scelte con il RF-RE 

La regressione stepwise è un metodo di selezione delle variabili indipendenti allo scopo di selezionare un set 

di predittori che abbiano la migliore relazione con la variabile dipendente. 

Il metodo backward (all’indietro) inizia con un modello che comprende tutte le variabili e procede, step by 
step, ad eliminare le variabili partendo da quella con l’associazione con la variabile dipendente meno 

significativa sul piano statistico. 

Il processo stepwise fa avanti e indietro tra i due processi, aggiungendo e rimuovendo le variabili che, nei 

vari aggiustamenti del modello (con aggiunta o re-inserimento di una variabile) guadagnano o perdono in 

termini di significatività. 
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6. CONCLUSIONI  
 

Il presente studio può essere suddiviso in quattro macro-sezioni. 

Nella prima parte sono stati riportati i risultati della survey, che è stata sottoposta ai principali Istituti del 

panorama bancario italiano. 

Tale sondaggio ha coinvolto 21 tra i principali player italiani, di cui 62% sottoposti a vigilanza BCE e 38% 
sottoposti a vigilanza Banca d’Italia. 

Le principali aree di approfondimento indagate possono essere così riassunte: 

- Il livello di conoscenza ed esperienza riguardante il Machine Learning 

- Gli ambiti di attuale applicazione del Machine Learning, suddivisi in Rischio di Credito, Rischio di Mercato e 

Rischio Operativo. 

- Le future evoluzioni in ambito di adozione del Machine Learning. 

La seconda parte dello studio riporta la review della letteratura sull’argomento, evidenziando quali possono 
essere considerati i contributi accademici più significativi, nell’ottica di una implementazione pratica delle 

metodologie di Machine Learning risultate più idonee all’applicazione in ambito bancario. 

La terza parte del position paper è dedicata alla descrizione del funzionamento delle metodologie Machine 
Learning più popolari. Al fine di fornire un taglio il più possibile pratico, le tecniche sono suddivise per finalità 

di utilizzo. 

Vengono, pertanto, trattate le seguenti categorie di problemi: 

- Fitting di dati e Regressione 

- Forecast 

- Classifier 

- Outlier Detection e Data Quality 

- Architetture particolari di reti neurali 

Nell’ambito del fitting di dati sono trattati i principi di funzionamento di una rete neurale multistrato di tipo 
feed-forward, per poi passare alla descrizione delle caratteristiche di una Radial Basis Function (RBF) 

network. 

Nella sezione dedicata al Forecast vengono affrontate le Artificial Neural Network (ANN) dinamiche. Dal 
momento che esse sono essenzialmente reti statiche, che contengono feedback e delay, si è ritenuto 

ragionevole affrontare dapprima l’architettura statica, capirne a fondo il processo di addestramento, per 
focalizzarsi poi sulla configurazione dinamica. Oltre ai tradizionali indici statistici di fitting sono descritti anche 

quelli di natura econometrica. 

Nella parte dei Classifier vengono trattate le tecnologie più diffuse di Machine Learning idonee alla 

classificazione dei dati: in particolare si mostrano i principi di funzionamento di una batteria di classificatori 

che comprende una shallow neural network, due tipologie di Deep Learning Neural Network e una 
Convolutional Network. 

Nella sezione dedicata alle metodologie di Machine Learning di Outlier Detection e Data Quality sono state 
affrontate le tecnologie più affermate, idonee a valutare la qualità del dato ed in particolare l’individuazione 

degli outlier: Support Vector Machine (SVM), Isolation Forest (I-Forest), K-means e Fuzzy C-Means 

clustering, le Self-Organizing Map (SOM), la t-Distributed Stochastic Neighbor Embedding (t-SNE). 

Nelle “architetture particolari” sono affrontate tipologie di reti neurali dedicate alla risoluzione di problemi 

specialistici. Queste ereditano i principi di funzionamento esposti, ma grazie a particolari configurazioni 
progettate tra neuroni o tra strati, riescono ad essere impiegate con successo per la risoluzione di problemi 

tecnici riscontrati dai professionisti. Vengono presentate le reti neurali autoassociative mediante le quali si 
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riesce ad effettuare un’analisi non-lineare delle componenti principali e le feed-forward neural network 

dotate di neuroni circolari, mediante le quali si riesce ad interpretare adeguatamente l’eventuale periodicità 
in una serie storica. 

La parte preponderante del position paper è dedicata alle applicazioni in ambito risk management di tutte le 

metodologie di Machine Learning affrontate nella sezione precedente. Pertanto la quarta macro-sezione dello 
studio è suddivisa in tre sotto-sezioni: 

- Rischio di Credito 

- Rischio di Mercato 

- Rischio Operativo, Fraud Detection ed altri ambiti 

All’interno del Rischio di Credito la Commissione AIFIRM ha svolto delle analisi comparative valutando, in 
termini di performance, l’applicazione di diverse tecniche di apprendimento automatico nella stima della 

probabilità di default (PD) e nell’Early Warning detection. 

La prima applicazione affronta il problema legato alla stima della PD su un vasto campione di indagine, 

contenente più di 800.000 clienti retail di una banca europea sotto supervisione della BCE, sviluppato su 10 
anni di informazioni storiche e oltre 600 variabili da analizzare per ciascun cliente provenienti da tre fonti 

principali: Credit Bureau, Sociodemografica e Caratteristiche della transazione. 

Il processo di sviluppo è stato suddiviso in tre fasi: 

- la selezione delle variabili mediante una regressione logistica, combinata con un algoritmo automatico in 

grado di applicare a ciascuna variabile un insieme di vincoli predefiniti. 

- L’identificazione del miglior modello multivariato. Questo obiettivo si è ottenuto dal confronto di tre 

algoritmi di Machine Learning: una rete neurale feed-forward a tre strati completamente connessa, un 

modello Classification And Regression Tree (CART) ed una Random Forest. L’Accuracy Ratio (AR) ed il 
Correct Classification Rate (CCR) ottenuti dal modello di classificazione ad albero CART, sono risultati i più 

performanti. 

- Il passo successivo dell’analisi ha riguardato la calibrazione e la definizione del rating delle classi: 

l’algoritmo K-means è stato in grado di calibrare i parametri e classificare i clienti, inserendoli all’interno di 
una scala ordinale per identificare il raggruppamento più predittivo a partire da 2 milioni di possibili scale. 

La seconda applicazione, sempre inerente al problema della stima della probabilità di default, ha riguardato 

l’utilizzo delle Support Vector Machines (SVM) impiegato per analizzare il fenomeno di bankruptcy, applicato 
ad un campione di oltre 42 mila piccole-medie imprese italiane nel periodo 2011-2016. L’esito delle analisi 

condotte ha evidenziato che il confronto con le stime ottenute dal SVM rispetto al modello tradizionale Logit 
ha conseguito performance migliori nel classificare correttamente le imprese insolventi rispetto a quelle 

solventi. 

La terza applicazione proposta all’interno del Rischio di Credito, ha riguardato la presentazione delle 
risultanze ottenute nell’ambito della Early Warning. Si è svolta un’analisi comparativa su un ampio campione 

di controparti business, facendo competere tra loro il tradizionale modello logit con una rete neurale e una 
random forest. Le metodologie implementate hanno evidenziato performance statistiche assolutamente in 

linea con le best practice della scoring industry. Si è evidenziato come la Random Forest presenti 

performance migliori rispetto agli altri modelli, pervenendo ad un Accuracy Ratio superiore. 

Numerose risultano le potenziali applicazioni delle metodologie di Machine Learning in ambito finance. 

Ripercorrendo le categorie di problematiche trattate nella parte teorica, si sono presi in considerazione 
interessanti esempi di utilizzo. 

Le elevate capacità di fitting dei dati e regressione delle Radial Basis Function (RBF) network possono essere 
impiegate per superare i limiti dei tradizionali modelli parametrici per la rappresentazione della struttura a 

termine dei tassi d’interesse. Infatti, l’approccio regressivo tradizionale studiato da Nelson-Siegel-Svensson, 

non sempre porta a risultati sufficientemente robusti nel calcolo dei fattori di sconto, soprattutto in presenza 
di forti anomalie di mercato, come nel caso di tassi tassi d’interesse negativi. 
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Per quanto concerne le metodologie di Forecast, si è mostrato come l’impiego di una rete neurale dinamica 

di tipo NARX (Nonlinear Autoregressive Exogenous), può contribuire a ottimizzare un sistema strutturato di 
trading. La predisposizione di tale rete ad interpretare forti non-linearità nelle financial time-series, rende 

tale strumento idoneo ad essere di supporto nelle scelte di trading, potendo essere anche integrato con una 

gamma di indicatori di analisi tecnica di tipo tradizionale, quali l’EWMA (Exponential Weighted Moving 
Average), il PVO (Percentage Volume Oscillator) e l’oscillatore stocastico. 

Le Artificial Neural Network supervisionate possono rappresentare ottimi classificatori. Tale proprietà può 
essere utilmente impiegata per costruire un insieme di reti atte al riconoscimento automatico di particolari 

pattern impiegati dai trader, che impiegano l’analisi tecnica come strumento di previsione del futuro 

andamento di un asset. La progettazione di una batteria, composta da una shallow neural network, due 
tipologie di deep learning neural network ed una ConvNet, può costituire un valido strumento di 

riconoscimento automatico ed autonomo, anche lavorando su pattern piuttosto complessi. 

L’individuazione dei valori anomali in un dataset è da considerarsi una fase estremamente delicata. Lo studio 

mostra come le tecniche SVM, I-Forest e t-SNE possano essere adottate al fine di isolare gli outlier in serie 
storiche di tassi d’interesse. L’outlier detection, non solo può essere utile in ambito finance per disporre di 

dati d’ingresso di qualità da essere poi impiegati come input nei modelli matematici, ma anche per sfruttare 

potenziali occasioni di arbitraggio. In tal senso si è mostrato come la tecnica di clustering della Fuzzy C 
means possa essere adoperata per individuare quotazioni anomale dei premi dei credit default swap (CDS) e 

come le reti non supervisionate di Kohonen (dette anche SOM – Self Organizing Map) possano essere 
utilizzate per scopi analoghi nel mercato obbligazionario. 

Il position paper fornisce diversi esempi su come le metodologie di Machine Learning possano essere 

applicate con successo anche in uno degli ambiti più importanti della finanza quantitativa: il pricing. 

Seguendo l’ordine di presentazione delle tecniche esposte, si sono trattate dapprima le reti neurali adibite al 

processo di ricostruzione di ampie porzioni di superfici di volatilità (feed-forward neural network e reti neurali 
auto-associative), per poi passare alla modellizzazione della stagionalità inflattiva mediante ANN dotate di 

neuroni circolari nell’ambito della valorizzazione di un inflation-indexed swap. Infine si conclude con la 
valorizzazione di specifici strumenti finanziari (opzioni esotiche su valuta e certificate), tramite l’impiego di 

equazioni alle derivate parziali (PDE), risolte numericamente con la tecnica delle funzioni a base radiale 

(RBF). 

Le applicazioni di Machine Learning nell’ambito del Rischio Operativo più popolari sono state 

opportunamente selezionate nella Fraud Detection e nell’Anti Money Laundering (AML). 

Le tecniche approfondite, appartenenti alla prima categoria, sono di seguito riportate: 

La Voice of Customer Analytics, utilizza informazioni derivate da molteplici fonti di comunicazione, tra cui 

chiamate vocali convertite in testo, registri di contact center e report, per consentire lo sviluppo di modelli 
predittivi per il rilevamento di frodi e di informazioni di clienti. 

Il Transactional Advanced Analytics (TAA), analizza i pagamenti storici e tipici comportamenti al fine di 
modellare accuratamente la stima del reddito, fornire intuizioni avanzate dei clienti e rilevare operazioni 

sospette e fraudolente. 

Il Web Data Analytics, valuta il comportamento del cliente attraverso la misurazione della presenza online. 

L’Automatic System for Fraud Insights (ASF), è una soluzione completa per incrementare il rilevamento delle 

frodi con tecniche di apprendimento automatico: combina diversi stati di algoritmi per riconoscere le frodi ed 
automatizzare il processo decisionale. 

3-D Secure, è un insieme di protocolli per il collegamento del consumatore/titolare della carta direttamente 
alla banca emittente, in modo che le informazioni possano essere condivise tra le parti per migliorare la 

sicurezza dell’autentificazione delle transazioni online. 

Il Credit Card Fraud detection, può essere implementato con successo basandosi sul deep learning, tramite 
auto-encoder e Restricted Boltzmann Machine. 

Nell’Anti Money Laundering (AML) la maggior parte delle soluzioni offerte attualmente dal mercato per 
effettuare il risk assessment e monitorare le transazioni si basano sull’impostazione di regole condizionali o 
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su parametri statistici tradizionali. Le tecnologie di Artificial Intelligence (AI) / Machine Learning (ML) 

possono efficacemente migliorare, automatizzare ed ottimizzare le operazioni anti-riciclaggio. Queste 
tecnologie possono scalare naturalmente per gestire il volume, la velocità e la varietà di dati generati dalle 

istituzioni finanziarie odierne. All’interno dell’Anomaly Detection, come si è già esplorato nel Credit e 

Financial Risk, i classificatori SVM adeguatamente adattati al contesto possono risultare utili a tale scopo. 

Concludendo, la Commissione AIFIRM ha condotto uno studio generalizzato sulla diffusione dell’Intelligenza 

Artificiale nel mondo bancario, ottenendo risultati incoraggianti in termini di grado di conoscenza. 

Nonostante il panorama bancario sia risultato nel suo complesso abbastanza maturo in termini di conoscenze 

teoriche sull’Intelligenza Artificiale, poche ancora risultano le applicazioni pratiche messe in atto dalle 

banche. 

Sebbene il Machine Learning sia ad oggi ancora un campo non del tutto esplorato nel panorama bancario 

italiano, forte è la volontà espressa dalle banche intervistate di mettere in pratica tali metodologie nel breve-
medio termine. 

Dalle indagini condotte si può giungere alla conclusione che è prevedibile un rapido sviluppo di tali 
metodologie nel sistema bancario italiano: infatti la maggiorparte delle banche intervistate ha già avviato o 

ha programmato entro il 2020 attività esplorative in questa direzione. 

I benefici che le tecniche di Machine Learning possono potenzialmente apportare sono notevoli, sia in termini 
di risparmio e di tempistiche, sia in termini di miglioramento delle performance rispetto ai metodi offerti dalla 

statistica tradizionale. Il presente position paper ha mostrato le evidenze ottenute dalle diverse applicazioni 
pratiche che sono state oggetto di questo studio promosso da AIFIRM. 
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